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OZET

Saglik kuruluslar1 ve seyahat acentalarinin saglik turizmi siireclerini etkin bir sekilde
yonetmeleri, isletmenin itibar1 ve en fazla kari elde etmesi agisindan ¢ok kritik bir dneme
sahiptir. Saglik turizmi paydaslari, sosyal medya platformlart araciligi ile yaptiklar etkileyici
tanmitimlar sayesinde saglik turizmine ilgiyi arttirmis ve gili¢lii bir rekabet ortami
olusturmustur. Saglik turistleri, rakip saglik turizmi firmalarinin sunduklar1 cazip tedavi
paketlerinin etkisi ile, yapmis olduklar1 rezervasyonlar1 iptal edebilmektedir. iptal edilen
rezervasyonlart 6n goremeyen ve gerekli Onlemleri alamayan saglik turizmi paydaslari,
kaynaklarinin dogru bir sekilde yonetilmesinde sorun yasamakta ve bu durum gelir kaybr ile
sonuglanmaktadir. Doktora arastirmasi kapsaminda, makine 6grenmesi teknikleri kullanilarak
ve rezervasyon esnasinda saglik turistinin verilerini goz onilinde bulundurarak rezervasyon
iptal tahmini yapan “Saglik Turizmi Yonetim Sistemi (STYS)” gelistirilmistir. Kisisel veri
icermeyen, anonim hale getirilmis 5.060 adet saglik turisti rezervasyon verisi, on iki farkl
makine O0grenmesi yontemi (ZeroR, Naive Bayes, K-En Yakin Komsu, Destek Vektor
Makinalari, Lojistik Regresyon, Karar Agaclari, Yapay Sinir Aglari, Rastgele Orman,
XGBoost, CatBoost, AdaBoost ve LightGBM) ve on farkli model degerlendirme metrigi
(dogruluk, kesinlik, hassasiyet, F1-skor, 6zgiilliik, FPR, FNR, NPV, ROC ve hiz) kullanilarak
saglik turizmi rezervasyon iptal tahmin modelleri gelistirilmistir. Veri sinifi dengesizliklerinin
oniline gecebilmek, tahmin sonuglarini iyilestirebilmek ve daha tutarli tahmin sonuglar1 elde
edebilmek i¢in ADASYN, ROSE, SMOTE ve SMOTE-ENN teknikleri ile veri seti dengeli
hale getirilmis ve sonuclar karsilagtirllmigtir. Gelistirilen tahmin modelleri, saglik turistlerinin
rezervasyon iptallerinin basarili bir sekilde tahmin edilebilecegini ve iptale neden olan
bagimsiz degiskenlerin tespit edilebilecegini gostermistir. Tahmin modellerinin rezervasyon
sistemleri igerisinde gercek zamanli olarak galisabilecegini gostermek amaciyla bir prototip
gelistirilmistir. Saglik turizmi paydaslar gelistirilen prototip sayesinde, rezervasyonlarini iptal
edecek saglik turistlerini tespit edebilmekte ve rezervasyon iptalinin azalmasini saglayan
gerekli aksiyonlar1 alabilmektedir.

Anahtar Kelimeler: Saglik Turizmi, Veri Madenciligi, Makine Ogrenimi,

Rezervasyon lIptali, Yapay Zeka
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ABSTRACT
PREDICTION OF RESERVATION CANCELLATIONS IN HEALTH TOURISM
WITH DATA MINING TECHNIQUES

Effectively managing health tourism processes by healthcare institutions and travel
agencies is of critical importance for the reputation and maximum profitability of the
business. Health tourism stakeholders have increased interest in health tourism and created a
strong competitive environment through impressive promotions on social media platforms.
Health tourists can cancel their reservations due to the attractive treatment packages offered
by rival health tourism firms. Stakeholders in health tourism who fail to anticipate canceled
reservations and take necessary precautions experience difficulties in managing their
resources correctly, resulting in revenue loss. Within the scope of a doctoral research, a
"Health Tourism Management System (HTMS)" has been developed using machine learning
techniques and considering health tourist data during reservation to predict reservation
cancellations. Anonymized data of 5,060 health tourist reservations, devoid of personal data,
were utilized along with twelve different machine learning methods (ZeroR, Naive Bayes, K-
Nearest Neighbor, Support Vector Machines, Logistic Regression, Decision Trees, Artificial
Neural Networks, Random Forest, XGBoost, CatBoost, AdaBoost, and LightGBM) and ten
different model evaluation metrics (accuracy, precision, recall, F1l-score, specificity, FPR,
FNR, NPV, ROC, and speed) to develop health tourism reservation cancellation prediction
models. Techniques such as ADASYN, ROSE, SMOTE, and SMOTE-ENN were employed
to balance the dataset, overcome data class imbalances, improve prediction results, and obtain
more consistent prediction outcomes, and the results were compared. The developed
prediction models have demonstrated that health tourist reservation cancellations can be
successfully predicted, and independent variables causing cancellations can be identified. A
prototype has been developed to demonstrate that prediction models can work in real-time
within reservation systems. Health tourism stakeholders can identify health tourists who will
cancel their reservations and take necessary actions to reduce reservation cancellations
through the developed prototype.

Keywords: Health Tourism, Data Mining, Machine Learning, Reservation (Booking)

Cancellation, Artificial Intelligence
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ONSOZ

Saglik turizmi alaninda yapilan literatiir taramalar1 ve piyasa arastirmalarinin yaninda
saghik turizmi yetki belgeli saglik kuruluslar1 ve seyahat acentalarimin sayisinda da artis
yagsanmasi, saglik turizmine yonelim oldugunu gdstermektedir. Saglik turizmine duyulan
ilginin son yillarda artmasi, isletmelerin sosyal medya platformlarinda etkin reklam ve tanitim
faaliyetleri ile siki bir rekabet ortaminin olusmasina yol agmistir. Rakip firmalarin cezbedici
fiyat ve sartlarda tatil ve tedavi secenekleri sunmalari, rezervasyonunu tamamlayan saglik
turistlerinin fikirlerinin degismesine ve yapmis olduklar1 rezervasyonlari iptal etmelerine yol
acmaktadir. Rezervasyon iptallerinin artmasi, saglik turizmi paydaslarinin gelir kaybima ve
kaynaklarini etkin yonetmede zorluk yasamalarina neden olmaktadir.

Doktora c¢aligmasi kapsaminda, tim hizmet sektorlerinde rezervasyon iptallerine
yonelik yapilan akademik caligsmalari tespit edebilmek amaciyla otomatik literatiir tarama
yontemi kullanilmistir. Birinci boliim icerisinde otomatik literatiir tarama siirecinin tiim adim
ve aciklamalarina detayli bir sekilde yer verilmistir. Rezervasyon iptal tahmini ¢aligmalarinda
CRISP-DM (Veri Madenciligi i¢in Endiistriler Aras1 Standart Siireg) tercih edilmis ve tim
stire¢ adim, gdrev ve ciktilarina ait teorik bilgiler ikinci boliimde detayli bir sekilde ele
alinmistir. Veri madenciligi siniflandirma problemlerinde kullanilan tahmin yontemlerine ait
teorik bilgiler {iclincii boliimde detayli bir sekilde agiklanmistir. Son boliimde, saglik turizmi
kapsaminda rezervasyon iptallerinin tahmini konusunda CRISP-DM siireci tiim adimlartyla
isletilmis ve tahmin modellerinin ¢iktilar1 listelenmistir.

Saglik turizmi rezervasyon verilerinin giicliikkle temin edilebilmesi, elde edilen veri
setinin dengeli bir veri seti olmamasi, ve ¢ok sayida siniflandirma tahmin modeli ve
karsilagtirma metriginin bulunmasi, bu ¢alismanin 6nemli zorluklar1 arasinda yer almstir.
Saglik turizmi rezervasyon verilerinin temin edilebilmesi i¢in “Saglik Turizmi Yonetim
Sistemi (STYS)” tasarlanmistir. Dengesiz veri setine ADASYN, ROSE, SMOTE, SMOTE-
ENN yontemleri uygulanmis ve veri seti dengeli hale getirilmistir.

Tiirkiye, modern saglik kuruluglari, alaninda uzman personelleri ve uygun fiyata sahip
tedavi imkanlar1 ile kiiresel g¢apta saglik turizminde lider konuma gelebilecek yiiksek
potansiyele sahip iilkelerin basinda gelmektedir. Ulkelerin Kkiiltiirlerini, tarihi ve turistik
mekanlarini tanitma, yurt disindan doviz girisini saglama ve ekonomiye can suyu saglama
konularinda saglik turizmi ¢cok dnemli bir sektordiir. Rezervasyon iptal tahminlerini basarili
bir sekilde yapabilen saglik turizmi paydaslari, karmagik ve zorlu saglik turizmi siireglerini ve

isletme kaynaklarini etkin bir sekilde yonetme imkanina sahip olmaktadir.



GIRIS

Hastaliklarin tedavi edilmesi, bireylerin sagliginin muhafaza edilmesi ve gelistirilmesi
icin bireylerin ikamet ettigi yerden baska bir iilkeye en az bir giin siire kalmak i¢in seyahat
etmesi saglik turizmi olarak tanimlanmaktadir (Kantar ve Isik, 2014: 15). Ulkelerin saghk
sistemlerinde ortaya c¢ikan uzun bekleme siiresi, yiiksek maliyet, yetersiz hizmet kalitesi,
sigortalarin tedavi masraflarin1 karsilamamalar1 ve bireylerin bilinglenmesi sonucu saglik
turizmine yOnelim artmakta ve saglik turizmi hizla biiyliyen bir sektor haline gelmektedir
(Yilmaz ve Yilmaz, 2022: 65). Hizmet ihracatinda her gecen giin agirligini hissettiren saglik
turizmi sayesinde saglik kuruluslar1 ve seyahat acentalar1 nemli gelir elde etmektedir.

Gelir yonetimi, yoneylem aragtirmasinin en basarili uygulama alanlarindan biri olarak
kabul edilmektedir (Talluri ve van Ryzin, 2005). Bir isletmenin miisterilerine, kapasite
bilgisini dogru zaman ve fiyatta verilebilmesi i¢in teknoloji ve stratejilerden faydalanmasi
gelir yonetimi olarak tanimlanmaktadir (Kimes ve Wirtz, 2003). Gelir yonetimi, belirli bir
kapasiteye, degisken ve belirsiz bir talebe, hassas bir envantere, yiiksek maliyetli sabit bir
yapiya ve fiyatlara kars1 farkli hassasiyetlere sahip miisterilere sahip endiistrilerde geleneksel
olarak uygulanmaktadir (Kimes ve Wirtz, 2003). Turizm endiistrisinde gelir yOnetimi,
konaklanacak odayi, zamaninda, uygun kanalla, dogru fiyata erisilebilir kilma olarak
tanimlanmaktadir (Mehrotra ve Ruttley, 2006: 10). Hizmet sektoriinde maksimum kar elde
edebilmek icin smrlt sayidaki kaynaklarin rezervasyon sistemleri araciligiyla miisterilere
erigilebilir olmas1 gerekmektedir. Rezervasyon, miisteri ile hizmet saglayici arasinda yapilan
bir anlagsmadir. Bu anlagma ile miisteri, belirlenen tarihler icerisinde isletmeden hizmet
alacagini, ayni sekilde isletme belirlenen tarihlerde miisterinin talep ettigi hizmeti
saglayacagini garanti etmektedir. Isletme, rezervasyon araciliiyla isletme riskleri minimize
etmekte, miisteri ise almak istedigi hizmeti sorun ile karsilagmadan almaktadir.

Saglik turizmi paydaslari olan saglik kuruluslari ve seyahat acentalari, iptal edilen
rezervasyonlar i¢in uygun stratejileri uygulamadigi takdirde gelir kaybma ugramaktadir.
Isletmeler, rezervasyon iptallerinden kaynaklanan riski azaltmak icin siki iptal politikalart
gelistirmekte veya kapasitelerinin {izerinde rezervasyon alma (overbooking) islemleri
uygulamaktadir. Rezervasyon iptallerinin Oniine gecebilmek icin uygulanan kati iptal
politikalar1 rezervasyon sayisinda azalmalara yol agmaktadir (Smith vd., 2015). isletmeler kar
maksimizasyonu yapabilmek i¢in veri madenciligi (VM) calismalar1 ve veri analizleri yaparak
miigteri davraniglarini tahmin etmeye c¢alismaktadir. Antonio vd. (2017b), veri bilimi

kullanarak rezervasyon iptallerinin olumsuz etkilerinden kurtulmay1 saglayan rezervasyon



iptal tahmin modeli 6nermistir. Bu tahmin modeli sayesinde iptal edilecek bir rezervasyonun
olasilig1 hesaplanarak, karar vericilere fayda saglama durumu belirtilmistir. Ayrica, iptal
edilme olasilig1 yiiksek olan rezervasyonlar tespit edilerek strateji olusturma, eylem plani
hazirlama ve aksiyon alma saglanmaktadir (Antonio vd., 2017a). Rezervasyon iptal tahmini
onemli bir caligma konusu olmasina ragmen, yeterli sayida ¢aligma yapilmamistir.

Glinliimiiziin rekabetgi, misteri merkezli ve hizmet odakli ortaminda, isletmeleri
besleyen en degerli ham madde, verilerden elde edilen bilgilerdir. Gegen her saniye, yapilan
her tiirlii islem neticesinde veri liretilmesine ragmen, veri bilimi kullanilmadigindan dolay1
verilerden faydali bilgiler elde edilememektedir. Veri i¢inde gizli kalmis, kullanicilar
tarafindan standart iglemlerle ortaya ¢ikarilamayan ve atil durumda kalan yararl bilgiler, veri
madenciligi teknikleri kullanarak ortaya ¢ikarilmaktadir. Gilinlimiizde tiim sektorlerde yogun
bir sekilde kullanim alanina sahip olan veri madenciligi, saglik ve turizm sektorlerinde de
siklikla kullanilmakta, strateji olusturma ve karar alma siireclerinde karar vericilere destek
olmaktadir. Bu doktora arastirmasinda, yurt disinda ikamet eden, saglik turizmi amaciyla
Tiirkiye’ye gelmeyi planlayan saglik turistlerinin rezervasyon verileri {iizerinde veri
madenciligi ¢aligmalar1 yapilmis ve saglik turizmi rezervasyon iptal tahminlerini basar ile
tahmin edebilen modeller gelistirilmistir.

Birinci boliimde; doktora arastirma alani olan saglik turizm kavramina yonelik gerekli
tamimlar ve aciklamalar yapildiktan sonra saglik turizminin G6nemi vurgulanmigtir.
Rezervasyon iptallerine yonelik yapilmis olan oOnceki c¢alismalari etkin bir sekilde
inceleyebilmek i¢in manuel, hibrit ve otomatik iglemleri igeren literatiir tarama metodolojisi
gelistirilmistir. Literatiir tarama metodolojisi kapsaminda, Web of Sciences (WoS) ve Scopus
veri tabanlarinda yer alan c¢alismalar1 tarama, veri seti birlestirme, ayni calismalarin
kaldirilmasi, anlamsiz kelimelerin temizlenmesi, meta veri analizleri, sonu¢ daraltma
islemleri, alan dis1 calismalarin ¢ikartilmasi, dokiiman kiimeleme, konu modelleme,
sonuclarin yorumlanmasi ve tam metin okuma sonucunda elde edilen ¢iktilar verilmistir.

Ikinci boliimde; veri madenciligi kavraminin ve arastirmanin daha iyi anlasilabilmesi
icin veri, enformasyon, bilgi, veritabani, karar destek sistemi vb. terimlerin agiklamasi
yapilmistir. Veri madenciligi tanimi, veri madenciliginin kullanildig1 alanlar ve veri
madenciliginde kullanilan yazilimlar verildikten sonra CRISP-DM veri madenciligi siirecinin
adimlar1 olan isi anlama (problemin tanimlanmasi), veriyi anlama, verinin hazirlanmasi,
modelleme, degerlendirme ve uygulama detayli bir sekilde agiklanmustir.

Ucgiincii  béliimde; veri madenciliginde kullanilan smiflandirma yontemlerinden,

ZeroR, Naive Bayes (NB), K-En Yakin Komsu (KNN), Lojistik Regresyon (LR), Destek



Vektor Makineleri (DVM), Karar Agaclar1 (DT), Yapay Sinir Aglar1 (YSA), Rastgele Orman
(RO), AdaBoost, XGBoost, LightGBM ve CatBoost yontemlerine ait teorik bilgiler
verilmistir. Bu boliim igerisinde siniflandirma yontemlerinin dogruluk, 6grenme hizi,
smiflandirma hizi, eksik degerlere direng, ilgisiz degiskenlere direng, fazla sayida
degiskenlere direng, bagimlilig1 yiiksek degiskenlere direng, kesikli ve siirekli degiskenlere
yaklasim, giiriiltiiye direng, asir1 6grenme ile basa ¢ikma, artimli 6grenme denemeleri,
aciklama yetenegi ve model parametre isleme kriterlerine gore karsilagtirilmalart verilmistir.
Ayrica, model bagsarimlarin1 karsilastirmak amaciyla dogruluk (accuracy), kesinlik
(precision), hassasiyet (sensitivity), F-olgiitli, 6zgilliik (specificity), AUC (Area Under
Curve), FNR (False Negative Rate), FPR (False Positive Rate), NPV (Negative Predictive
Value) ve hiz parametrelerinin agiklamalart ve hesaplamalar1 {igiincii boliim altinda
verilmistir.

Dordiincii boliimde; doktora arastirma konusu olarak saglik turizmi rezervasyon iptal
tahmini probleminin sec¢ilme amaci, arastirma sorulari, saglik turizminde rezervasyon iptalleri
tahmini yapabilen siiflandirma modellerinin gelistirilmesinin 6nemi, aragtirmanin varsayim
ve kisitlari, arastirma evren ve Orneklemi, arastirmanin literatiire ve diger alanlara katkilar
aciklanmistir. Ugiincii béliimde teorik bilgileri verilen CRISP-DM veri madenciligi siirecinin
uygulama adimlari, saglik turizmi rezervasyon iptal tahmini arastirma konusu i¢in bastan sona
kadar tlim adimlart ile isletilmis ve siniflandirici tahmin model sonuglar karsilastirmali olarak
hazirlanmistir.

Tartisma ve sonug¢ boliimiinde, doktora arastirma sorular1 ve ¢iktilari, literatiirde yer

alan caligmalarla tartisilmis ve alandaki arastirmacilara yonelik onerilere yer verilmistir.



BIiRINCi BOLUM
SAGLIK TURIZMi REZERVASYON iPTAL TAHMINI

Gecmisten giiniimiize saglik kavramimna yonelik ¢ok farkli tanimlar yapildigr ve
degisik anlamlar yiiklendigi goriilmektedir. Bu farkliliklarin temelinde bireylerin kendilerini
saglikli gorme kriterlerinin degigmesi ve tibbi paradigmalarda meydana gelen degisimler
etkili olmaktadir. Farkli anlamlara sahip saglik kavramimin genis bir tanimi yapildiginda,
objektif ve siibjektif boyutlarinin oldugu goriilmektedir (Kaplan, 2016: 12). Kisinin, kendi
sagligina dair fiziksel, zihinsel ve sosyal hissiyat1 siibjektif boyutunu olustururken, tibbi teshis
ve testler aracilifiyla elde edilen saglik durumu ise objektif boyutunu olusturmaktadir.

Saglik kavrami, Diinya Saglk Orgiiti (DSO) tarafindan “sadece hastalifmn veya
rahatsizligin bulunmamasimin disinda, fiziksel, zihinsel, sosyal ve psikolojik olarak tam bir
iyilik halde bulunma” seklinde tanimlanmaktadir. DSO, saglik sektoriiniin amacini, niifusa en
iyi hizmeti sunmak ve en yiiksek saghk diizeyini korumak olarak tanimlamaktadir. DSO
tarafindan yapilan tanimin disinda, saglik kavraminin tanimi ve igerigi ile ilgili olarak son
yillarda pek ¢ok calisma ortaya konulmustur. Saglik, bir organizmanin hiicre biitiinliigiinii
koruma ve daha iyi organize olmus bir diizende basarili bir sekilde yasama girisimi olarak
tanimlanmaktadir (Ulutiirk, 2015: 49).

Insanlar belli bir siireligine bile olsa, degisik tatlar, kiiltiirler, insanlar ve ortamlar
kesfetmeyi ve boylelikle bedenen ve ruhen dinlenmeyi tercih etmektedir. (Oztiirk ve Bayat,
2011: 136). Bu isteklerin sonucu olarak, hizli bir sekilde gelisen ve biiyiik bir sektoriin ortaya
cikmasina neden olan turistik hareketlilik faaliyetleri turizm olarak isimlendirilmektedir.
Gegici olarak ikamet ettigi yerden, is amaci olmadan seyahat amaciyla ayrilan, konaklayan ve
harcama yapan kisiler turist olarak adlandirilmaktadir. Zaman, mekan ve bireylerin
tercihlerine bagh olarak siirekli sekillenen, dinamik bir yapiya sahip olan turist hareketliligi
ile turizm faaliyetleri tesvik edilmekte ve hizmet g¢esitlendirmesi ile turistik aktiviteler ve

yatirimlar artmaktadir (Edwards vd., 2008: 1033).

1.1. Saghk Turizmi

Saglik turizmi, hastanin sagligina kavusmasi veya saglikli kisilerin yagam kalitelerinin
arttirlmast icin tedavi amaciyla baska iilkelere seyahat etme eylemidir (Uziimcii ve Cimen,
2019). Saglik turizmi, insanlarin ikamet yerlerinden uzakta, kotliye giden sagliklarin
iyilestirmek i¢in bir giinden az ve bir yildan fazla olmamak kosuluyla, bagka bir iilkeye

seyahat etmeleridir (Akdeve vd., 2013). Saglik Bakanligi’nin tanimina gore saglik turizmi;



saglik ve turizm imkanlarindan yararlanarak saglik durumunu korumak ve iyilestirmek icin
baska bir iilkeye gitmek olarak tanimlanmistir. Bu baglamda seyahat eden kisiler, Saglik
Bakanlig1 tarafindan “Saglik Turisti” olarak tanimlamistir. Saglik turizmi; organ nakli, dis
tedavileri, ameliyat ve operasyonlar, goz tedavileri, teshis hizmetleri gibi medikal tedavileri;
estetik operasyonlar, saglikli yasam, wellness vb. medikal olmayan tedaviler i¢in de ikamet
edilen iilkeden farkli bir iilke veya bolgeye yapilan seyahatleri ifade etmektedir. Saglik
turistlerinin tatil imkanlarindan yararlanma durumlar1 olmasma ragmen, temel amag saglik
hizmetlerinden yararlanmaktir (Bookman ve Bookman, 2007).

Son yillarda diinya genelinde biliylik bir gelisme gosteren, yeni turistik {iriin ve
hizmetlerden bir tanesi de saglik turizmidir. Saglik turizmi, farkli hastaliklara ya da saglik
boyutuna sahip kozmetik, infertilite, organ ve doku nakli, ortopedi, obezite, estetik cerrahi vb.
cesitli taleplere sahip kisilerin, fiziksel ve zihinsel tatminine yardimci olmak amaciyla
organize edilen turistik faaliyetler biitiiniidiir. Saghk turizmi, bir hastanin saghgini tedavi
etme veya en azindan saghiginin diizene girmesi maksadiyla, 24 saat ile 1 yil siireler arasinda
olmak kosuluyla, calisma amaci olmaksizin baska bir bolgeye seyahat etmek olarak da
tanimlanmaktadir (Aslanova, 2013: 130). Doktorunun tavsiyesi veya hastanin kendi istegi ile
tibbi tedavi i¢in gegici siireligine baska bir lilkeye seyahat etmesi saglik turizmi olarak
tammlanmaktadir (Oztiirk ve Bayat, 2011: 137). Son yillarda iletisim ve ulasim imkanlarinin
artmasi, teknolojinin gelismesi ve ucuzlamasi, tibbi tesislerin yayginlagsmasi ve tibbi
hizmetlerin ticarilesmesi gibi faktorler neticesinde saglik turizmi, turizm sektoriiniin 6nemli
bileseni haline gelmistir. {lk zamanlarinda sadece kaplica seyahati veya kaplica turizmi ile
siirli kalan saglik turizmi, giiniimiizde her gesit tibbi tedavileri igermektedir (Ozer ve
Songur, 2013: 71).

Saglik turizmi kapsaminda tedavi amaciyla gelen saglik turistleri, gitmis olduklari
iilkelerde yer alan miizeleri, tarihi eserleri, dogal kaynaklari veya bdlgenin Kkiiltiirel
ozelliklerini gérme ve faaliyetlere katilma imkani1 bulmaktadir. Yiiksek bir potansiyele sahip
saglik turizminde, 0Ozglin ¢esitlendirme politikalarinin hayata gecirilmesiyle, turizm
hareketliliginden ¢ok daha fazla paya sahip olmasi saglanabilmektedir (Ozkurt, 2007: 152).
Saglik turizmi yapilan bolgelerde, dogru saglik turizmi politikalarinin uygulanmasi, saglik
turistlerine uygun turizm etkinliklerinin sunulmasi, turizm hedeflerine daha hizli ulagilmasini
ve bolgenin uzun vadede cazibe merkezi olmasini saglamaktadir. Filipinler’deki Cebu
Doktorlar Universite Hastanesinin, hastalarma bypass cerrahisi paketinin bir pargasi olarak
giizel bir tatil beldesinde dinlenme firsat1 sunmasi drnek olarak verilebilir. Wockhard Hospital

USA, hastalar1 ¢ekmek icin Tac Mahal turlar1 diizenlemekte, Ekvador ise hastalara uygun



fiyata dis tedavileri yaninda iilkenin aktif volkan ve yagmur ormanlarini gérme imkani
sunmaktadir. Bu nedenle, saglik turizminde hizmet kalitesi, iiriin ¢esitliligi ve uygun fiyat
politikalar1 vurgulanmaktadir (Canapero ve Bertinato, 2024). Saglik turizminde sunulan
hizmet ve iriinleri gesitlendirmek, siirekliligi saglayici bir rekabet unsuru olarak kabul
edilmektedir.

Doviz kazandiric1 yapisindan dolayr dnemi siirekli artan saglik turizmi, giiniimiizde
iilkeler agisindan ¢ok farkli bir boyuta gelmistir. Onemli bir alternatif turizm segenegi olarak
yayginlasan saglik turizminin, saglik turistlerinin fiziksel ve psikolojik ihtiyag¢larinin
dogrudan veya dolaylt olarak karsilandigi en aktif etkinliklerden biri oldugu kabul
edilmektedir. Saglik turistlerinin, tedavi ve tibbi operasyonlarini, modern yontemlerle ve
daha uygun fiyatlara yaptirmak i¢in Tiirkiye’yi tercih ettikleri gozlemlenmektedir (Aktepe,
2021: 171). Tiirkiye’nin sahip oldugu dogal giizellikleri, misafirperverligi, cografi konumu ve
saglik hizmetleri alaninda sundugu ¢esitlilik nedeniyle, saglik turizmi alaninda 6nde gelen
iilkelerden biri olma potansiyeline sahip oldugu goriilmektedir.

Ulkelerin, saglik turizminde, kiiresel dlcekte lider bir konuma gelebilmesi, kaliteli
hizmet ve tedaviyi uygun fiyata sunmasina baglidir. Saglik turizmi kapsaminda sunulan saglik
hizmetlerinin gelistirilmesi amaciyla uluslararas1 kalite ve akreditasyon sertifikas1 (Joint
Commission International, JCI) bulunmaktadir. 10.03.2024 tarihi itibari ile Birlesik Arap
Emirlikleri (218), Suudi Arabistan (111), Brezilya (73), Tayland (64), Cin (41) olmak iizere,
diinya genelinde 1018 JCI sertifikasyona sahip saglik kurulusu bulunmaktadir. Tiirkiye, 40
JCI sertifikasina sahip saglik kurulusu ile 6. sirada yer almaktadir (Joint Commission
International, 2024). Saglik turizminde, kaliteli ve uygun fiyata sunulan saglik hizmetleri,
hekim kadrosu, teknolojik ekipmanlar ve saglik kuruluslarinin reklam ve tanitimina yonelik
faaliyetler ¢cok oOnemlidir. Kiiresel capta rekabet i¢inde olan saglik kuruluglari, isletme
hedeflerine ulagsmak icin iirlin ve hizmetlerini tanitma faaliyetlerine ara vermeden devam
etmektedir. Saglik turizmi alaninda hizmet veren kuruluslarin, diger hizmet alanlarinda yer
alan kuruluslarla ayni tanitim faaliyetlerine sahip olmalar1 gerekmektedir (Sengiil ve Bulut,
2019: 46). Bu kapsamda Tiirkiye’de yer alan saglik turizmi paydaglarinin, yurt disina yonelik
yabanci dil ile yapmis olduklari reklam ve tanitim faaliyetleri desteklenmektedir.

Tesvikler, devletin karsilikli veya karsiliksiz, dogrudan veya dolayli olmak iizere
isletmelere sagladigr desteklerdir. Tegvik verilerek desteklenen faaliyetler, tesvik
saglanmayan diger faaliyetlere gore daha hizli gelismektedir (Topal, 2006: 16). Devlet
siibvansiyonlari, ekonomide meydana gelen daralmalar1 ortadan kaldirmak ve ekonomiyi

canlandirmak amaciyla sirketlere sunulan desteklerdir (Martin ve Scott, 2000: 438). Devletler,



kiiresel Olcekte rekabet avantaji olusturabilmek amaciyla, saglik turizmi hizmeti sunan
paydaslarini desteklemektedir. Singapur, Hindistan, Tayland, Malezya gibi birgok {iilke, saglik
turizmi sektoriiniin gelisimini desteklemek i¢in mali destek programlari uygulamaktadir
(Sahin, 2021: 985).

Tiirkiye, saglik turizmi alaninda uluslararasi pazarda lider konuma gelmek, dis
pazarlara agilarak doviz kazandiric1 faaliyetleri arttirmak ve saglik turizminde diinya ¢apinda
bir marka olmak amaciyla, saglik turizmi paydaslariin saghk turizmi faaliyetleri ile ilgili
giderlerinin bir kismuni Ticaret Bakanligi tarafindan siibvanse edilmesi uygulamasina
gitmistir (Tengilimoglu, 2021: 9).

Saglik Hizmetleri Genel Miidiirliigii'ne bagl Saglik Turizmi Daire Bagkanligi web
sitesinde “Yetkili Saglik Tesisleri ve Araci Kuruluslar” listelenmektedir. 17 Subat 2021
tarihinde ilan edilen, “Uluslararas1 saglik turizmi yetki belgesi alan saglik tesisleri ve araci
kuruluslar listesi” igerisinde 1097 saglik kurulusu ve 170 seyahat acentas1 yer almaktaydi. 26
Subat 2024 tarihinde ilan edilen giincel listeye gore 1059 yetkilendirilmis seyahat acentas1 ve
648 hastane, 179 tip merkezi, 2096 muayenehane ve 1124 diger saglik tesisi olmak iizere
toplamda 4047 yetkilendirilmis saglik kurulusu yer almaktadir. Saglik turizmi yetki belgeli
paydas sayisindaki artig, saglik turizmine ilgiyi gosteren en 6nemli gostergeler arasindadir.

Saglik turistlerinin saglik turizmine yonelik ilgilerinin en iist seviyede olmasi ve devlet
tesvikleri sayesinde isletmelerin saglik turizmine yonelmesi, kiiresel anlamda rekabetin
artmasina yol agmaktadir. Saglik turistlerinin tedavi olabilecekleri alternatif {ilke ve saglik
kurulusu sayisindaki artis, karar alma ve rezervasyon siirecini zorlastirmaktadir. Saglik
turistleri, rezervasyonlarini tamamladiktan sonra bile daha iyi fiyat ve kalite i¢in saglik
kurulusu arayisina devam etmekte ve rezervasyonlarini iptal edebilmektedir. Saglik
turistlerinin rezervasyon iptallerinin basarili bir sekilde tahmin edilmesi ve gerekli

aksiyonlarin alinmasi, saglik turizmi paydaslari agisindan kritik neme sahiptir.

1.2. Sistematik Literatiir Taramasi

“Veri Madenciligi Teknikleri ile Saglik Turizminde Rezervasyon Iptallerinin
Tahmini” doktora arastirmasi, saghik turizmi ve veri madenciligi olmak {iizere iki alani
kapsamaktadir. Doktora arastirmasinin Ekonometri ana bilim dalinda yapilmasindan dolayz,
literatiir tarama ¢aligmalari, rezervasyon iptallerini tahmin etme {izerine yapilmistir. Doktora
aragtirmas1 kapsaminda yapilan, “Veri Toplama ve Veri On Isleme”, “Konu Daraltma”,
“Otomatik Analiz” ve “Manuel Analiz (elde edilen g¢aligmalarin tam metin okumalari)

adimlarindan olusan sistematik literatiir tarama metodolojisi Sekil 1.1°de verilmistir.



Veri Toplama ve Veri On isleme

© Web of Sci s gt : 3
Veri Seti Kopyalarin Anlamsiz Kelimelerin
Birlestirme > Kaldirimasi [ Temizlenmesi
@© Scopus

Konu Daraltma

Veri ve Meta Veri Sonuglari Daraltmak igin Alan Harici
Analizleri i Terimlerin Tanimi i Arastirmalarin Cikartilmasi

v

Konu Harici Onemli Konu ve Kelimeler Ozet, Baslik, Anahtar
Arastirmalarin Silinmesi = ile Sonuglari Daraltma “ Kelime Modellemesi
Otomatik Analiz
v
© indirgenmis Veri Seti (Tam Metin PDF Dosyalar)
Veri ve Meta Veri Dokiiman Tim Dokiiman
Analizleri Kimeleme Konu Modelleme
Manuel Analiz

Sonugclarin Yorumlanmasi

v

Tam Metin Okumalari

BULGULAR

@ Manuelislemler Hibrit islemler @ Otomatik islemler

Sekil 1.1 Literatiir Tarama Metodolojisi



Rezervasyon iptal tahmini yapmak i¢in iki farkli problem tiirii bulunmaktadir. Eger
calismanin amact; (1) yalnizca bir rezervasyonun iptal edilme oranini tahmin etmek ise, o
zaman problem bir tahmin problemi olarak kabul edilmekte, (2) bir rezervasyonun iptal
edilme durumunun “Rezervasyon Iptal” veya “Rezervasyon Iptal Degil” seklinde belirlenmesi
ise, o zaman bir siniflandirma problemi olarak degerlendirilmektedir. Bu tez ¢alismasinda ele
alinan saglik turizmi rezervasyon iptal tahmini, bir smiflandirma problemi olarak ele
alinmaktadir.

Literatiir tarama metodolojisinde, tamamen kullanicinin miidahale etmesi gereken
manuel islemler, otomatik islemler ve hibrit islemler olmak tizere ii¢ tiir islem bulunmaktadir.
Yapilan islemin hangi tiir islem oldugu Sekil 1.1’in en altinda yer alan renkler ile
belirtilmistir. Literatiir tarama iglemleri, veri analizini kolaylastirmak i¢in tasarlanmis, ¢ok
sayida pakete sahip, giiclii bir istatistiksel ara¢ olan R programlama dili kullanilarak
gerceklestirilmistir. Literatiir taramasinda kullanilan yol haritasi, veri ve meta veri analizi, tam
metnin veri madenciligi paketleri ile ele alinmasi ve gorsellestirilmesi, en sik kullanilan
unigramlar ve bigramlar iceren kelime bulutlar1 ve konu modelleme caligsmalari, literatiir
taramalarinda yapilan ¢alismalar, Anténio (2019) doktora arastirmasindan Ornek alinarak
hazirlanmstir.

Bir konuda aragtirma yapmanin gerekliligi, ilgili literatiir taramalarinin detayli analizi
ile tespit edilmektedir. Akademik ¢aligma sayisinin her gegen giin artmasi, literatiir taramasini
zorlagtirmakta ve bu durum bazi arastirmacilarin bilisim teknolojilerinden faydalanarak
literatiir tarama islemlerini otomatiklestirmesine yol agmaktadir. Otomatik literatiir taramalari,
daha az enerji ve zaman harcayarak, daha hizli ve etkin literatiir taramalar1 yapmaya imkan
saglamaktadir.

Otomatik literatiir tarama ile aragtirmacilar, arama stratejisi tasarlama, arastirma alani
ile ilgili arama yapma, farkli veri kaynaklarinda yer alan kopya caligmalar1 ayiklama,
aragtirma Ozetlerini tarama, tam metin makaleler {izerinde modelleme yapma, veri
doniistiirme, veri ¢ikarma ve sentezleme imkanlarina sahip olmaktadir.

Literatiir taramalarini, gelismis metin madenciligi yontemleri ve bilisim teknolojileri
kullanarak otomatiklestirmek veya en azindan yar1 otomatik bir hale getirmek, arastirmacilara
biiyiik kolayliklar sunmaktadir. Sistematik literatiir taramasi; veri erisimini kolaylastirma,
meta verilere dayali olarak dergi, yazar, kurulus bazli kategorize etme, yeni kavram veya
iligkileri ortaya ¢ikarma, arastirma ana konu ve alt konularini belirleme, konular ve {ist veriler

arasindaki iliskileri belirleme konularinda katki saglamaktadir.
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1.2.1. Veri Toplama ve Veri On isleme

Doktora arastirmasi literatiir taramasi1 kapsaminda, Scopus ve Web of Science (WoS)
olmak iizere iyi bilinen iki veri tabanina yonelik kaynak taramalar1 yapilmistir. Secilen iki
veri tabani, turizm ve seyahat endiistrileri ile ilgili arastirmalarin ¢ogunu icermektedir. Etkin
bir otomatik literatlir taramasi yapabilmek i¢in veri toplama ve Onisleme asamalarinin
uygulanmasi gerekmektedir.

Veri tabanlarindan aragtirma elde etme isleminde, arama ifadesini dogru
yapilandirabilmek icin gerekli anahtar kelime se¢imleri yapilmalidir. Makale arama motorlari
arasindaki farkliliklardan kaynaklanabilecek sorunlar gz 6niinde bulundurularak, her iki veri
tabaninda basit bir sorgu yiiriitiilmiis ve aramay1 arastirma hedefine daraltmak i¢in sonuglar
filtrelenmistir. Arama dizilerinde, belgelerin basliginda veya anahtar kelimelerinde
“reservation” ve “cancellation” kelimelerinin ve varyasyonlarinin ayni anda kullanildig:
arastirmalar taranmistir. Secilen anahtar kelimeler Scopus veri tabaninin 6zet bdliimiinde
aranabilmesine ragmen, bu islevsellige sahip olmadigi i¢in WoS veri tabaninin 6zet kisminda
aranamamistir.

Veri madenciligi otomatik literatiir taramasini etkin yapabilmek amaciyla arama, Ekim
2022 tarihine kadar /ngilizce hazirlanmis ¢alismalarla smirlandirilmistir. Scopus ve WoS veri
tabanlarmin kendilerine 6zgii belge smiflandirma kategorileri oldugundan, her bir veri
tabaninda secilen belge tiirleri farkli olmaktadir. Scopus icin belge tiirleri: makale, basinda
cikan makale, kitap, kitap boliimii, konferans bildirisi ve incelemedir. Scopus veritabaninda

arama yapmak icin kullanilan arama terimi Sekil 1.2°de gosterilmistir.

Q Anahtar Kelimeler

"booking" OR "bookings" OR "reservation" OR "reservations"
AND ("cancellation" OR "cancellations" OR "cancelation" OR "cancelations"
AND (DOCTYPE(ar) OR DOCTYPE(ip) OR DOCTYPE(bk) OR DOCTYPE(ch) OR DOCTYPE (cp)

OR DOCTYPE(re)

ﬁr@ Scopus

Sekil 1.2 Scopus Arama Dizisi ve Calisma Sayisi

Scopus veri tabani arama sonucu, Scopus disa aktarma islevi (export) kullanilarak
virgiille ayrilmis degerlerin saklandigi CSV formatindaki bir dosyaya aktarilmistir. Scopus
arama sonucunda 211 makale, 83 konferans bildirisi, 9 kitap boliimii ve 1 adet inceleme

arastirmasi olmak {izere toplam 304 arastirma bulunmustur.
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WoS igin belge tiirleri; makale, kitap, kitap boliimii, bildiri ve inceleme tiiriindedir.
Web of Science veri tabaninda arama yapmak ic¢in kullanilan arama terimi Sekil 1.3’te

gosterilmistir.

Q Anahtar Kelimeler

(TS=(("booking" OR "brookings" OR "reservation" OR "reservations") AND

"cancellation" OR "cancellations" OR "cancelation" OR "cancellations" OR
'I=( ("booking" OR "brookings" OR "reservation" OR "reservations") AND
"cancellation" OR "cancellations" OR "cancelation" OR "cancellations")

[© Web of Science 269

Sekil 1.3 Web of Science Arama Dizisi ve Calisma Sayisi

WoS arama sonucu, sekmeyle ayrilmis degerlerden olusan TSV formatindaki bir
dosyaya aktarilmistir. Arama sonucunda 187 makale, 64 konferans bildirisi, 9 erken erigim, 2
kitap boliimii ve 1 adet inceleme aragtirmasi tiiriine ait toplam 269 aragtirma bulunmustur.
Arama sonucunun gegerliligini degerlendirmek ve arama terimlerinin dahil edilip
edilmedigini belirlemek i¢in rastgele secilen sayida arastirma kontrol edilmistir.

Veri Seti Birlestirme.: Farkl1 veri taban1 kaynaklarindan gelen birden ¢ok arastirmanin
birlestirilmesi, belge yapilari, veri bi¢imleri ve veri kalitesindeki farkliliklar nedeniyle her
zaman zorluk olusturmaktadir. Bu sorunlara ragmen Scopus ve WoS veri tabanindaki benzer
alanlarin birlestirilmesi ile tek ve benzersiz bir veri seti olusturulmustur. Sekil 1.4’te yer alan
Veri Seti Indirgeme Adimlar1 seklinin en iist katmaninda Scopus ve WoS veri tabanlarindan
elde edilen iki veri setinin birlestirilmesi gosterilmektedir. Scopus veri tabanindan elde edilen

304 arastirma ve WoS veri tabanindan elde edilen 269 arastirmanin birlestirilmesi ile toplam

573 arastirma elde edilmistir.

Web of Science ve Scopus
Dokiimanlar: Birlestirme

Web of Science ve Scopus
Dokiiman Tekillestirme

Alan Dis1 Calismalarin
Temizlenmesi

Konu Dis1 Calismalarin
Temizlenmesi

Sekil 1.4 Veri Seti Indirgeme Adimlar
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Kopyalarin Temizlenmesi: Scopus ve WoS veri tabanlarinin ikisinde yer alan tek ortak
alan tanimlayicist DOI (Digital Object Identifier) numarast olmasina ragmen, tiim
arastirmalarin veri tabaninda kayithh bir DOI numarast bulunmamaktadir. Arastirmalarin
baslhiklar1 &n islemeye tabi tutulmustur. On isleme, analizlerin iyilestirilmesi, hesaplama
performansinin arttiritlmasi i¢in kelimelerin normallestirilmesi, tiim metinlerin daha kiigiik ve
belirli 6zelliklere doniistiiriilmesi, noktalama isaretlerinin kaldirilmasi, sayilarin kaldirilmasi,
veri seti ilizerinde tim metnin kiigiik harfe doniistiiriilmesi ve kelimelerin tek tip bir formata
doniistiiriilmesi islemlerini igeren bir siirectir. Metin 6n islemleri R programlama dili ve
paketleri kullanilarak gerceklestirilmistir. On islem uygulanmis arastirmalarm  DOI
numaralariin karsilastirilmasindan sonra 219 miikerrer arastirma kaldirilmis ve Sekil 2.4’{in
“Dokiiman Tekillestirme” katmaninda gdsterildigi gibi toplam arastirma sayisi 354 tekil
arastirmaya indirgenmistir. Miikerrer aragtirmalarin kaldirilmasi ile elde edilen 354 arastirma;
261 (%74) makale, 83 (%23) konferans bildirisi, 9 (%3) kitap boliimii ve 1 adet incelemeden
olusmaktadir.

Anlamsiz  Kelimelerin Temizlenmesi: Anlamsiz kelimelerin temizlenmesi islemi
manuel ve otomatik islemlerin birlikte yapilmasi gereken hibrit bir adimdir. Miikerrer
kayitlarin ortadan kaldirilmasi ve tekil caligmalara indirgenmis veri seti iizerinde kullanici

tarafindan belirlenen “the”, “a” vb. anlam ifade etmeyen harf ve kelimelerin temizlenmesi

islemleri bu agsamada gergeklestirilmistir.

1.2.2. Konu Daraltma

Literatiir taramasinda incelenen rezervasyon iptal tahmini konusunda yapilan 6nceki
aragtirmalarin tamami, doktora arastirmasinin amaci ile dolayli olarak ilgili olmasina ragmen,
saghik turizmi alanmi ile benzerlik gostermeyen aragtirma sayist daha fazladir. Doktora
aragtirma alani ile ilgili olmayan yoneylem arastirmasi, konaklama ydnetimi, tip ve saglik,
ulagim ve lojistik yonetimine ait tiim dokiimanlarin veri setinden ¢ikartilmasinin, literatiir
tarama verimliligini arttiracagi ongoriilmiis ve saglik turizmi alani ile ilgili aragtirmalarin
taranmasinda kullanilacak terimleri belirlemek i¢in metin madenciligi ¢aligmasi yapilmastir.

Veri ve Meta Veri Analizleri: Veri setinde yer alan 354 arastirmanin baslik, anahtar
kelime ve 6zet bilgilerinde; say1 ve terimlerin kaldirilmasi ve kok ayiklanmasi sonucunda veri
setinin On islemesi tamamlanmig siiriimii olusturulmustur. Metin madenciliginde “n” kelime
sayisini gostermek iizere, terimler "n-gram" olarak da adlandirilmaktadir. Tek kelimelik bir

terim “unigram”, iki kelimelik terimler “bigram” olarak isimlendirilmektedir (Welbers vd.,
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2017). “Wordcloud” R paketi kullanilarak, on veya daha fazla sikliga sahip terimlerin

say1lmasi ile hazirlanan unigram ve bigram kelime bulutlar1 Sekil 1.5’te gosterilmistir.
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Sekil 1.5 Unigram ve Bigram Kelime Bulutlar:

Unigram ve bigram kelime bulutlar1 icerisinde en sik kullanilan terimlerin; turizm
sektoriiyle ilgili yapilan calismalarda ‘“cancel”, “model”, “system”, “room” ve “reserv”
seklinde, saglik sektoriindeki caligmalarda ise “patient”, “covid”, “hospital” seklinde oldugu
Sekil 1.5’te gortilmektedir. Unigram ve bigram kelime bulutlari icerisinde yer alan “book”,
“appoint”, “overbook” terimleri, WoS ve Scopus veri tabanlarindan elde edilen aragtirmalarla
bu ¢aligmanin arastirma konusu arasindaki iliskiyi gostermektedir.

Sonuglart Daraltmak i¢in Terimlerin Tanimi: Analiz oncesinde arastirma konular ile
ilgili olmayan fakat yiliksek bir sikliga sahip “tlim haklar1 saklidir”, “ve digerleri” vb.
terimlerin belirlenmesi gerekmektedir. Arastirma konusu ile alakali olmadigi belirlenen
terimler basliktan, yazar anahtar sozciiklerinden, dizin anahtar sdzciliklerinden ve Ozetten
cikartlmalidir.

Alan Harici Arastrmalarin Cikartilmast: Terim sikligi analizi dikkate alindiginda,
taranacak arastirmalari sinirlandirmak i¢in secilen filtre terimleri olarak ‘health, hotel,
medical, airline, tourism, travel, aviation, event, restaurant, railway, golf, transportation”
secilmistir. Secilen bu terimler; veri setinde yer alan 354 arastirmanin bagliginda, anahtar
sozciiklerinde, dizin anahtar sdzciiklerinde ve dzetin metin 0n iglemesi yapilmig siirlimlerinde
aranmistir. Terimlerden herhangi birini icermeyen belgeler alan dis1 olarak degerlendirilmis
ve 172 arastirma veri kiimesinden ¢ikartilmistir. Sekil 2.4’°1in tiglincii katmaninda goriildiigi
iizere, doktora ¢alismasi ile ilgili toplam 182 arastirma kalmistir.

Ozet, Bashk, Anahtar Kelime Modellemesi: Konu modelleme, diger bir ifadeyle
ozellik ¢ikarimi, 90’11 yillarin baglarinda gelistirilmeye baslanan, metin madenciligi ve dogal

dil isleme alanlarinda ¢ok tercih edilen bir tekniktir. Konu modelleme, biiyiik miktarda belge
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koleksiyonlar1 verisinde yer alan konular1 otomatik olarak kesfetmek i¢in kullanilan istatiksel
bir yontemdir (Blei, 2012: 77). Konu modelleme yontemi (Latent Dirichlet Allocation, LDA),
2003 yilinda gelistirilmistir (Blei vd., 2003). Gizli Dirichlet Tahsisi veya Gizli Dirichlet
Ayrimi olarak da bilinen LDA, her belgenin olasiliksal anlam dizinini ve benzer konularin
kombinasyonunu ortaya koymak maksadiyla ortaya atilan olasilik tabanli yaklagimdir (Blei ve
Lafferty, 2009). LDA, metin belgesinin birden fazla konuyu i¢erdigini varsayarak ve belirli
bir konu veya belgeye uzakliginm1 hesaplayarak smiflandirmayr amaglayan bir istatistik
modelidir. LDA kullandig1 yaklasim farkliligiyla en basit, hizli boyut kiigiiltme ve
siniflandirma modelidir (Lane vd., 2019).

Terim siklig1 analizi ile alan harici aragtirmalarin ¢ikartilmasindan sonra geriye kalan
182 arastirmanin hangi konular1 kapsadigini anlamak i¢in, R programlama dili “topicmodels”
paketi kullanilarak LDA yontemi uygulanmistir. LDA ydnteminin kullanimi agsamasinda en
onemli parametre, modellenecek konu sayisidir. Modellenecek ideal konu sayisini tespit etme
asamasinda “Idatuning” R paketi kullanimi biiyiik kolaylik saglamaktadir (Nikita ve Chaney,
2020). Idatuning paketi, modellenecek konu sayisina karar vermeye yardimci olmak amactyla
dort farkli segenek (Griffiths2004, CaoJuan2009, Arun2010, Deveaud2014) sunmaktadir.

Sekil 1.6’daki grafige gore, modelleme konu sayisi 12 olarak belirlenmistir.

minimize

metrics:
®  Griffiths2004
A CcaoJuan2009
W Arun2010

maximize

Sekil 1.6 Idatuning Paketi ile LDA Konu Sayisina Karar Verme

Alan ile ilgili 182 arastirmanin baslik, anahtar sdzciikleri, dizin anahtar sozciikleri ve
Ozetinin On isleme tabi tutulmus versiyonlarina, modelleme konu sayisi 12 olacak sekilde
LDA yontemi uygulanmistir. Her bir konunun ilk 10 terimine LDA analizi yapilmis olup,

konularin anahtar kelime basina dagilimlart Sekil 1.7°de gosterilmistir.
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Sekil 1.7 Tiim Dokiimanlara ait Konu-Kelime Dagilimi

Konu 1’in “turizm, tahmin ve covid” ile; konu 2’nin “iptal, bilet, demiryolu ve sistem”
ile; konu 3’{in “turizm, otel ve pandemi” ile; konu 4’iin “restoran ve ulasilabilirlik” ile; konu 6
ve 7’nin “servis, islem ve gelir” ile; konu 8’in “market, otel ve airbnb” ile; ve konu 12’nin ise
“sistem, zaman ve envanter” ile ilgili oldugu ve bu konularin doktora aragtirmasiyla ilgili
olmadig1 goriilmektedir. Buna karsilik, konu 5, 9, 10 ve 11’in “iptal, tahmin ve model”
konularin1 daha yogun igerdigi ve doktora calisma alani ile benzer konulara sahip oldugu

gorlilmektedir.

using machine learning and big data... (Sanchez-medina et al., 2020) 4
using data science to predict hotel... (Anténio et al., 2016) 4

using api with logistic regression model... (Almotiri et al., 2021) 4

using advanced transaction and workflow models... (Puustjarvi, 2007) 4
underlying markov decision process in the... (Lautenbacher et al., 1999) 4
travel trends during the covid-19 pandemic:... (Pricope et al., 2022) 4
three-stage decision approach of network dynamic... (Gao et al., 2022) 4
the sequelae of hotel pre-sale: the... (Song et al., 2021) 4

the search for the best deal:... (Chen et al., 2011) 4

the overbooking problem in hotels with... (Hadjinicola et al., 1997) 4

the impact of positioning on click-through-rates... (Anguera-torrell et al., 2022) 4
the effects of covid-19 on airbnb (Boros et al., 2020) 4

the effect of terrorist attack on... (Matin et al., 2018) 4

supporting luxury hotel recovered in times... (Wang et al., 2022) 4

sunk costs and travel cancellation: focusing... (Park et al., 2014) 4

gic consumer behavior in online hotel... (Masiero et al., 2020) 4

° o
* o
° o

® 00 - -

°
.
°
.

.
.
.
.

P
o o
o o
P

.
.
.
.

.
i
{
!
!
}

$

!
I

°
°
°
.

a hazard model of us airline... (lliescu et al., 2008) 4 . @ . . . . B B . @ . B

a framework for stochastic simulation of... (Halkos et al., 2015)7  * + . ¢ * . . & . 82} .

a dynamic model for railway freight... (Feng et al., 2015)1  * ® * * 4 14 14 . . . .

a dual-response forwarding approach for containerizing... (Wu, 2010) 4 . . . . . . . . . o @ °
a deep reinforcement learning approach to... (Shihab et al., 2022) 4 ¢ . . . . . . . ‘ B B

a decision-support tool for airline yield... (Pulugurtha et al., 2003)4  * ? * 14 ® ° . o . . .

a content analysis for government's and... (Salem et al., 2022)4 ¢ * . . . . . ‘ ° . . °

a binary differential evolution algorithm for... (Karbassi et al., 2020)1  * * * . ° . . 3 @ . [e2] o

(01) (02) (03) (04) (05) (06) (07) (08) (09) (10) (11) (12)
tourism cancel tourism restaur cancel servic servic market cancel hotel model custom
forecast ticket hotel practicforecastcustom use hotel hotel cancelverboolsystem
covid system covid access model cps cancel cancel book book airfin time

Sekil 1.8 Tiim Arastirmalarin Konu Bashklarina Gore Dagilimlar:
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Onemli Konu ve Kelimeler ile Sonu¢lart Daraltma: Arastirmanin bir konuyu kapsama
olasiligin tespit etmek icin LDA ydnteminin gama dagilimi kullanilmaktadir. LDA yontemi
ile aragtirmalarin hangi konular1 kapsadigini belirlemek, Sekil 1.8’deki gibi miimkiindiir.
Bagliklarin ve igeriklerin analizi, bu tez arastirmasinin rezervasyon iptal tahmini ve
modellemesi konusunda olup olmadigini ortaya ¢ikarmaktadir. Toplam 182 adet arastirmanin,
tam metin okuma Oncesinde daha fazla daraltilmasi gerekmektedir.

Konu Harici Arastirmalarin Silinmesi: Arastirmalarin baslik, anahtar sézclik veya
Ozetlerinde “prediction” veya “forecast” terimlerinin, kokten tiiretilmis bir versiyonuna sahip
olmayan aragtirmalar {izerinde otomatik terim aramasi yapilmis ve arastirma sayist Sekil

1.4’te belirtildigi gibi 35 aragtirmaya indirgenmistir.

1.2.3. Otomatik Analizler

Aragtirma konusu ile ilgili 35 arastirmanin tam metin PDF dosyalari, yaymci web
sitelerinden veya bilimsel havuzlardan temin edilmistir. Her PDF dosyasinin tam metninde;
biiylik/kiigiik harflerin  kiigiiltiilmesi, sayilarin, noktalama isaretlerinin ve Onceden
tanimlanmis bilgilendirici olmayan terimlerin kaldirilmasi gibi 6n isleme operasyonlari
uygulanmistir.

Veri ve Meta Veri Analizleri: Indirgenmis Veri Seti iizerinde otomatik analiz
oncesinde LDA analizi i¢in modelleme konu sayis1 Sekil 1.9’da belirtilen grafik kullanilarak

15 olarak se¢ilmistir.

1.004

3
minimize

metrics:

0.004 ®  Griffiths2004
R B . - - e . . A cacJuan2009
W Arun2010

maximize

2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33 34 35 36 37 38 39 40 41 42 43 44 45 46 47 48 49 50
number of topics

Sekil 1.9 indirgenmis Son Veri Seti icin LDA Analizi
15 konudan her birinin ilk on teriminin Dirichlet analizi yapilmis olup, konularin

anahtar kelime bagina dagilimlar1 Sekil 1.10°da gdsterilmistir.
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Sekil 1.10 indirgenmis Son Dokiimanlara ait Konu- ve Kelime Dagilimlar

Dokiiman Kiimeleme: Konu 1’in “zaman, bilet ve havalimani”; konu 2’nin “iptal, otel

ve politika”; konu 3’iin “kiimeleme, algoritma, iicret, gelir ve cps”; konu 4’iin “iptal, otel,
rezervasyon, model ve tahmin”; konu 5’in “rezervasyon, model, otel, tahmin ve talep”; konu
6’nin “gemi, slot, dogruluk ve tahmin”; konu 7’nin “iptal, tahmin ve model”; konu 8’in
“tahmin, rezervasyon, algoritma ve gezi”’; konu 9’un “otel, rezervasyon, iptaller, metot ve
ozellikler”; konu 10’un “model, rezervasyon ve iptaller”; konu 11’in “tahmin, iptal, model ve
yaklagim”; konu 12°nin “yolcu, endiistri, licret ve gelir yonetimi”; konu 13’iin “servis, uzay,
havacilik ve yolcu”; konu 14’lin “sosyal, ag, turist ve risk”; ve konu 15’in ise “iptal,
siniflandirma, tahmin ve makine 6grenmesi” ile ilgili oldugu goriilmektedir.

Tiim Dokiiman Modelleme: 35 arastirmanin tam metinlerinin okunmasi sonucunda
baz1 ¢aligmalarin doktora arastirma konusu olan rezervasyon iptal tahmini veya tahmin
modellerinin gelistirilmesi ile ilgili olmadig1 goriilmistiir. Doktora arastirma konusu ile ilgili
25 aragtirma {lizerinde veri ve meta veri analizi, belge kiimelemesi, tam metin konu
modellemesi ve tam metin okunmasindan elde edilen ¢ikarimlar analiz edilmis ve

yorumlanmastir.



using machine learning and big data... (Sénchez-medina et al., 2020){ @
using data science to predict hotel... (Anténio et al., 2016) 4 @
using api with logistic regression model... (Almotiri et al., 2021) 4 @
solving the problem of class imbalance... (Adil et al., 2021)4 @
railway demand forecasting in revman using... (Azadeh et al., 2013){ © @
probability estimation model for the cancellation... (Zhao et al., 2020){ @
predictive monitoring of heterogeneous service-oriented business... (Metzger et al., 2012) 4 @
predictive models for hotel booking cancellation:... (Antonio et al., 2019) 4 @
prediction of hotel booking cancellation using... (Andriawan et al., 2020){ @
predicting trip cancellations and noshows in... (Pérez et al., 2020) @
predicting hotel bookings cancellation with a... (Antonio et al., 2017)4 @
predicting hotel booking cancellations to decrease... (Antonio et al., 2017) 4 @
performance analysis of machine leaming techniques... (Satu et al., 2020) @
out of sight, out of cancellation:... (Lee et al., 2021) 4 > @
identifying critical hotel cancellations using artificial... (Sénchez et al., 2020) )
2 hotel booking cancelation prediction using ml... (Rakesh et al., 2022) 4 @
s good fences make good revenue: an... (Koh et al., 2020){ @
g go moderate! how hotels' cancellation policies... (Altin et al., NA)< @ %
3 forecasting hotel-booking cancelations using personal name... (C.-sénchez et al., 2022) 4 @ Q)
[=] forecasting hotel arrivals and occupancy using... (Zakhary et al., 2011) 4 @
forecasting cancellation rates for services booking... (Romero Morales et al., 2010) 1 @
extension and risks of development of... (Kuklina et al., 2018) 4 @
evolving forecast combination structures for airline... (Lemke et al., 2013){ @ @
dynamic discrete choice model for railway... (Cirillo etal., 2018)4
dynamic combination of forecasts generated by... (Lemke et al., 2009) @
does willingness to pay for rate... (Arenoe et al., 2020) { @
cancel-for-any-reason insurance recommendation using customer transaction-based... (Sadreddini et al., 2021) 4 @
big data in hotel revman: exploring... (Antonio et al., 2019) @
bidirectional Istm model in predicting satisfaction... (Tan, 2021) ®
an intelligent passenger flow prediction method... (Wang, 2021){ @

an integrated framework for advanced hotel... (El et al.,
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2011)4

an automated machine learning based decision... (Antonio et al., 2019) 4
airline or innovations soar during covid-19... (Garrow et al., 2022){

a temporal based p

for

1... (Tsai, 2011)

® ¢

© @
(01) (02) (03) (04) (05) (06) (07) (08) (09) (10) (11) (12) (13) (14) (15)
ticket cancel cps cancel reserv cancel cancel predict hotel model forecast hotel travel social cancel
time hotel cluster hotel model book book reserv book condit cancel predict cancel network class
aifin polici custom book hotel model predicialgorithmcancel book model book custom tourist imbal

a decision-support tool for airline yield... (NANA et al., 2003) 4

Topics
Sekil 1.11 indirgenmis Dokiimanlarin Konu Bashklarina Gére Dagihmlar:

Doktora Arastirmast ile Dogrudan Iliskisi Olmayan Konular: Konu 3: “kiimeleme,
algoritma, iicret, gelir ve cps”; konu 10: “model, rezervasyon ve iptaller”; konu 13: “servis,
uzay, havacilik ve yolcu”; konu 14: “sosyal, ag, turist ve risk”.

Doktora Arastirmasint Kismi I¢ceren Konular: Konu 1: “zaman, bilet ve havalimani™;
konu 2: “iptal, otel ve politika”; konu 6: “gemi, slot, dogruluk ve tahmin”; konu 12: “yolcu,
endiistri, iicret ve gelir yonetimi”.

Doktora Arastirmast ile Ilgili Konular: Konu 4: “iptal, otel, rezervasyon, model ve
tahmin”; konu 5: “rezervasyon, model, otel, tahmin ve talep”; konu 7: “iptal, tahmin ve
model”; konu 8: “tahmin, rezervasyon, algoritma ve gezi”; konu 9: “otel, rezervasyon,
iptaller, metot ve 6zellikler”; konu 11: “tahmin, iptal, model ve yaklasim”; ve konu 15: “iptal,

siniflandirma, tahmin ve makine 6grenmesi” ile ilgili oldugu goriilmektedir.

1.2.4. Manuel Analiz

Arastirma konusu ile ilgili ilk belge 2003 yilina ait olup doktora arastirma konusunun
poptilerligi zaman ilerledikge siirekli artmaktadir. Rezervasyon iptal tahmini modellemesine
ozgii ilk aragtirma 2009 yilinda yayinlanmistir. 2009 yilindan giliniimiize kadar 2014, 2015 ve
2016 yillar1 hari¢ arastirma sayist istikrarli bir sekilde artmistir. Genel talep tahmini
modellemesi ve belirli bir rezervasyon iptal tahmini modellemesi konularinda 5 havayolu
verisi, 4 demiryolu verisi, 2 restoran verisi ve 2 otel verisi olmak iizere toplam 35 arastirma
bulunmasina ragmen, literatiir taramalarinda saglik turizmi ile ilgili bir arastirmaya

rastlanmamistir. Manuel analiz sonucunda elde edilen bulgular Tablo 1.1°de verilmistir.



19

Tablo 1.1 Rezervasyon Iptal Calismalarimin Manuel Analizleri

Yazar ve Y1l

Calismanin Konusu

Pulugurtha ve
Nambisan, 2003

Gelir yonetimi probleminde her {icret sinifina tahsis edilen koltuk sayisim
tahmin etmek i¢in karar destek araci gelistirmeyi hedeflemistir. Arastirma
problemi, dogrusal bir tam sayili programlama modeli olarak formiile edilmistir.
Coziim teknigi olarak genetik algoritmalar (GA'lar) kullanmis ve gelistirdikleri
karar destek araci, zamana bagh talebin, bilet iptallerinin ve ¢ifte rezervasyon
politikasinin etkisini dikkate almaktadir.

Lemke vd.,
2009

Rezervasyon iptal tahmini sonuglarmi iyilestirmek amaciyla havayolu
endiistrisinden ¢ok boyutlu verilere bakmaktadir. Bireysel tahminlerin iiretilmesi
icin tek tiistel diizlestirme, Brown tistel diizlestirme ve bir regresyon yaklagiminin
kombinasyonu olan ii¢ farkli yontem kullanilmistir.

Morales ve
Wang, 2010

Yolcu Adi Kaydi (PNR) tabanl veriler {izerinde, veri madenciligi yontemleri ile
iptal oram1 tahmin modelleri calisilmistir. Gergek diinya veri kiimesinin
kullanildigr ¢alismada, rezervasyonun farkli asamalarinda iptal davranisinm
tanimlayan degiskenler kiimesinin nasil ¢ok farkli oldugu gosterilmistir.
Caligmada, problemin dinamik yonii dogrulanmakla kalmamis, aynm1 zamanda
yoneticilerin iptallere neden olan sebepleri daha iyi anlamasimna yardimei
olunmustur.

Gayar vd., 2011

Mevcut gelir yonetim sistemlerindeki eksiklikleri adresleyen bir gelir yonetim
modeli sunulmaktadir. Onerilen tam sayili programlama modeline dayali
optimizasyon modiilii ile otel rezervasyon siirecinde, grup rezervasyon,
konaklama siiresi, mevsimsellik, egilim vb. stokastik parametrelerin birbirleri ile
olan iligkisi, gercek otel verileri {izerinde zamanda ileriye dogru modelleme ve
simiilasyon ile test edilmis ve basarili sonuclar elde edilmistir.

Zakhary vd.,
2011

Otele gelis ve doluluk tahmini problemi i¢in otel rezervasyon siirecini tarihsel
veriler kullanarak zaman iginde ileriye dogru simiile eden yeni bir Monte Carlo
simiilasyon yaklagimi Onerilmektedir. Bu yaklasim ile tarihsel veriler
kullanilarak rezervasyon siireci, rezervasyon varislari, iptaller, konaklama siiresi,
grup rezervasyonlari, mevsimsellik, trend vb. parametrelerin tahmini igin bir
yaklagim Onerilmistir.

Metzger vd.,
2012

Nakliye ve lojistik endiistrisinde tahmine dayali izlemenin potansiyeli
gosterilmektedir. Yaygin olarak kullanilan standartlara ve gercek operasyonel
verilere dayanarak, ulasim rezervasyonlarmin gec¢ iptalleri ve gecikmis
teslimatlar gibi, o endiistri sektoriinde karsilagilan temel sorunlara ¢oziim olarak,
bulut ve hizmet tabanli bir is birligi ve entegrasyon platformu tasarlanmistir. Bu
platforma dayanarak, nakliye ve lojistik endiistrisinde belirlenen sorunlar
proaktif olarak yoOnetmeye ve azaltmaya olanak tamyan kisa vadeli tahmin
yetenekleri gelistirilerek, is verimliliginin ve silirdiiriilebilirliginin artirilmast
planlanmaktadir.
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Azadeh vd.,
2013

Biiyiik bir Avrupa demiryolu operatoriiniin toplam rezervasyonlarmma ve
kalkistan onceki iptallerine iliskin dogru tahminler liretmek i¢in sinir aglarinin
kullanim1 analiz edilmektedir. Arastirmada kullanilan tahmin modeli, yolcu
sayist ile bu sayiy1 etkileyen faktorler arasindaki iliskiyi tarihsel verilere dayali
olarak tamimlayan gelistirilmis cok katmanli bir agdir. Ogrenmeyi daha verimli
hale getirmek i¢in ilgili Oon isleme yaklasimlar1 kullanilmistir. Agin
genellestirilmesi, gercek demiryolu verileri kullanilarak gelecekteki rezervasyon
ve iptal egilimleri igin regresyon modelinin dogruluk tahminini degerlendirmek
igin test edilmistir. Sonuglar, diigiik tahmin hatasi ile demiryolu talep tahmininde
umut verici bir yaklasim oldugunu gostermektedir.

Lemke vd.,
2013

Bir havayolu sirketi i¢in gelir yonetimi yazilimi1 projesinin bulgularini sunmakta
olup, rezervasyon tahmini dogrulugunu artirmak i¢in bilesenlerinden birini
degistirme Tlizerine yapilan bir calismadir. Mevcut {li¢ gelencksel bireysel
algoritma setini tamamlayan ek bir yontem sunulmus ve ydntem havuzuna
eklenmistir. Bireysel tahminler i¢in model parametrelerinin ¢esitlendirilmesi ve
ogrenme diizeyi tartigilmig, tahmin kombinasyon yapilarinin evrimi arastirilmig
ve bir havayolu veri setinde faydali oldugu gosterilmistir.

(Antonio vd.,
2016)

Dort resort otelden alinan veri setlerini kullanarak ve bir siniflandirma problemi
olarak ele alarak, rezervasyon iptallerini %90'mm {izerinde dogrulukla tahmin
etmeye yoOnelik modeller olusturmanm miimkiin oldugunu gostermektedir.
Sonugclar, otel yoneticilerinin iptal olasilig1 yiiksek rezervasyonlar iizerinde
harekete gegcmesine ve ilgili gelir kayiplarini kontrol altina almasina, daha iyi net
talep tahminleri iiretmesine, fazla rezervasyon/iptal politikalarini iyilestirmesine
ve daha iddiali fiyatlandirma ve envanter tahsis stratejilerine sahip olmasina
olanak tanidigini gostermistir.

Antonio vd.,
2017a

Otel rezervasyon iptallerinin etkisini azaltmak i¢in otel yonetim sistemi verileri
ve makine Ogrenimi tabanli bir sistem prototipi kullanilarak, hangi
rezervasyonlarin "iptal edilmesi muhtemel" oldugunun tahmin edilmesine ve
bununla birlikte net talebin hesaplanmasi i¢in her giin bir siniflandirma modeli
egitilmistir. Iki otelde devreye alinan ve "iptal edilmesi muhtemel" olarak tahmin
edilen rezervasyonlar iizerine alinan aksiyonlarin etkisinin Slgiilebilmesi igin
A/B testleri kullamilmigtir. Calisma sonuglari, otellerin iletisime gectigi
rezervasyonlarin, iletisime gecilmeyen rezervasyonlardan daha az iptal edildigini
gostermistir.

Antonio vd.,
2017b

Dort resort otelden alinan veri kiimesi ve veri bilimi kullanilarak bir rezervasyon
iptal tahmini smiflandirma problemi ele alinmis ve rezervasyon iptallerinin
%90'm {izerinde dogrulukla tahmin edilebilmesi i¢in modeller olusturmanin
miimkiin oldugu gdsterilmistir. Bu ¢alisma, rezervasyonun iptal edilme
olasiliginin yiliksek dogrulukla tahmin edilmesinin miimkiin oldugunu
gostermekte, dahasi, otel yoneticilerinin net talebi dogru bir sekilde tahmin
etmesine, daha iyi tahminler olusturmasina, iptal politikalarini iyilestirmesine,
daha iyi cifte rezervasyon taktikleri tanimlamasina ve bdylece daha iddial
fiyatlandirma ve envanter tahsis stratejileri kullanmasma imkan sunmaktadir.
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Cirillo vd., 2018

Internetin biiyiik bir bilet dagitim kanali olarak artan kullanimi, yolcularin iicret
politikasinda daha stratejik hale geldigi, yolcularin daha diisiik iicretli bilet
almak icin bileti Onceden ayirtmaya ve daha sonra seyahat programindan emin
olduklarinda biletlerini almaya tesvik ettigi belirtilmistir. Bu c¢aligmada,
demiryolu yolcular i¢in bir bilet iptali ve degisimi se¢cim modeli 6nermekte
olup, ticret ve yolculuk programi belirsizligine yanit olarak bilet degisimi veya
iptalinin meydana geldigi zamanlamay1 tahmin etmek i¢in dinamik bir ayrik
secim modeli (DDCM) uygulanmistir. Problem optimal durma problemi olarak
formiile edilmis ve dinamik programlama problemine yaklagmak igin iki
asamali, ileriye bakma politikasi benimsenmigtir. Yaklagim, sehirlerarasi
demiryolu yolculuklari igin gercek bilet rezervasyon verilerine uygulanmustir.
Tahmin sonuglari, DDCM'in ¢ok terimli logit (MNL) modellerine kiyasla daha
sezgisel sonuglar sagladigimi gostermektedir. Ayrica dogrulama sonuglari,
DDCM'nin MNL'den daha iyi tahmin yetenegine sahip oldugunu gostermektedir.
Demiryolu gelir yonetimi i¢in degisim ve geri ddeme politikalar1 baglaminda
burada gelistirilen yaklagim, esnek geri 6deme politikalar1 altinda faaliyet
gosteren diger endistrilere genisletilebilir ve uygulanabilir oldugunu
gostermistir.

Antonio, 2019

Otel endiistrisinde rezervasyon iptallerinden kaynaklanan belirsizligin iistesinden
gelinmesi ve bir rezervasyon iptalinin tahmin edilebilmesi i¢in modeller
gelistirilmistir. Otellerin rezervasyon sistemlerinden gelen veriler, diger
kaynaklardan gelen verilerle birlestirilerek; veri smifi dengesizligine ve veri
setindeki sorunlara ragmen, rezervasyon iptallerinin dogru tahmin edilmesinin
miimkiin oldugu gosterilmistir. Ayrica, iptal faktorlerinin neler olabileceginin
daha iyi anlagilmasma yardimci olmustur. Modellerin gercek kosullar altinda
degerlendirilmesi igin, rezervasyon iptallerini tahmin eden otomatik makine
Ogrenme sisteminin, otel sistemlerine nasil entegre edilebilecegini gdsteren bir
prototip gelistirilmis ve saha testleri i¢in kullanilmistir. Modelin gergek
ortamdaki performansi, is T{zerindeki etkisi de dahil olmak iizere
degerlendirilmistir. Prototip uygulamasi, gercek bir ortamda etkili bir sekilde
caligabilmeleri i¢in modellerde yapilacak ayarlamalarin anlasilmasini saglamig
ve ayni zamanda yeni bir performans degerlendirme 6l¢iisiiniin olusturulmasina
katki saglamistir. Prototip, otelcilerin belirlenen rezervasyonlara gore hareket
etmelerini ve iptalleri etkin bir sekilde azaltmalarini saglamustir.

Antonio vd.,
2019a

Otel rezervasyon iptallerinden kaynaklanan belirsizligin tistesinden gelmek i¢in,
sekiz otelin yonetim sisteminden gelen verilerle diger kaynaklardan gelen veriler
birlestirilmistir. Rezervasyon iptal tahmininin yapilabilmesi icin makine
Ogrenimi  ve algoritmalar kullanilarak oteller i¢in tahmin modelleri
hazirlanmigtir. Gergek bir tiretim ortaminda, bu modellerin kullanimi ile tahmin
dogrulugunun iyilesecegi, otelcilerin iptal sayisini azaltacagi ve dolayisiyla talep
yonetimi kararlarma olan giivenin artmasini saglayacagi gosterilmistir. Bu
calisma, talep tahmininin iyilestirilmesinin otelcilerin net taleplerini ve tahmini
iptalleri daha iyi anlamalarmi saglamaktadir. Ayrica, iptal etkenlerini ortaya
cikararak, otelcilerin rezervasyon iptal modellerini daha iyi anlamalaria ve bir
otelin iptal politikalarinin ve fazla rezervasyon taktiklerinin rezervasyonlarmin
ozelliklerine gore ayarlanmasina yardimci oldugunu gostermektedir.
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Antonio vd.,
2019b

Glinlimiiziin hesaplama giici ve geligmis makine Ogrenimi algoritmalar1 ile
rezervasyonlarin iptal olasiligimi tahmin etmek igin modeller olusturmanin
miimkiin oldugu, ancak bu modellerin etkinliginin higbir zaman gergek bir
ortamda degerlendirilmedigi belirtilmigtir. Bu boslugu doldurmak i¢in bu
modellerin bir karar destek sisteminde nasil uygulanabilecegini ve talep yonetimi
kararlan iizerindeki etkisini arastirmak igin bir prototip olusturulmus ve iki
otelde devreye alinmigtir. Siirekli 6grenmek i¢in tasarlanmig otomatik bir makine
Ogrenimi sistemine dayanan prototip, zaman icinde iptal kaliplarindaki
degisiklikleri yakalamak ve Onceki giinlerin tahmin isabetlerinden ve
hatalarindan ders ¢ikarmak icin tasarlanmig bir egitim yOntemi ve
agirhiklandirma mekanizmasimin gelistirilmesine katki saglamistir. Ayrica,
tahminlerin zaman i¢indeki kesinligini 6lgmek i¢in minimum frekans gibi yeni
bir 6l¢li konusunda katki saglamistir. Prototip, dogrulukta %84, hassasiyette
%82 ve Egri Altindaki Alanda (AUC) %88 sonuglarla etkinligini gostermistir.
Sistem, otellerin net taleplerini tahmin etmelerine ve boylece hangi
rezervasyonlarin kabul edilip reddedilecegine, fiyatlamanin dogru yapilmasina
ve ka¢ odanin satilacagina iliskin daha iyi kararlar vermelerine olanak
saglamustir. Iptal olasihig1 yiiksek olan rezervasyonlarin sistematik olarak tahmin
edilmesi, otellerin iptallerini 6nlemek i¢in harekete gecerek iptallerin ylizde 37
oraninda diismesini saglamistir.

Andriawan vd.,
2020

CRISP-DM ve veri bilimi yardimiyla bir otel rezervasyonunun iptal edilip
edilemeyecegini tahmin etmek ve otelin kayip karlarini en aza indirebilmek igin
agac tabanl algoritma kullanilmistir. Rastgele Orman modelinin %87 dogruluk
degeri ile en iyi degere sahip oldugu ve rezervasyonun yapildigi zaman ile varig
zamani arasindaki farkin iptal diizeyini tahmin etmede en etkili 6zellik oldugu
gOsterilmistir.

Pérez vd., 2020

Paratransit islemlerini ilgilendiren iki tahmin problemi i¢in makine 6grenmesi
(ML) algoritmalarmin uygulamasi incelenmistir. Ik problemde operatdr sadece
hangi rezervasyonlarin seyahatle sonuglanip hangilerinin olmayacagini tahmin
etmekle ilgilenirken, ikinci tahmin probleminde operatdr ikiden fazla
rezervasyon sonucuyla ilgilenmektedir. Lojistik regresyon, rastgele orman,
gradyan artirma ve asirt gradyan artirma makine O0grenme algoritmalarimin
disinda, yolculuk rezervasyonlarina sonug olasiliklarini atamak igin kiimeleme
tabanl bir yaklasim gelistirilmistir. Porto Riko Biiyiiksehir Otobiis Kurumu
tarafindan saglanan seyahat rezervasyon verileri kullanilarak, secilen
algoritmalarin tahmin dogrulugunu incelemek igin testler yapilmis ve gradyan
artirma ve asir1 gradyan artirma algoritmalarinin, siniflandirma testlerinde en iyi
performans gosteren yoOntemler oldugu gosterilmistir. Algoritmalarin  bir
uygulamasimi gostermek igin olusturulan talep tahmin modellerinin, paratransit
sistemlerinde giinliik gezileri tahmin etmek i¢in umut verici bir yaklasim oldugu
gosterilmistir. Makine Ogrenimi algoritmalar1 tarafindan olusturulan talep
tahminlerini en uygun sekilde birlestiren regresyon modeli, calismada en iyi
performans gosteren yontem olmustur.
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Sanchez vd.,
2020

Hizmet saatine yakin yapilan iptallerin, otellere en ¢ok zarar verenler iptaller
oldugu belirtilmig, PNR kullanimmin bu alanda yeni yaklasimlara yol agtigi
fakat bu yeni aragtirma alanina ragmen hizmet zamanina yakin yapilan bireysel
otel iptallerinin tahminine odaklanan aragtirmalarin bulunmadigi {izerinde
durulmustur. Bu boslugu doldurmak amaciyla, Yapay Zeka teknikleri
kullanilarak kisa bir siire igerisinde iptal edilecek olan rezervasyonlar PNR
verileri iizerinden belirlenmeye ¢alisilmis ve 7 giin dncesinden yapilan iptaller
%80 dogrulukla tahmin edilmistir.

Sanchez-Medina
ve C-Sanchez,
2020

13 degisken kullanilarak otellere yapilan rezervasyon iptal tahminini yapan bir
ara¢ Onerilmistir. Makine 6grenimi tekniklerinin (RO, DVM, C5.0) yani sira
genetik algoritmalarla optimize edilmis yapay sinir aglar1 uygulanarak yaklagik
%98 tahmin bagaris1 yakalanmgtir. Onerilen metodoloji, yalnizca iptal
oranlarinin tahminine degil, ayni zamanda hangi miisterinin iptal etme
olasiliginin oldugunu belirlemeye de olanak tanimaktadir.

Satu vd., 2020

Otel rezervasyon iptali siirecinde farkli makine 6grenmesi yontemlerinin etkileri
arastinlmigtir. Kaggle veri havuzundan otel rezervasyonlarina ait elde edilen veri
seti lizerinde Oznitelik doniistiirme teknikleri uygulanmis ve doniistiiriilmiis veri
setleri olusturulmustur. Ayrica, 6znitelik se¢cim yontemleri kullanilarak 6nemsiz
degiskenler azaltilmig ve birincil ve olusturulan alt kiimelerde ¢esitli
smiflandiricilar  kullanilmigtir. Makine 6grenimi yontemlerinin etkileri bu
adimda degerlendirilip en iyi yaklasimlar aragtirilmistir. Tiim bu ydntemler
arasinda, XGBoost'un bu veri kiimelerini analiz etmek i¢in en sik kullanilan
yontem oldugu ve bilgi kazanimi Oznitelik se¢im yoOntemi icin bireysel
siniflandiricilarin en yiiksek sonucu tirettigi goriilmiistiir.

Adil vd., 2021

Otel iptallerini tahmin etmek i¢in onceki ¢aligmalarin DVM, YSA ve karar agaci
modelleri gibi ¢esitli makine 6grenimi yaklagimlarini kullandigina, ancak otel
iptallerinin tahmininde var olan sinif dengesizlik sorununu heniiz ¢ézemedigine
deginilmistir. Bu ¢alismada, otel rezervasyon iptallerini daha iyi tahmin etmek
icin makine 6grenimi algoritmalan ile simif dengesizligi sorunlarimi ele almak
icin bir asirn Ornekleme teknigi sunularak bu bosluk ele alinmigtir. Simif
dengesizligi sorununu ¢ézmek i¢in sentetik azinlik asir1 6rnekleme teknigi ve
diizenlenmis en yakin komgsular (SMOTE-ENN) algoritmasinin  bir
kombinasyonu 6nerilmistir. Aragtirmada, sinif dengesizligi sorunu ele alindiktan
sonra, bir makine Ogrenimi siniflandiricisinin performansinin 6nemli 6lgilide
arttig1 gosterilmistir.

Almotiri vd.,
2021

Bir rezervasyonun iptal edilip edilmeyecegini tahmin etmek igin islev
saglayabilecek bir API olusturulmasi amaglanmaktadir. Bu API, her bir
rezervasyon siirecini ayni parametrelerle degerlendirmek i¢in otel yOnetim
sistemleriyle entegre olabilecektir. Bunun i¢in Chi testi kullanilarak faktorlerin
tanimlanmasi ve etkili degiskenlerin bulunmasi i¢in korelasyon ve lineer
regresyon kullanilmistir. API icin bir puanlama islevi olusturmak igin lojistik
regresyon modelinden kesme ve katsayilar kullanilmistir.
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Wang, 2021

Bir otelin gelecekteki talebini tahmin etmenin 6nemine deginilmis ve otel yolcu
akiginin; hava durumu, ¢evre, mevsim, tatiller, ekonomi ve acil durumlar gibi
birgok faktdrden etkilendigi ve karmagsik dogrusal olmayan dalgalanma
ozelliklerine sahip oldugu vurgulanmistir. Mevcut talep tahmin yontemlerinden
dogrusal tahmin yoOntemlerinin, ¢evrenin ve zaman serilerinin kararliligina
dayandigi, bu nedenle otel yolcu akiginin karmasik dogrusal olmayan
dalgalanma ozelliklerini tam olarak simiilasyon edemedigi belirtilmistir.
Geleneksel dogrusal olmayan tahmin yontemlerinin tahmin dogrulugunu
iyilestirmesi gerektirdigine ve artan otel yolcu akisi verileriyle basa ¢ikmanin
zorluguna deginilmistir. Bu makalede, gergek aylik varig rezervasyonlarinin
sayisin1 tahmin amaciyla Uzun Kisa Siireli Bellek yontemi ile derin 6grenme
uygulanmistir. Gergek aylik varis rezervasyonlarinin sayisi, bir otelin gercek
aylik yolcu akisim yansitabilir. Tahmin modeli, ¢esitli nedenlerle
rezervasyonlarin iptal edilmesi veya gelmemesinden kaynaklanan kayiplan etkin
bir sekilde azaltabildigini, LSTM modelinin tahmin yetenegini etkin bir sekilde
gelistirebildigini ve otelin gelecekteki fiyatlandirma karar1 ve isletme modu
diizenlemesi i¢in gerekli referansi saglayabildigini gostermektedir.

Rakesh vd.,
2022

Tatil oteli ve sehir oteli olmak iizere iki otel ele alinmigs ve otel yonetimi
tarafindan gerceklestirilen belirli eylemlerin otel gelirleri ve iptaller iizerindeki
etkisini tahmin etmek i¢cin ML modelleri kullanilmistir. Bu modellerin,
yonetimin politika ve kararlar1 hakkinda yeniden diisiinmesini saglayacagi ve
makine Ogrenmesi modellerinin ve meydana gelebilecek iptallerin sayisinin
tahmin edilmesine yardimci olacagi belirtilmistir.

C.-Sanchez vd.,
2022

Bir otel ortag: tarafindan toplanan PNR verileri kullanilarak otel rezervasyon
iptallerini tahmin etmek icin bir model tasarlanmig ve %74 dogrulukla tahmin
gergeklestirilmigtir. Bu ¢alisma, onceki calismalara kiyasla daha az sayida ve
yalmzca 13 farkli bagimsiz degiskeni dikkate almaktadir. Ayrica dahil edilen
degiskenler, otel rezervasyon siirecinde miisterilerden talep edilenlerle
ortligmektedir. Bu degiskenlerin genellikle mevcut olan tek degisken oldugu gz
Online alindiginda, bu durum konaklama isletmeleri igin bir avantaj
saglamaktadir. Gelistirilen yontem, iptal oranmmi iyi bir dogrulukla tahmin
etmekte ve ayn1 zamanda rezervasyonlarimi iptal etme olasilig1 olan miisterileri
de belirlemektedir. Bu yaklasimin, gelen turistlerle ilgili onlarin eylem
protokollerini gelistirmelerine yardimci olacagi i¢in kuruluslara bir deger
katacagi belirtilmistir.
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IKiNCi BOLUM
VERI MADENCILIGI

Ikinci boliimde veri madenciligi calismalarinda sik kullanilan veri, enformasyon, bilgi,
bilgelik, veri tabani, karar destek sistemi, makine 6grenimi terimlerinin agiklamalari, veri
madenciligi tanimi, veri madenciliginin amaci, veri madenciliginin gelisimi, veri
madenciliginin kullanildig1 alanlar, veri madenciligi islemlerinde kullanilan yazilimlar ve veri

madenciligi siireclerinden CRISP-DM siireci tiim adimlari ile detayli bir sekilde ele alinmistir.

2.1. Veri Madenciligi Terimleri

Veri madenciliginde sik kullanilan terimler literatiirde farkli sekillerde ifade
edilmektedir. Bu terimler arasinda veri (data), enformasyon (information), bilgi (knowledge),
veritabani (database), karar destek sistemi (decision support system), bilgi madenciligi
(knowledge mining), veri tabanlarinda bilgi kesfi (knowledge discovery in databases),
gelismis veri analizi (advanced data analysis), is analitikleri (business analytics), makine
ogrenmesi (machine learning), Oriintii analizi (pattern analysis) ve is zekasi (business
intelligence) yer almaktadir (Altunkaynak, 2019: 13; Mitchell, 1999: 1). Veri madenciligi ile
ilgili literatiir taramalarinda, bazi aragtirmacilar veriden enformasyona, enformasyondan da
bilgiye ulasabilecegini ifade ederek bilgi hiyerarsisini ii¢ katman olarak tanimlamaktadir
(Chadha, 2023). VEBB piramidi olarak bilinen, Veri - Enformasyon - Bilgi - Bilgelik (Akil)
terimleri arasinda Sekil 2.1°de gosterildigi gibi hiyerarsik bir iligki yer almaktadir (Demir ve
Dinger, 2020: 5). Veri madenciliginin temelini olusturan veri, enformasyon, bilgi, veritabani,
karar destek sistemi ve makine 6grenmesi kavramlari bu boliimde agiklanmistir (Kelleher ve

Tierney, 2022: 48).

Enformasyon

Veri

Sekil 2.1 VEBB Piramidi
Kaynak: Demir ve Dinger, 2020: 5
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Veri: Latince “vermek” anlamina gelen “dare” eyleminin ge¢mis zaman kipinde
kullanim1 olan “datum” isminin ¢ogul halini ifade etmektedir (Akpinar, 2017: 15). Veri
madenciliginin temelini olusturan veri, yapilan gézlemler ve deneyler sonucu elde edilen, tek
basina anlamsiz hammaddedir (Gokgen, 2007: 4). Bilgi hiyerarsisine gore ilk olarak elde olan
veri, bir sistemde tutulan sayisal veya alfa niimerik degerlerdir. Veri, islenmemis bilgilere
verilen bir isimdir. Veriye drnek olarak; hastanin yasi, rezervasyon tarihi, siteyi ziyaret sayisi,
tedavi kategorisi, tedavi bedeli, hastanin uyrugu, konaklayacag: gece sayisi, medeni durumu,
cocuk sayisi, rezervasyon ile otele giris arasinda gecen giin sayisi verilebilir. Veri tek basina
anlami1 olmayan fakat nesnenin Ozellik, olay ve iliskilerini tanimlayan sembollerdir.
Miisterinin rezervasyonunu neden iptal ettigi veya miisterinin genelde hangi aylarda tedavi
oldugu, verilere bakilarak anlasilamaz. Karar vericiler, islenmemis ham verilere bakarak,
operasyonel ve yonetimsel karar alamazlar. Verinin enformasyona doniisebilmesi i¢in bir
araya getirilmesi, diizenlenmesi ve anlam ifade etmesi gerekmektedir. Bilgisayarlarin veri
saklama hiz ve kapasitelerinin gelismesiyle birlikte veritabaninda saklanan veri y1gin1 ve veri
alan sayis1 da artmaktadir. Veritabaninda saklanan veriler tek baslarina anlam ifade
etmemesine ragmen, belirli bir ama¢ dogrultusunda islenen, dogru yer ve zamanda kullanilan
veriler, karar vericiler i¢in gittikce dnemli hale gelmekte ve bir deger kazanmaktadir. (Savas
vd., 2012: 1).

Enformasyon: Bir ama¢ dogrultusunda onceden diizenlenen ve bigimlendirilen,
kullanicilarin kendi bakis agilartyla dogruluguna karar vermesi ve anlam yiiklemesi gereken
veriler “enformasyon” olarak tanimlanmaktadir (Davenport ve Prusak, 2000: 25; Laudon ve
Laudon, 2014: 46). Verilere kiyasla belirgin bir ¢erceveye sahip olan ¢esitli ¢ikarim ve
islemleri igermektedir. Enformasyon, diger bir ifadeyle malumat, belirli bir amag
dogrultusunda islenen ve filtrelenen verilerdir. Ornegin, bir saglik kurulusundaki giinliik
operasyon sayisi, hasta ile toplam iletisim kurma sayisi, bir tedaviye ait gelen ortalama
bagvuru sayist ve uzmanlik bazli en fazla rezervasyon sayisi, saglik kurulusu igin
enformasyondur.

Bilgi: Enformasyon ve bilgi kavramlari, siirlarinin net olmamasi ve bu sozciiklerin
Ingilizce karsih@ olan “knowledge” ve “information” kelimelerinin Tiirkge karsiliginin
“bilgi” kelimesi olmasi sebebiyle siklikla karistirilmaktadir (Yilmaz, 2009). Giiniimiizde
kullanilan “bilgi ¢aginda yasiyoruz” ifadesinin hatali bir kullanim oldugu ve “veri ¢aginda
yastyoruz” seklinde degismesi gerektigi de kavramlarin karistiginin bir gostergesidir. Albert

Einstein’in “Information is not knowledge.” sozii ile, enformasyonunun bilgi olmadigi,
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bilginin enformasyondan ¢ok daha degerli oldugu, bilginin analiz edilmis, yorumlanmus,
zenginlestirilmis, 6ziimsenmis oldugu ve karar vericilerin isletme faaliyetleri i¢in bilgiye
ihtiyag duydugunu ifade etmektedir. Enformasyonun anlam kazanmis hali bilgi olarak
isimlendirilmektedir (Bhatt, 2001: 69). Bilgi; enformasyonun incelenmesi, sentezlenmesi,
degerlendirilmesi ve karar verilmesi siirecinin sonucunda elde edilmektedir. Bilgi bir konuyla
ilgili deneyim ve gozlemler sonucu fikir sahibi olma, 6grenme ve 6ziimsemedir. Bilginin nasil
tanimlandigi, bilginin nasil yonetilecegini belirlemektedir (Allee, 1997: 2). Bilgi, karar
siirecine katki saglayan yiiksek degere sahip enformasyondur (Martensson, 2000: 208).
Isletmeler, sahip olduklar1 bilgiyi kullanamadiklarinda higbir fayda saglayamazken, bilgiyi
kullanmalar1 6l¢iisiinde pazarda rekabet avantaji saglayip avantajli konuma ulasabilmektedir
(Kefe, 2013: 20). “Obezite en fazla rezervasyon iptaline sahip tedavidir.” ve “dis tedavisi i¢in
en ¢ok basvuruyu Ingiliz hastalar yapmaktadir” ifadeleri, bilgiye drnek olarak verilebilir.
Bilgelik: Verinin sentez ve analiz edilerek birlestirilmesi, biitiinlestirilmesi,
sindirilmesi ve anlaml hale getirilmesin bilgelik (wisdom) denilmektedir. ilk asamada ham
olarak kasimiza ¢ikan veri, son agamada bilgelik kavramina doniismekte ve karar destek

faaliyetlerini Sekil 2.2°deki gibi desteklemektedir (Intezari vd., 2017).

Veri Enformasyon Bilgi Anlama Bilgelik
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Sekil 2.2 Veriden Bilgelik Yolculugu
Kaynak: Kaya, 2018

Veri tabani: Verilerin bilgisayar ortaminda belirli iliskiler temelinde sistematik bir
yapiya getirilmis bigimine veri tabani denilmektedir (Burma, 2009: 12). Veri tabani, veri
koleksiyonu olarak da tanimlanmistir (Vidhya, 2016: 1). Veri tabani, verileri gereksiz
tekrarlardan armdirilmis ve diizenli bir yapida saklamaktadir. Veri tabanlari, veriye ulasmak
isteyen kullanicilar arasinda araci gorevi goren araglar olarak kabul edilmektedir. Veri
tabanlar1 depolanmig veriyi diizenleyen ve ona erisimi saglayan sistemlerdir (Abiteboul vd.,
1995: 3). Giinliik yasamda yogun bir sekilde ortaya ¢ikan veri, fiziksel olarak veri tabaninda

saklanmaktadir. Veriler, sayisal ortamlarda yiginlar seklinde kayit altina alinmakta ve veri
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tabanlarinda bilgiye doniistiiriilmeyi beklemektedir (Silahtaroglu, 2013: 11). Veri tabani
yazilimlar1 karar destek sistemlerinin 6nemli bir unsuru olarak degerlendirilmektedir.

Karar Destek Sistemi (KDS): Peter Keen ve Charles Stabell, 1950'lerin sonlarinda
yaptig1 orgiitsel karar vermenin teorik ¢alismalarinda ve 1960'larda gerceklestirilen etkilesimli
bilgisayar sistemleri lizerindeki teknik caligmalarda karar destek kavramini tanimlamistir
(Keen ve Morton, 1978). 1961'de Michael S. Scott Morton, “Yonetim Karar Sistemleri: Karar
Verme i¢in Bilgisayar Tabanl Destek” ¢aligmasini yaymlamistir. 1968-1969 yillarinda kritik
karar vermede bilgisayarlarin ve analitik modellerin etkisini incelemistir. Morton’un bu
arastirmasi KDS hareketinin baslatilmasinda kilit rol oynamistir (Rashidi vd., 2017). KDS,
probleme ¢oziim iiretme, sirali ve bagimli kararlara destek verme, farkli stratejiler ve kosul
analizleri ortaya koyma, yanlis karar maliyetini azaltma, zaman tasarrufu, objektif ve tutarli
karar verme gibi bir¢ok fayda saglamaktadir (Kapanoglu, 2016).

Makine Ogrenmesi: Veri madenciligi, yapay zeka ve istatistiksel yontemlerin bir arada
kullanildig: ileri diizey analiz yontemidir (Ersdz, 2019: 14). Makine 6greniminin ¢aligma
prensibinde, yazilimlarin insanin 6grenme bigimini taklit ederek veriden O6grenimi soz
konusudur. Veriler analiz edildikten sonra ortaya ¢ikan degerli bilgiler, insanlarin
bilinmeyenleri kesfetmelerini saglamaktadir. Veri madenciligi yontemleri, literatiirde makine
ogrenmesi teknikleri olarak gegmektedir. Makine 6grenmesinde; KNN, NB, DVM, YSA, DT
yontemleri siklikla tercih edilmektedir (Ikonomakis, vd., 2005: 6).

2.2. Veri Madenciligi Tanimi

Veri madenciligi, literatiirde farkli sekillerde tanimlanmaktadir. Veri madenciligine ait
tanim ve agiklamalar agsagidaki gibi kronolojik sirada verilmistir.

Veri madenciligi, genellikle veri tabanlarinda bilgi kesfi baglaminda yer bulmaktadir
ve yapay zekd arastirma alanindan ¢ikmustir (Hand vd., 2001: 3). Sigortacilik, bankacilik,
saglik ve perakende sektorlerinde isletme giderlerini azaltmak ve satiglar1 arttirmak amaciyla
veri madenciliginden faydalanilmaktadir (Seifert, 2004: 463). Veri madenciligi, biiyiik veri
setlerindeki modelleri ve iligkileri kesfetme siireci olarak tanimlanmaktadir (Hardin ve
Chhieng, 2007: 44). Veri tabanlarindan bilgi kesfi ile veri madenciligi karigtirilan iki kavram
olarak karsimiza c¢ikmaktadir. Veri tabanlarinda bilgi kesfi, veriden faydali bilginin
kesfedilmesi siirecini ifade ederken, veri madenciligi ise veri igerisinde var olan Oriintiilerin
cesitli algoritmalar vasitasiyla ortaya ¢ikarilmasi olarak tanimlanmaktadir (Aydin, 2007).

Veri madenciligi, 6zellikle bagimlilik yapilar1 olan ¢ok boyutlu ve ¢ok degiskenli veri

setlerinin arastirilmasi anlamima gelmektedir. Veri madenciliginde kilit nokta, verilerin, ¢ok
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biliyiik veri setleriyle yapilan analizler sonucunda belirsizliginin giderilerek bilgiye
doniistiiriilebilmesidir (Clarke, 2009: 1-2). Veri madenciligi alaninda gerekli donanim ve
beceriye sahip oOrgiitlerin, cagimizin rekabet¢i ortaminda bir avantaj saglayacagi iddia
edilmektedir (Weiss ve Davison, 2010: 1).

Veri madenciligi, tanimli bir veri koleksiyonundan 6zet, deger ve model kesfetme
stirecidir (Kantardzic, 2011: 6). Veri madenciligi terimi, kiirekle degerli madenlerin
cikarilabildigi madencilige benzerliginden dolayr veri madenciligi ismini almistir. Bilgi
madenciligi, bilgi analizi, bilgi c¢ikarimi, bilgi arkeolojisi ve bilgi taranmasi, veri
madenciliine benzeyen terimlere 6rnek olarak gosterilebilir. Veri madenciliginde tanimlama
yapma ve tahmin etme olmak iizere iki ama¢ bulunmaktadir. Tanimlama, insanlar tarafindan
yorumlanabilecek verileri tanimlayan kaliplar bulmaya odaklanmaktadir. Tahmin ise, ilgili
degiskenlerin bilinmeyen degerlerini tahmin etmek icin veri kiimesindeki bazi1 degiskenlerin
kullanilmasini icermektedir (Kantardzic, 2011: 2). Veriler islenmedigi zaman anlam1 olmayan
veri yigilar1 olarak kalmaktadir. Bu yiizden literatiir taramada veri madenciligi; veri se¢imi,
veri temizleme, veri doniislimii, veri entegrasyonu, egilim ve kalip degerlendirme ve bilgi
sunumu siireglerini i¢eren veriden bilgi kesfi olarak tanimlanmaktadir (Han vd., 2012: 6-7).

Veri madenciligi 1960’11 yillarda, analizler 6ncesi aykiri verilerin tespit edilmesi ve
ayiklamasi i¢in tercih edilen “Veri Avlama” ve “Veri Tarama” terimlerinden olusmaktadir
(Pektag, 2013: 99). Veri madenciliginin amaci; giiniimiiziin rekabetci kosullarinda rakiplere
kars1 fark olusturmak amaciyla veri iginde geleneksel yontemlerle bulunamayan, fark
yaratacak bilgileri bulmaktadir. Veri madenciligi islemi, gercek bir madencinin, degerli bir
madeni bulma ve isleme faaliyetleri ile benzerlik gdstermektedir (Ozkan ve Boran, 2014: 60).
Veri madenciligi; sigortacilik, borsa, bankacilik, pazarlama, elektronik ticaret, satig, saglik,
genetik bilimi, biyoloji ve tip, telekomiinikasyon, cografi bilgi sistemleri, goriintii tanima,
sinyal isleme, sanayi, robot goriis sistemleri, insaat, egitim, zeka, miihendislik, meteoroloji,
sosyal bilimler, sosyal medya ve web verileri analizi alanlarinda uygulanmaktadir (Yalgin,
2016: 37). Veri madenciligi; veri taban1 teknolojisi, istatistik, gorsellestirme, yapay zeka ve
makine 6greniminden yararlandig: i¢in disiplinler aras1 bir 6zellik gostermektedir (Cemaloglu

ve Duykuluoglu, 2020: 6; Ersoz, 2019: 14).

2.3. Veri Madenciligi Yazilmlar
Veri madenciligi islemlerinde kullanilabilecek c¢esitli programlama dilleri ve araglari
bulunmaktadir. Bu boliim altinda veri madenciligi siireclerinde siklikla tercih edilen yazilim

ve programlama dillerinden bahsedilecektir.
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R: Veri madenciligi araclar igerisinde en kapsamli istatistiksel analiz paketi olan R,
veri manipiilasyonu, programlama ve gorsellestirmeleri bir arada sunan entegre bir yazilim ve
programlama dilidir. En biiylik avantaji1 iicretsiz olmasidir. Ayrica, bagvurulan kaynaklarin
cesitliligi, sik sik gilincellenen yapisi ve veri madenciligi i¢in sundugu zenginlikler sebebiyle
biiyiik veri analitiginde bir¢ok disiplin tarafindan yaygin bir sekilde kullanilmaktadir. Ag¢ik
kaynak kodlu olmasi da R dilinin hizli gelisimine katki saglamaktadir. R kullanim1 diinyada
her gegen giin yayginlagmasina ragmen, lilkemizde akademik caligmalar dahil olmak {izere
kisitlt seviyelerdedir. 2015 yilinda yapilan arastirmada R en popiiler kullanilan programlama
dilleri arasinda altinci siradadir (Pektas, 2013: 1-5).

Knime: 2004 yilinda Konstanz Universitesi tarafinda gelistirilmeye baslanan, 2006
yilinda ila¢ endiistrisinde kullanilmak tizere ilk versiyonu piyasaya siiriilen Knime yazilimi,
Java programlama dilinde gelistirilmis agik bir platformdur. R Project, Weka, LIBSVM,
Imagel gibi agik projelerle entegre yapiya sahip olmasi ve iicretsiz erisim imkani sunulmasi,
Knime kullanimimi yayginlastirmaktadir. Sadece belirli hizmetlerden iicret talep edilmektedir
(Kose, 2018: 59). Knime, kullanicilarina gelistirme kiti sunarak kendi modiillerini olusturma
imkan1 saglayan tek veri madenciligi yazilimidir. Ayrica diger veri madenciligi yazilimlarina
gore kurulum sart1 olmadan ¢aligabilen, en zengin gorsellestirmelere sahip yazilim olarak 6n
plana ¢ikmaktadir (Kaya ve Ozel, 2014: 49).

RapidMiner: Dortmund Universitesi yapay zeka kiirsiisiinde “Yale” adi altinda 2001
yilinda gelistirilmistir. 2010 yilindan itibaren RapidAnalytics olarak piyasaya siiriilen veri
madenciligi yazilimidir. RapidMiner, analizleri islem goriiniimiinde yapilandirdig bir arayiize
sahip olup, 6n isleme ve 6grenme adimlarma sahiptir. Her adimin ¢iktilar1 operator tarafindan
kullanicilara gosterilmektedir. Operatdrler giris verilerini alma, isleme ve ¢iktilar1 sunma
islemleri i¢in giris ve ¢ikis portlarina sahiptir (Land ve Fischer, 2012: 1-2). Diger veri
madenciligi yazilimlarina goére olduk¢a kapsamlidir. 22 adet farkli dosya formati iizerinde
islem yapabilme imkani saglayan RapidMiner, ¢ok sayida veri madenciligi algoritmalarina
sahip Ucretli bir yazilimdir. Sahip oldugu algoritmalar ve destekledigi veri tabanlarmin
cesitliligi, RapidMiner yazilimint veri madenciligi siirecinde ilk siralara dogru tagimaktadir.
Demo siiriimlerinde kullanicilara 10.000 satirlik bir islem yapma imkani1 vermektedir. Pahali
olmas1 ve demo siirlimiiniin kisitlilig1 sebebiyle biiyiik veri analizlerinde bireysel kullanimlar
icin uygun degildir.

Python: Biiyiikk verilerden inceleme yaparak, metin Orgiileri iizerinde makine
ogrenimine dayali sonuglar ¢ikarilmasi ve elde edilen bilgilerin gorsellestirilmesi ¢alismanin

ana gereksinimini olusturmaktadir. Bu kapsamda, Google’in yiiriitiiciiligiinde faaliyet
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gosteren ve veri diinyasinin biiylik platformlarindan biri olan Kaggle isimli sitede, makine
ogrenimi temelinde kullanilan programlama dillerinin tercihine yonelik bir arastirma
yapilmig, bunun sonucunda 36.824 oy (%89,6) ile Python dilinin birinci sirada ve 4.267 oy
(%10) ile R programlama dilinin ikinci sirada tercih edildigi goriilmiistiir (Ates, 2021).
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Sekil 2.3 Veri Biliminde Tercih Edilen Teknolojiler
Kaynak: KDnuggets, 2023

Veri madenciligi konusunda en biiylik platformlardan olan KDnuggets’in 20. yil
anketi 1.800 katilimciya uygulanmistir. “Gergek bir proje icin son 12 ayda kullandiginiz
Analitik, Biiyiik Veri, Veri Bilimi ve Makine Ogrenimi yazilimi nedir?” sorusu ydneltmis
olup, elde edilen cevaplarda 2017 yilinda %59, 2018 yilinda %65,6 ve 2019 yilinda %65,8
oranlar1 ile Python programlama dilinin en ¢ok tercih edilen programlama dili oldugu Sekil
2.3’te gosterilmistir.

Genel kullanim oranlarina bakildiginda sik kullanimi ile dikkat ¢eken Python, ¢oklu
programlama paradigmalarini destekleyen genel amagli bir programlama dili olup, i¢inde
smiflar, nesneler, veriler ve yontemler dahil olmak iizere bir¢ok nesne yonelimli programlama
kavrami da bulunmaktadir. Python, veri tabani yonetimi, makine 6grenmesi, derin 6grenme,
dogal dil isleme ve web gelistirme gibi amaglarla aktif kullanilmaktadir (Sarkar, 2019). Bu tez

caligmasinin veri madenciligi siireclerinde de Python dili tercih edilmistir.

2.4. CRISP-DM Veri Madenciligi Siireci

Veri madenciligi siiregleri i¢in literatiirde, CRISP-DM (Cross-Industry Standard
Process for Data Mining), SEMMA (Sample, Explore, Modify, Model, Assess), KDD
(Knowledge Discovery in Databases) vb. ¢esitli yaklagimlar bulunmaktadir.



32

Doktora arastirmasi kapsaminda, CRISP-DM veri madenciligi siire¢ metodolojisi
tercih edilmistir. Sekil 2.4’te adimlar1 gosterilen CRISP-DM siirecine ait gorev ve ¢iktilar bu

boliim altinda detayl olarak agiklanmistir.

Problemin Verinin
Tanimlanmasi Incelenmesi

=

4> Verinin
Uygulama Hazirlanmasi
A

A 4

Modelleme

Degerlendirme

Sekil 2.4 CRISP-DM Veri Madenciligi Siireci
Kaynak: Irmak, 2009:14

2.4.1. Isi Anlama

Veri madenciliginin birinci ve en 6nemli 6n sarti, is problemini ve verileri iyi
anlamaktir. Etkin ve basarili bir veri madenciligi yapabilmek i¢in hedeflerin net bir sekilde
tammlanmas: gerekmektedir (Two Crows Corporation, 1999: 22). Isin tanimlanmas: (isi
anlama) asamasi, veri madenciliginin hangi amag¢ ve ihtiyagtan yapildiginin iyi anlagilmasi,
veri madenciligi problemine doniistiiriilmesi ve hedeflere ulasilabilmesi i¢in tasarlanmig bir
on proje planina doniistiiriilme islemlerine odaklanmaktadir (Wirth ve Hipp, 1998: 33).
Problemin ¢ikis sebebi, ¢ozliim Onerileri, problemle ilgili veri kaynaklar1 ve verinin akig1 gibi
hususlar belirlenmelidir (Seker, 2018: 12).

CRISP-DM rehberinin birinci adimmi  Sekil 2.5°te gosterildigi gibi “Problemin
Tamimlanmas1”, diger bir ifade ile “Isi Anlama” adimidir. Proje amag ve ihtiyaglarmn is
perspektifi acisindan anlasilmasi ve veri madenciligi problem tanimina doniistiiriilmesi bu
basamakta yapilmaktadir. Is hedeflerinin belirlenmesi, mevcut durumun degerlendirilmesi,
veri madenciligi hedeflerinin belirlenmesi ve proje planinin iiretilmesi bu basamagin alt

adimlaridir (Cios vd., 2007: 13).
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D ETANEEE Y 2-Veriyi Anlama 3-Veriyi Hazirlama 4-Modelleme 5-Degerlendirme 6-Uygulama /

1.Is Hedeflerinin Belirlenmesi « i. Altyapn, ii.Isletme hedefleri, iii. Basari kriterleri

« i.Kaynak envanteri, ii.Gereksinimler, Varsayimlar ve kisitlamalar, iii.Riskler

2.Meveut Durumun Degerlendirilmesi ve beklenmedik durumlar, iv.Terminoloji, v.Maliyetler ve faydalar

3.Veri Madenciligi Hedeflerinin belirlenmesi « i. Veri madenciligi hedefleri, ii. Veri madenciligi hedefleri basar: kriterleri

« i.Proje plam, ii.Arag ve tekniklerin ilk degerlendirmesi

4.Proje Planinin Uretilmesi

Sekil 2.5 CRISP-DM Birinci Basamak: Isi Anlama

i. Is Hedeflerinin Belirlenmesi: Is perspektifi bakimindan miisterinin basarmak
istedigi konu tam olarak anlagilmalidir. Cogu zaman miisterinin uygun sekilde ele alinmasi
gereken bir¢ok hedefi ve kisitlamasi vardir. Projenin sonucunu etkileyebilecek Onemli
faktorler ortaya ¢ikarilmalidir. Bu gorevi atlamanin muhtemel sonucu, yanlis sorulara yanitlar
aramak icin biiylik ¢caba harcamak olmaktadir. Bu asamada temel seviyede de olsa ¢alismaya
ait bir biitce belirlenmelidir. Is hedeflerinin belirlenmesi gorevine ait altyapinin incelenmesi,
isletme hedeflerinin tespiti ve basari kriterlerinin belirlenmesi ¢iktilar1 gerceklestirilmektedir
(Olson ve Delen, 2008: 11).

Altyapr: Altyapr ¢iktist altinda projenin baslangicinda kurulusun is durumu hakkinda
bilinen bilgiler kaydedilmektedir (Chapman vd., 2000: 16). Proje parametreleri, kaynaklar ve
sinirhiliklar en dogru bicimde tespit edilmelidir. Amag ve gereksinimler dogru anlasildiktan
sonra, veri madenciligi araglar1 ile en iyi ¢Ozliimiin nasil saglanacagina dair caligmalar
gergeklestirilmektedir (Gokmen, 2014: 42).

Isletme hedefleri: Isletme hedefleri ¢iktis1 altinda, isletmenin birincil amaci is
perspektifi agisindan tanimlanmaktadir. Temel is hedefine ek olarak, isletmenin yanitlamak
isteyecegi diger ilgili is sorular1 da dahil edilmektedir. Ornegin, “Saglik turistinin rezervasyon
verileri incelenerek randevusunu iptal etmesi tahmin edilebilir mi?” sorusuna cevap aramak
isletmenin birincil is hedefidir. "Saglik turistinin bagvuru yaptig1 tedavi tiiriiniin rezervasyon
iptal tahminine anlaml1 bir katkis1 var m1?” sorusu da 6rnek olarak verilebilir.

Basar1 kriterleri: Projenin basarilt veya yararli olma kriterlerinin is agisindan
aciklandig1 ciktidir. Spesifik bir ¢ikti olabilecegi gibi “rezervasyon iptallerinin belirli bir
diizeye indirilmesi” seklinde objektif veya "rezervasyon iptal tahminleriyle ilgili faydali
bilgiler verilmesi" seklinde subjektif degerler de olabilmektedir. ikinci durumda subjektif
yargiy1 kimin yaptig1 belirtilmelidir (Chapman vd., 2000: 17).
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ii. Mevcut Durumun Degerlendirilmesi: Proje planinin belirlenmesi ve veri analizi
hedefinde dikkate alinmasi gereken varsayimlar, kisitlamalar, kaynaklar ve diger faktorler
konusunda ayrintili bilgi toplama faaliyetlerini kapsamaktadir. Onceki gérevde durumun
oziine hizlica ulagilmasina karsin, bu gorevde ayrintilar detaylandirilmaktadir. Mevcut
durumun degerlendirilmesi gorevine ait bes adet ¢iktt bulunmaktadir.

Kaynak envanteri: Projede yer alan personel (veri ve is uzmanlari, veri madenciligi ve
teknik destek personeli), veriler (canli, depolanmis veya operasyonel verilere erisim), bilgi
islem kaynaklar1 (donanim ve yazilim) vb. mevcut kaynaklarin listelendigi ¢iktidir.

Gereksinimler, varsayimlar ve kisitlamalar: Tamamlanma takvimi, anlasilirlik,
sonuglarin kalitesi, giivenlik ve yasal konular da dahil olmak iizere projenin tiim
gerekliliklerinin listelendigi ¢iktidir. Bu ¢iktinin bir pargasi olarak verilerin kullanim izinin
verilmis ve proje varsayimlarin listelenmis olmasi gerekmektedir. Bu varsayimlar, veri
madenciligi sirasinda kontrol edilebilecek verilere iliskin varsayimlar olabilecegi gibi,
projenin dayandigi ise iliskin kontrol edilemeyen varsayimlari da icerebilmektedir.
Kaynaklarin kullanilabilirligine iliskin kisitlamalar veya modelleme i¢in kullanilmas1 pratik
olan veri boyutu gibi teknolojik kisitlamalar1 da igeren proje kisitlamalari listelenmektedir
(Chapman vd., 2000: 17).

Riskler ve beklenmedik durumlar: Projeyi geciktirecek, basarisizliga neden olabilecek
riskler veya olaylar bu ¢iktida listelenmektedir. Risklerin ger¢eklesmesi durumunda ne gibi
onlemlerin alinacagi ve acil durum planlar1 da bu ¢iktida belirtilmektedir.

Terminoloji: Projede, mevcut is anlayisinin bir pargasini olusturan yararl bir bilgi ve
egitim uygulamasi elde etmek icin, is terminolojisi s6zIligl ile s6z konusu is sorunuyla ilgili
projeyi geciktirecek veya basarisizlia neden olabilecek riskleri Orneklerle gosteren veri
madenciligi terminolojisi sozliigiinii igeren bir terminoloji s6zliigii hazirlanmaktadir.

Maliyetler ve faydalar: Proje maliyetlerini, projenin basarili olmasi durumunda
isletmeye saglayacagi potansiyel faydayla miimkiin oldugunca spesifik karsilastiran bir
maliyet ve fayda analizi olusturulmaktadir.

iii. Veri Madenciligi Hedeflerinin Tespiti: Veri madenciligi hedefi, proje hedeflerinin
teknik terimler kullamlarak belirtilmesidir (Chapman vd., 2000: 18). Ornegin, is hedefi
"saglik turisti rezervasyon iptallerinin azaltilmasi” iken, veri madenciligi hedefi "saglik
turistinin rezervasyon bilgilerini (iilke, cinsiyet, tedavi, tarih, otel ve oda tercihi vb.) goz
onlinde bulundurarak rezervasyon iptal etme durumunu tahmin etmek” olmaktadir. Veri
madenciligi hedeflerinin tespiti gorevinde, veri madenciligi basar1 kriterleri ve veri

madenciligi hedef c¢iktilar1 bulunmaktadir. Veri madenciligi hedeflerinin belirlenmesi ayni
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zamanda Orgiitsel agidan problemler ve ¢oziim Onerileri iizerine de bir degerlendirme
yapilmasini gerekli kilmaktadir (Laurinen, 2006: 20-21).

Veri madenciligi hedefleri: Is hedeflerine ulasilmasini saglayan projenin amaglanan
ciktilar1 tanimlanmaktadir.

Veri madenciligi basart kriterleri: Projenin basarili bir sonuca ulagmasi i¢in gerekli
kriterler teknik terimlerle tanimlanmaktadir. Belirli bir diizeyde “rezervasyon iptal tahmin
dogrulugu”, basar1 kriterine drnek olarak verilebilir. Is basaris1 kriterlerinde oldugu gibi, veri
madenciligi basar1 kriterlerinin de subjektif terimlerle tanimlanmasi gerekli olabilmektedir.
Bu durumda subjektif degerlendirmeyi yapan kisi veya kisilerin kimliginin belirlenmesi
gerekmektedir.

iv. Proje Plamimin Uretilmesi: Veri madenciligi ve is hedeflerine ulasmak igin proje
planmin {iretilmesi gerekmektedir. Proje planinda, araclarin ve tekniklerin se¢imi de dahil
olmak {izere, projenin geri kalant boyunca gergeklestirilmesi beklenen adimlari
belirtilmektedir. Proje plani, ara¢ ve tekniklerin ilk degerlendirme ¢iktilar1 yer almaktadir.

Proje plani: Projede ylriitillecek olan asamalarin siireleri, projede gerekli olan
kaynaklar, girdiler, ¢iktilar ve bagimliliklarla birlikte her asama igin ayrintili olarak
listelenmektedir. Proje planinda, modelleme ve degerlendirme asamalar1 gibi biiyiik olcekli
yinelemeler miimkiin oldugunca acik¢a belirtilmektedir. Proje planinda zaman ¢izelgesi ile
riskler arasindaki bagimliliklarin analiz edilmesi de Onemlidir. Bu analizlerin sonuglari,
risklerin ortaya ¢ikmasi halinde eylem ve Onerilerle birlikte proje planinda agikca
isaretlenmektedir. Proje plani, her asamanin sonunda ilerleme ve basarilarin goézden
gecirildigi ve ilerleme durumuna gore proje planinin giincellendigi dinamik bir belgedir.

Arag ve tekniklerin ilk degerlendirmesi: Problemin tanimlanmasi (isin anlasilmasi)
asamasinin  sonunda, projede yer alan ara¢ ve tekniklerin ilk degerlendirmesi
gerceklestirilmektedir. Ara¢ ve tekniklerin se¢imi tiim proje gidisatini etkileyebileceginden,

bunlarin siirecin basinda 6n degerlendirilmesi 6nemlidir (Chapman vd., 2000: 19).

2.4.2. Veriyi Anlama

Veriyi anlama adiminda veri gereksinimleri ve veriyi anlama gz Oniinde
bulundurulmaktadir (Olson ve Delen, 2008: 9) CRISP-DM’in ikinci adimi olan “Veriyi
Anlama” asamas1 Sekil 2.6’da gosterildigi gibi ilk verinin toplanmasi, verinin tanimlanmasi,

verinin kesfedilmesi ve veri kalitesinin dogrulanmas1 gorev ve ciktilarimi igermektedir

(Kumdereli, 2012: 61).
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1-Isi Anlama JAVSHEPNIENT 3-Veriyi Hazirlama 4-Modelleme 5-Degerlendirme 6-Uygulama /

1.1k Verinin Toplanmasi « i Ilk veri toplama raporu

2.Verinin Tanimlanmast * 1. Veri tamimlama raporu

3.Verinin Kesfedilmesi *i. Veri arastirma raporu

4.Veri Kalitesinin Dogrulanmasi * 1. Veri kalitesi raporu

Sekil 2.6 CRISP-DM ikinci Basamak: Veriyi Anlama

Veri anlama siireci, konu ile ilgili verinin taninmasi ve toplanmasi ile baglamakta, veri
kalitesi sorunlarinin belirlenmesi ve varsa veri toplama sirasinda ¢ikan farkli tespitlerin de
degerlendirilerek, hipotezler olusturulmasini konu almaktadir (Deshpande vd., 2010). Veri
anlama asamasi, verilere asina olmak, veri kalitesi sorunlarin1 belirlemek, verilere iliskin
ongoriilerde bulunmak veya ortaya ¢ikmamus bilgiler i¢in hipotezler kurmak tizere farkl alt
kiimeleri tespit etmek i¢in yapilan faaliyetlerle devam etmektedir (Chapman vd., 2000: 14).
Veriyi anlama agamasinin basarisi, birinci adimin basarisina baglidir. Aksi taktirde elde edilen
veriler gereksiz yere islenmis olacaktir. Verideki giiriiltii ve eksik veri gibi sorunlarin tespiti
gergeklestirildikten sonra veri tanimlanmaktadir (Seker, 2018: 12). Diger asamalara gegmeden
once verideki problemlerin tespit edilmesi, sorunlarin ¢dzliimlenmesi ve veri kalitesinin
dlciilmesi gerekmektedir. Isi anlama ve veriyi anlama birbiri i¢ine ge¢mis alt siireclerdir. Isi
anladik¢a farkli verilere ihtiya¢ duyulabilecegi gibi, verilere baktikca ise farkli bakis acilari
kazandirilmaktadir. Bu siirece devam edildik¢e calismada kullanilabilecek veriler de netlik
kazanmaktadir (Yurdakul, 2015: 24). Probleme uygun veri setindeki degiskenler, bu
degiskenlerin aciklamalar1 ve veri tipleri acik¢a ifade edilerek verinin anlagilmasi
saglanmaktadir (Balaban ve Kartal, 2015: 39).

i. Ilk Verinin Toplanmasi: Proje kaynaginda listelenen verilere eriserek veriyi elde
etme gorevidir. i1k veri toplama, veriyi anlamak i¢in dzel araclara veriyi yiikleme islemidir.
[k verinin toplanmasi gérevinde ilk veri toplama raporu ¢iktis1 bulunmaktadir (Chapman vd.,
2000: 20).

Ilk veri toplama raporu: Elde edilen veri seti veya setlerinin proje icindeki
konumlarmi elde etmek icin kullanilan yontemlerin ve karsilagilan sorunlarin listelendigi
ciktidir. Bu proje ve benzer projelerin gelecekte karsilagilan benzer sorunlara yardimci

olabilmesi i¢in sorunlar ve elde edilen ¢coziimler kaydedilmektedir.
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ii. Verinin Tanmimlanmasi: Elde edilen veri, yilizeysel veya tim Ozellikleri ile
incelenmekte ve sonuglar raporlanmaktadir. Verinin tanimlanmasi gorevinde, verinin
tanimlama raporu ¢iktis1 bulunmaktadir.

Veri tanimlanma raporu: Verinin formati, tablo sayisi, tablodaki alan ve kayit sayist
ve bu alanlarin 6zellikleri, kesfedilen verilerin diger 6zelliklerinin tanimlandig1 veri toplama
raporu igerisinde yer almaktadir.

iii. Verinin Kesfedilmesi: Sorgulama, gorsellestirme ve raporlama kullanarak énemli
Ozniteliklerin dagilimi ve aralarindaki iligkiler, onemli alt veri setlerinin Ozellikleri ve
istatistiksel incelemeleri, bir tahmin gorevinin hedef niteligi vb. c¢oziilebilecek veri
madenciligi sorular1 ele alinmaktadir. Bu analizler dogrudan veri madenciligi hedeflerine
hitap edebilecegi gibi veri tanimina, kalite raporlarina, daha ileri analiz i¢in gerekli doniisiim
ve diger veri hazirliklarina katkida bulunabilmektedir (Chapman vd., 2000: 21). Verinin
kesfedilmesi gorevinde veri aragtirma raporu ¢iktis1 bulunmaktadir.

Veri arastirma raporu: Baslangi¢ hipotezi, ilk bulgular, veri inceleme sonuglar1 ve
bunlarin projenin geri kalani iizerindeki etkilerinin agiklandigi, veri 6zelliklerini gosteren ve
daha ileri inceleme icin ilging veri alt kiimelerini igeren, uygun grafikleri ve veri
karakteristiklerini yansitacak ¢izimleri iceren “Veri Arastirma Raporu” hazirlanmaktadir.

iv. Veri Kalitesini Dogrulama: “Veriler gerekli tiim durumlar1 kapsiyor mu? Veriler
dogru mu? Veride hatalar var m1? Hatalar ne kadar yaygin? Verilerde eksik degerler var mi1?
Eksik veriler nasil temsil ediliyorlar? Eksik veriler nerede ortaya ¢ikiyor? Eksik veriler ne
kadar yaygin?” gibi sorular1 yanitlayarak verilerin kalitesi incelenmekte ve dogrulanmaktadir.
Veri kalitesi dogrulama ¢alismalarinda veri kalitesi raporu ¢iktis1 bulunmaktadir.

Veri kalitesi raporu: Veri kalitesi problemleri hem veri, hem de is bilgisinden
kaynaklanmaktadir. Veri Kalitesi Raporu, veri kalitesinin dogrulanma c¢alismalar1 ve
sonuclarinin listelendigi, kalite sorunlart ve muhtemel ¢o6ziimlerin belirtildigi rapordur

(Chapman vd., 2000: 22).

2.4.3. Veriyi Hazirlama

Veri seti lizerinde gerceklesecek islemlere ve kullanilacak yontemlere karar verilen
asamadir (Seker, 2018: 42). Veriyi hazirlama asamasinda Sekil 2.7’de gosterildigi gibi veri
se¢imi, veri temizleme, veri yapilandirma, veri birlestirme, veri bi¢gimlendirme goérev ve

caligmalar gerceklestirilmektedir.
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1-Isi Anlama ~ 2-Veriyi Anlama 3-Veriyi Hazirlama 4-Modelleme 5-Degerlendirme 6-Uygulama /

1.Verinin Se¢imi *i.Dahil etme/hari¢ tutma gerekgesi

2.Verinin Temizlenmesi * 1. Veri temizleme raporu
3.Verinin Yapilandirilmasi * i. Tiiretilmis ozellikler, ii. Olusturulan kayilar

4.Verinin Birlestirilmesi * . Birlesitirilmis Veri

« 1. Yeniden bi¢imlendirilmis veri

5.Verinin Bigimlendirilmesi

Sekil 2.7 CRISP-DM Ugiincii Basamak: Veriyi Hazirlama

Bu adimda baslangic verileri, c¢alismalara temel olusturacak final verilere
doniistliriilmektedir. Veriyi doniigtirme adimlart sabit ve belirli bir sira veya tekrar sayist
takip etmeden birgok kez tekrarlanan islemleri ifade etmektedir (Jackson, 2002: 281). Tahmin
modelinin tasarlanmas1 asamasinda tespit edilen sorunlardan dolayi, bu agamaya sik sik geri
doniilmekte ve yeniden diizenlenmektedir (Yurdakul, 2015: 26). Veri madenciligi
uygulamalarinda, kaynaklarin %80 civarinda verilerin temizlenmesi ve ©n islenmesi
esnasinda harcandigi yaygin olarak kabul edilmektedir (Piramuthu, 2004: 483). Veri
bilimcilerle 2016’da yapilan bir ankete gdre, ana gorevler i¢in harcanan zaman olarak veri
setlerini toplamak %19, veriyi temizleme ve diizenleme %060, egitimde kullanilacak veri
kiimeleri insa etmek %3, veriden Oriintii aramak %9, algoritmalar1 iyilestirmek %4, diger
gorevleri yiirlitmek %5 olarak belirtilmistir (Kelleher ve Tierney, 2018: 65).

i. Verinin Sec¢imi: Analiz icin kullanilacak verilere karar verilmektedir. Veri
madenciligi hedeflerine uygunlugu, veri kalitesi, veri hacmi veya veri tiirleri gibi teknik
kisitlamalar igermektedir. Veri se¢imi, bir veri tabani tablolarinda yer alan degiskenleri ve
kayitlar1 kapsamaktadir. Verinin se¢imi gorevinde dahil etme ve hari¢ tutma gerekgesi ¢iktisi
bulunmaktadir.

Dahil etme ve hari¢ tutma gerekgesi: Dabhil edilecek ve hari¢ tutulacak verilerin,
nedenleri ile listelendigi ¢iktidir (Chapman vd., 2000: 24).

ii. Verinin Temizlenmesi: Veri kalitesinin, planlanan analiz tekniklerinin gerektirdigi
veri kalitesi diizeyine yiikseltilmesi, verinin temizlenmesi gorevinde yapilmaktadir. Verinin
temizlenmesi gorevinde, veriye ait alt veri setlerinin seg¢ilmesi, eksik verilerin doldurulmasi,
uygun varsayilan degerlerin atanmasi gibi calismalar yer almaktadir. Veri temizleme,
verilerdeki giiriiltii ve tutarsizliklarin giderilmesi i¢in uygulanmaktadir. Verinin temizlenmesi

gorevinde veri temizleme rapor ¢iktis1 bulunmaktadir.
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Veri temizleme raporu: Veri kalitesi sorunlarinit ¢6zmek icin hangi kararlarin alindigi
ve hangi eylemlerin gerceklestigini agiklayan rapordur. Verilerin temizlik amaciyla
doniistiiriilmesi ve analiz sonuglarina olasi etkisi dikkate alinmaktadir.

iii. Verinin Yapiandirilmasi: Yeni degiskenlerin iiretilmesi, tamamen yeni kayitlar
elde edilmesi veya mevcut degigskenlerin doniistiiriilmesi gibi veri yapilandiric1 faaliyetleri
icermektedir. Verinin yapilandirilmas1 gorevinde tiiretilmis 6zellikler ve olusturulan kayitlarin
ciktilar1 bulunmaktadir.

Tiiretilmis ozellikler: Aym kayitta yer alan bir veya daha fazla mevcut ozellikten
hesaplanarak olusturulan yeni Ozellikleri icermektedir. Tiretilmis Ozellie Ornek olarak
“toplam_ucret = gunluk ucret * gece sayis1” verilebilir.

Olusturulan kayitlar: Tamamen yeni kayitlarin olusturulmasini ifade etmektedir
(Chapman vd., 2000: 24). Ornek olarak yil iginde tedavi olmamis bir hastanin ham veride
kaydi bulunmaz. Analiz yapabilmek adina veri tabanindaki bu hasta kaydi icin hi¢ tedavi
olmadigini ifade eden bir kayit eklenmesi, olusturulan kayitlara 6rnek olarak verilebilir.

iv. Verinin  Birlestirilmesi: Farkli veri kaynaklarindan toplanan verilerde
uyumsuzluklar siklikla goriilmektedir. Uyumsuzluklarin ortadan kaldirilmasi, veri
birlestirilmesi ve verinin temizlenmesi islemleri gerekmektedir (Giirsoy, 2009: 33). Verinin
birlestirilmesinde, birden fazla veri kaynagindan gelen veriyi kullanarak, yeni kayit
olusturulmasini saglayan yontemler kullanilmaktadir. Verinin birlestirilmesi gorevinde ise
birlestirilmis veri ¢iktis1 bulunmaktadir.

Birlestirilmis veri: Ayni nesneye ait farkli tablolarda bulunan verilerin bir araya
toplanmasiyla birlestirilmis veri olusturulmaktadir. Bir rezervasyona ait kullanici bilgileriyle
(cinsiyet, yas, ad1, soyadi vb.) tedavi bilgileri (uzmanlik, tedavi siiresi, tedavi {icreti vb.) ayr1
tablolarda yer almaktadir. Bu verilerin birlestirilmesi 6rnek olarak verilebilir. Birlestirilmis
veriler birden fazla kayit ve tablodan alinan bilgilerin bir araya toplanmasiyla yeni degerlerin
hesaplandig1 islemleri de kapsamaktadir. Ornegin, tiim tedaviler igin bir kaydin bulundugu
tedaviler tablosunda, tedavi sayisi, ortalama tedavi tutar1 gibi her hasta i¢in bir kayit bulunan
yeni bir tabloya doniistiiriilmesi vb. toplama faaliyetlerini de icermektedir.

v. Verinin Bicimlendirilmesi: Verinin bicimlendirilmesi, verilerde yapilan ve verinin
anlamin1 degistirmeyen ancak modelleme aracinin gerektirdigi s6z dizimsel degisiklikleri
ifade etmektedir. Verinin bi¢cimlendirilmesi gérevinde yeniden bigimlendirilmis veri ¢iktisi
bulunmaktadir.

Yeniden bi¢imlendirilmis veri: Veri setindeki kayitlarin sirasinin degistirilmesi bazi

araglar veya modeller i¢in 6nemli olabilmektedir. Ilk alanin her kayit igin benzersiz bir
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tanimlayict olmast veya son alanin modelin tahmin edecegi sonu¢ alani olmasi gibi
degisiklikler yeniden bi¢imlendirilmis veriye Ornek olarak verilmektedir. YSA gibi bazi
modelleme araglarinda veri kiimesindeki kayitlarin sirasinin degistirilmesi, kayitlarin sonug
niteliginin degerine gore siralanmasi veya kayitlarin rastgele bir sirada sunulmasi 6nemli
olabilmektedir. Ek olarak, belirli modelleme aracinin gereksinimlerini karsilamak icin yapilan
tamamen s6z dizimsel degisiklikler (virgiille ayrilmis veri dosyalarindaki metin alanlarindan
virgiillerin kaldirilmasi, tim degerlerin maksimum belirli bir karaktere kisaltilmasi vb.)

bulunmaktadir (Chapman vd., 2000: 25).

2.4.4. Modelleme
CRISP-DM’in dordiincii adimi olan “Modelleme” asamasinda Sekil 2.8’de gosterildigi
gibi modelleme tekniginin seg¢ilmesi, test tasariminin iiretilmesi, modelin yapilandirilmasi ve

modelin degerlendirilmesi gorevleri yer almaktadir (Chapman vd., 2000: 27).

1-Isi Anlama ~ 2-Veriyi Anlama 3-Veriyi Hazirlama 4-Modelleme 5-Degerlendirme 6-Uygulama /

1.Modelleme Tekniginin Se¢imi

2.Test Tasariminin Uretilmesi *i.Test tasarimlar
3.Modelin Yapilandiriimasi *i.Parametre ayarlari, ii.Modeller, iii. Model tammlamalari

4.Modelin Degerlendirilmesi *i.Model degerlendirmesi, ii.Revize edilmis parametre ayarlart

Sekil 2.8 CRISP-DM Dérdiincii Basamak: Modelleme Gorev ve Ciktilar

i. Modelleme Tekniginin Secimi: Saglik turizmi alaninda yapilan rezervasyonlarin
iptal edilme olasiliginin hesaplanmasi ve siniflandirilmasi tahminleri i¢in ¢esitli yontemler
bulunmaktadir. Modelleme agamasinin birinci adimi, kullanilacak modelleme tekniginin
secilmesi gorevidir. Bu gorev sonunda iki adet ¢ikt1 elde edilmektedir.

Modelleme teknigi: Kullanilacak nihai modelleme tekniklerinin belirlendigi ¢iktidir.
Isi anlama asamasmin “Proje Planinin Uretilmesi” gorevinde bir ara¢ belirlenmis olmasina
ragmen bu asamada modelleme islemlerinde kullanilacak belirli modelleme tekniklerine karar
verilmesi gerekmektedir. Siiflandirma tahmin modellerine ait bilgi {i¢iincii boliimiin altinda
kapsamli bir sekilde verilmistir.

Modelleme varsayimlari: Birgok modelleme teknigi, veriler {iizerinde belirli

varsayimlarda bulunmaktadir. Ornegin, tiim degiskenlerin tekdiize dagilimlara sahip oldugu,
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eksik degerlere izin verilmedigi, sinif niteliginin sembolik olmas1 gerektigi vb. yapilan bu tiir
varsayimlarin kaydedildigi ¢iktidir.

ii. Test Tasariminin Uretilmesi: Bir modelin kullanimimdan &nce, model kalitesini ve
gecerliligini degerlendirmek igin bir prosediir olusturulmaktadir. Siiflandirma modelleri i¢in
kalite Olciitii olarak hata oranlarmin kullanilmasi yaygin olup genellikle veri, test ve egitim
seti olarak ikiye ayrilmaktadir. Modeli egitim veri seti lizerinde olusturduktan sonra, model
kalitesi test seti lizerinde tahmin edilmektedir. Test tasariminin {iretilmesi gorevinde test
tasarimlari ¢giktis1 bulunmaktadir.

Test tasarimlar:: Modellerin egitimi, test edilmesi ve degerlendirilmesi i¢in amaglanan
plan1 agiklayan ¢iktilardir. Planin birincil bileseni; mevcut veri kiimesinin, egitim verileri, test
verileri ve dogrulama veri kiimelerine nasil boliinecegine karar vermektir.

iii. Modelin Yapilandirdmasi: Veri seti lizerinde modeller olusturma ve g¢alistirma
gorevidir. Modelin yapilandirilmasi gorevinde parametre ayarlar1 ve model tanim ¢iktilart yer
almaktadir.

Parametre ayarlari: Biitin modelleme araglarinda ayarlanabilecek ¢ok sayida
parametre bulunmaktadir. Parametre ve secilen degerlerin gerekgeleriyle birlikte listelendigi
ciktidir.

Modeller: Bu modeller bir rapor olmayip, modelleme araci tarafindan iiretilen gercek
modelleri ifade etmektedir.

Model tanimlamalart: Olusturulan modellerle ve bunlarla ilgili karsilasilan zorluklarin
birlikte agiklandig1 ve yorumlandigi ¢iktidir (Chapman vd., 2000: 28).

iv. Modelin Degerlendirilmesi: Veri madenciligi miihendisinin alan bilgisine gore
olusturulan modellerin, basar1 kriterlerine bakimindan degerlendirildigi goérevdir. Bu gorev
yalnizca model degerlendirmesini amaclamaktadir. Sonraki gorev olan “Degerlendirme”
asamasinda, olusturulan modeller degerlendirilmeyip, proje siiresince liretilen tiim diger
sonuglar dikkate alinmaktadir. Veri madenciligi miithendisi, modelleme ve kesif tekniklerinin
uygulanmasinin basarisini daha teknik olarak degerlendirirken, veri madenciligi sonuglarini is
baglaminda tartismak i¢in daha sonra ig analistleri ve alan uzmanlariyla iletisime gecmektedir.

Bir teknik birden fazla uygulamakta veya teknikler birlestirilerek alternatif veri
madenciligi sonuglari iiretilmektedir. Modeller uygulamaya koyulmadan dnce elde edilen tiim
model sonuglar1 belirlenen kriterlere gore karsilagtirilmakta ve arzu edilen seviyeye ulagma
durumu degerlendirilmektedir (Larose, 2005: 7). Model degerlendirme kriterleri iigiincii
boliimiin altinda detayl bir sekilde ele alinmistir. Modelin degerlendirilmesi gorevi igerisinde,

model degerlendirmesi ve revize edilmis parametre ayarlar1 ¢iktilar1 yer almaktadir.
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Model degerlendirmesi: Modeli degerlendirme gorev ve sonug¢ Ozetlerinin yer aldigi
¢iktidir. Olusturulan modellerin dogruluk, kesinlik, hatirlama, 6zgiilliik, FPR, TPR, NPV, F1-
degeri, hiz vb. degerlendirme kriterleri acisindan siralandign listeleri igermektedir.

Revize edilmis parametre ayarlari: Model degerlendirme sonuglar1 dikkate alinarak
parametre ayarlar1 diizenlenmektedir. Modelin degerlendirilmesi ve yapilandirilmasi
gorevleri, en i1yi sonucun elde edildigine emin olunana kadar siirdiiriilmektedir. Yapilan tiim

revizyon ve ¢aligmalar bu asamada raporlanmaktadir (Chapman vd., 2000: 29).

2.4.5. Degerlendirme

Modelin is hedeflerini karsilama durumu degerlendirilmekte ve modelin kusurlu
olmasina neden olan is nedenleri belirlenmeye c¢alisilmaktadir. Zaman ve biitce olanaklarinin
imkan verdigi olgiide model gercek uygulama {izerinde test edilmektedir. CRISP-DM’in
besinci adimi olan “Degerlendirme” asamasinda, Sekil 2.9°da gosterildigi gibi sonuglarin
degerlendirilmesi, gozden gecirme siireci ve gelecek asamalarinin belirlenmesi gorevleri yer

almaktadir (Chapman vd., 2000: 30).

1-Isi Anlama ~ 2-Veriyi Anlama 3-Veriyi Hazirlama 4-Modelleme 5-Degerlendirme 6-Uygulama /

*i. Veri madenciligi sonuglarimin is basarisi kriterlerine gore
degerlendirilmesi, ii.Onaylanan modeller

1.Sonuglarm Degerlendirilmesi

2.Gozden Gegirme Siireci «i.Stirecin gozden gegirilmesi

3.Gelecek Asamalarin Belirlenmesi *i.0last eylemlerin listesi, ii. Karar

Sekil 2.9 CRISP-DM Besinci Basamak: Degerlendirme Gorev ve Ciktilar:

i. Sonuglarin Degerlendirilmesi: Veri madenciligi ciktilarinin yorumlanmasi ve
Oziimsenmesi, sonuclarin degerlendirilmesi asamasinda gergeklestigi i¢in bu asama kritik
oneme sahiptir. Elde edilen bilgilerin is degeri olarak nasil algilanacagma ve sonuglarin
gorsellestirilmesi i¢in kullanilacak araglara karar verilmesi gerekmektedir. Histogramlar,
dagilim, pasta ve kutu grafikleri gibi ¢cok sayida gorsellestirme aract bulunmaktadir (Olson ve
Delen, 2008: 18).

Veri madenciligi sonu¢larmmin is basarisi kriterlerine gére degerlendirilmesi:
Degerlendirme sonuglari, projenin baslangictaki is hedeflerini karsilama durumuna ait nihai

bir agiklama da dahil olmak {izere is basaris1 kriterleri agisindan 6zetlenmektedir.
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Onaylanan modeller: 1s basarisi kriterlerine gére model degerlendirmesi yapildiktan
sonra, secilen kriterleri karsilayan modellerin onayli modeller haline geldigi ¢iktidir.

ii. Gozden Gegirme Siireci: Gozden gegirme siireci, kalite giivence konular1 agisindan
onemli faktor ve gorevlerin gdzden gegirildigi bir siirectir. Elde edilen modellerin tatmin edici
olup olmadig: ve is ihtiyaclarin karsilanip karsilanmadigi ele alinmaktadir. Ayrica, modelin
dogrulugu ve kullanma izni verilen degiskenlerin kontrolii saglanmaktadir.

Stirecin gozden gecirilmesi: Sirecin gozden gecirilmesi ¢iktisinda, tekrarlanmasi
gereken veya ihmal edilen gorevler raporlanmaktadir.

iii. Gelecek Asamalarin Belirlenmesi: Degerlendirme sonuglarina ve siireg
incelemesine gore projenin tamamlanma durumu, dagitima gegcme veya daha fazla yineleme
kararlar1 ve yeni veri madenciligi projeleri hazirlama kararlar1 alinmaktadir. Kararlari
etkileyen kalan kaynaklar1 ve biit¢e analizlerini icermektedir.

Olast eylemlerin listesi: Olumlu ve olumsuz tiim nedenleriyle beraber gerceklesmesi
olasi faaliyetlerin, tiim se¢enekler i¢in listelendigi ¢iktidir.

Karar: Kararlar ve nasil gerceklestirileceklerinin dayanaklari ile birlikte tanimlandigi

ciktidir (Chapman vd., 2000: 31).

2.4.6. Uygulama
CRISP-DM’in altinct adimi olan “Uygulama” asamasinda Sekil 2.10°da gosterildigi
uygulamanin planlanmasi, izleme ve bakimin planlanmasi, sonu¢ raporunun iiretilmesi ve

projenin gozden gegirilmesi gorevleri yer almaktadir.

1-Isi Anlama ~ 2-Veriyi Anlama 3-Veriyi Hazirlama 4-Modelleme 5-Degerlendirme 6-Uygulama /

1.Uygulamanin Planlanmasi *i.Dagitim plani

2.Izleme ve Bakimim Planlanmas1 « i Izleme ve bakim plan

3.Sonug Raporunun Uretilmesi * i.Sonug raporu, ii.Son sunum

4. Projenin Gozden Gegirilmesi *i.Deneyim dokiimantasyonu

Sekil 2.10 CRISP-DM Altinc1 Basamak: Uygulama Gorev ve Ciktilar:

i. Uygulamanmin Planlanmas: Uygulamanin planlanmasi gorevinde degerlendirme
sonuclari alma ve bunlar isletmeye dagitmak icin bir dagitim stratejisi olusturulmaktadir.
[lgili modelleri olusturmak icin genel bir prosediir tanimlanmissa, bu prosediir daha sonra

devreye alinmak tizere burada belgelenmektedir.
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Dagitim plani: Gerekli adimlar ve bunlarin nasil gergeklestirilecegi de dahil olmak
iizere dagitim stratejisi bu ¢iktida 6zetlenmektedir (Chapman vd., 2000: 32).

ii. Izleme ve Bakimin Planlanmasi: Veri madenciligi ¢iktilarinin, isletmenin giinlitk
faaliyetlerinde kullanilmaya bagslanmasi ile izleme ve bakimin planlanmasi 6nemli bir gérev
haline gelmektedir. Bakim stratejisinin kapsamli bir sekilde hazirlanmasi, veri madenciligi
ciktilarinin uzun siireler kullanilabilmesini saglamakta ve hatali kullanimlar1 Onlemeye
yardimci olmaktadir. Veri madenciligi sonuglarinin dagitimini izlemek i¢in projenin izleme
stirecine iligskin ayrintili bir plana ihtiya¢ duyulmaktadir.

Izleme ve bakim plani: 1zleme ve bakim stratejisindeki gerekli olan adimlar1 ve bu
adimlarin nasil gergeklestirilecegini 6zetleyen ¢iktidir.

iii. Sonu¢ Raporunun Uretilmesi: Proje lideri ve ekibi, proje sonunda dagitim planina
bagli olarak projenin ve deneyimlerinin Ozeti olan veya veri madenciligi sonuglarinin
kapsamli bir sunumu olan nihai bir sonug raporu hazirlamaktadir.

Sonug¢ raporu: Veri madenciligi siirecindeki tiim asamalarda yer alan c¢iktilarin
timiiniin icerildigi ve sonug¢larinin 6zetlendigi, kisaca, veri madenciligi sézlesmesinin nihai
raporunun yer aldigi ¢iktidir.

Son sunum: Projenin sonunda veri madenciligi projesinin sahibi olan miisteriye proje
sonuclarinin sozel olarak sunuldugu bir toplant1 bu ¢iktida yapilmaktadir (Chapman vd.,
2000: 33).

iv. Projenin Gozden Gegirilmesi

Projenin gdzden gecirilmesi gorevinde, projede iyi ve kotii giden noktalarn, iyi
yapilan ve iyilestirmesi gereken noktalarin degerlendirilmesi yapilmaktadir.

Deneyim dokiimantasyonu: Benzer durumlarda kullanilmak iizere, en uygun veri
madenciligi tekniklerini se¢gmeye yonelik ipuglari, tuzaklar ve yaniltic1 yaklagimlar bu ¢iktida

yer almaktadir (Chapman vd., 2000: 34).



45

UCUNCU BOLUM
VERI MADENCILIGIi SINIFLANDIRMA YONTEMLERI

Siniflandirma, veri madenciligi c¢aligmalarinda siklikla karsilasilan uygulamalar
arasinda yer almaktadir. Smiflandirma yontemlerinde, veri tabaninda kayit altinda tutulan
veriler dnceden belirlenmis bir sinif ya da kategori altinda toplanmaktadir (Refaat, 2007: 7-8).
Siiflandirma, nesnelerin karsilikli olarak birbirlerini digta tutan simiflara ayrilmasini,
nesnelerin sadece bir sinif altinda yer alabilecegini 6ngoren bir analiz bigimidir. Siniflandirma
temel olarak etiketlenmemis bir veri drnegine ait sinifin tahmin edilmesine yonelik analizi
ifade etmektedir (Zaki, 2014: 467). Bir iirlini alan ya da almayan miisteriler, 6grencilerin
basarili ya da basarisiz olarak siiflandirmalari, bir bolgedeki yagis beklentisinin diisiik, orta
ve yiiksek bicimde siniflandirilmasi, belirli bir hastaliga yakalanma riskleri diisiik, orta ve
yiiksek diizeyde olan bireyler siniflandirmaya 6rnek olarak verilmektedir (Bramer, 2020: 21).
Smiflandirma analizi, makine 6grenme kuramlari arasinda denetimli 6grenme (supervised
learning) yontemleri arasinda yer almaktadir. Veri madenciligi siirecinde siniflandirma biiyiik

miktarda veriden yararl verilerin ortaya ¢ikarilmasi anlaminda 6nemli islevler gormektedir.

3.1. Veri Madenciligi Siniflandirma Yontemleri
Arastirmanin bu boliimiinde veri madenciligi siniflandirma islemlerinde kullanilan
popliler yontemler ve siiflandirma performanslarini karsilastirmada kullanilan degerlendirme

metrikleri agiklanmistir.

3.1.1. ZeroR

Veri madenciligi siniflandirma algoritmalari arasinda en basit ve temel algoritmadir.
ZeroR (Zero Rule), bir simiflandirma probleminde veri setinde ¢ogunluga sahip sinifi goz
onilinde bulundurarak smiflandirma yapmaktadir (Arvanitakis vd., 2019: 43). ZeroR caligsma
mantigini drnek ile ifade etmek gerekirse; rezervasyon bagvurusunda bulunmus 100 kisiden,
70 kisinin “rezervasyonunu iptal etmeyen”, medeni halinin “evli” ve tedavi masraflarinin
“200.000TL ve tizeri” oldugu, geri kalan 30 kisinin ise medeni durumunun “bekar” ve tedavi
masraflarinin “200.000 TL’den az” oldugu kabul edilsin. Birinci grupta yer alan evli ve tedavi
tutar1 yiiksek olanlarin, yapmis olduklar1 rezervasyonlar iptal etmedikleri, diger grubun ise
rezervasyonlar: iptal ettikleri varsayilsin. Yeni rezervasyon yapacak bir kisinin medeni
durumu bekar, tedavi tutarinin ise 100.000 TL oldugu 6rnekte, bu rezervasyonun ikinci gruba,

yani “rezervasyon iptal” seklinde smiflandirilmasini = belirtmesine ragmen, ZeroR
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siniflandirmasi farkli olmaktadir. Toplam 100 kisilik veri setinde ¢ogunluga sahip sinifin, 65
kisi ile rezervasyonu iptal etmeyecek sinif oldugu goz oniinde bulunduruldugunda, ZeroR
algoritmas1 yeni gelen rezervasyonu, medeni hali ve tedavi tutarini dikkate alinmaksizin
“rezervasyonunu iptal etmeyecek” kisi olarak degerlendirecektir. Bu durum ZeroR’in
siniflandirma yaparken verilerin sahip oldugu 6zelliklere ve karmasik ¢ikarimlara bakmadan
baskin sinifi dikkate alarak tahmin giicii bulunmadan siniflandirma yaptigin1 géstermektedir
(Lavesson vd., 2011: 296).

ZeroR algoritmast ¢alisma prensibi goz onilinde bulunduruldugu zaman ilk agamada
anlamsiz gelmesine ragmen, ZeroR siniflandirma basarimi, diger algoritma performanslarini
degerlendirmede referans olarak kabul edilmektedir (Cotha ve Sokolova, 2015: 42). Diger
smiflandirma algoritmalarinin, tahmin giicii bulunmayan ve basit bir mantik ile ¢alisan ZeroR
algoritmasindan daha iyi bir siniflandirma basarisi elde etmeleri gerekmektedir (Hussain vd.,
2013: 263). ZeroR, bir algoritmanin ne derece basarili veya siradan bir siniflandirma basarist

ortaya koyabildigini net bir sekilde gostermektedir (Murgia vd., 2018: 545).

3.1.2. Naive Bayes

Bayes Kurami, Ingiliz matematik¢i ve rahip Thomas Bayes’in (1702-1761) felsefi
ogelerin de yer aldig1 “Sans Doktrinindeki Bir Sorunu Cézmeye Yonelik Bir Deneme” isimli
eserinde aciklanmis, Fransiz matematik¢i Pierre-Simon Laplace (1749-1827) tarafindan
cagdas sekline kavusturulmustur. 1930’11 yillarda 6znel ve bilim dis1 olarak damgalanan
kuramin, II. Diinya Savagi sirasinda Alan Turing ve Jack Good’un Almanlarin meshur sifre
makinesi Enigma’y1 ¢6zmekte kullanmasi tekrar popiiler hale gelmesini saglamistir (Akpinar,
2017:237).

Naive Bayes (NB) simiflandiricisi, veri drneklerinin etiketlerine gore gruplandirilmasi
gereken siift belirlerken 6zellikler arasinda bir bagimlilik olmadig1 varsayimina dayandigi
icin "naive" (saf) olarak adlandirilir. Veri orneklerinin etiketlerine gore gruplandiriimasi
gerektigi siniflandirma problemlerinde olasilik hesaplamasi yaptigr icin Bayes teoremine
dayanmaktadir. Bayes teoremi veri setinin belirli bir smifa ait oldugu varsayimina
dayanmakta olup hipotezin dogru olma olasilifi hesaplanmaktadir (Bhatia, 2019: 110;
Bramer, 2020: 22).

Siniflandirma iglemini yapabilen Bayes teoremi, olasilik hesaplamada ¢ok dnemli bir
konuma sahiptir (Ozkan, 2016: 156). Matematiksel olarak kosullu olasiliklara dayanmaktadir.

Belirli Ozniteliklere sahip yeni bir 6rnek verildiginde, NB algoritmasi, verilen Ornegin
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Ozniteliklerini temel alarak her bir sinifin ortaya ¢ikma olasiligini tahmin etmektedir (Zhou,
2020: 109).

NB simiflandirma asamasinda sinif degerlerine karar verirken, eldeki veri kiimesindeki
nitelik vektoriinlin her bir niteligini, sinif niteliginde hangi deger olacagina bir kanit olarak
kabul etmekte ve simif degerinin hangi olasilikla hangi deger olacagini, diger bir ifadeyle
kosullu olasiliklar1 hesaplamaktadir. Bu nedenle Bayes siiflandiricilarda siniflara atanmis
olasilik degerleri vardir (Kose, 2018: 248). Bayesci yontemler tahmin icin dikkate alinmasi
gereken diisiik etkiye sahip 6zellikleri de kullanmaktadir. Goreceli olarak kiiciik katkilar1 olan
cok sayida 6zelligin bir arada kullanilmasinin giiglii siniflandiricilar olusturacagi varsayimina
dayanmaktadir (Albon, 2018: 279).

P(B|A)P(A)

P(AIB) = =5

(1)

Denklem (1)’de verilen Bayes teoremi igin;
= P(A|B): B olaymnin ger¢eklesmesi durumunda A olaymin gergeklesme olasiligini,
= P(B|A): B olaymin ger¢eklesmesi durumunda A olaymin gergeklesme olasiligini,
= P(A): A olayna iligkin 6n olasilik degerini ve
» P(B): B olayina iligkin 6n olasilik degerini

ifade etmektedir (Oguzlar ve Kizilkaya, 2019: 45).

Bayes smiflandiricilar  teshis sorunlarinda etkili sonuglar iretebilmektedir.
Siniflandirma problemleri icerisinde gosterilen belirsizlik ve giiriilti durumlarinda oldukga
etkili bir yapiya sahiptir. Basitlik ifadesine karsin ¢alismalar karmasik tiimevarim algoritmasi
ile rekabet¢i oldugunu gdstermektedir (John ve Langley, 1995: 338).

NB algoritmasmin kullaniminda dikkat edilmesi gereken durumlar bulunmaktadir.
Birincisi, Naive Bayes siniflandirict saglikli sonuglar elde edebilmek i¢in ¢ok sayida kayda
ihtiyag duymaktadir. Ikincisi, egitim verisi iginde, 6zellikle nem arz eden agiklayici sinifa ait
kay1t olmadig1 durumda, bu sinifa ait 6nceki verilerden yola ¢ikarak yeni bir kayit karsisinda
hedef degisken tizerinde sifir olasili§1 oldugu varsayilacaktir (Shmueli vd., 2016: 182). Bayes
siniflandiricisinin olumlu ve olumsuz yanlar1 bulunmaktadir (Kose, 2018: 246-250).

Olumlu ozellikler: Naive Bayes simiflandiricisinin avantaji; sadeligi, hesaplama
etkinligi, siniflandirmadaki iyi performansi ve kategorik degiskenleri dogrudan isleme
yetenegidir. Aslinda, bagimsiz degiskenlerin altinda yatan varsayim dogruluktan uzak olsa
bile, cogunlukla daha karmasik siniflandiricilardan daha iyi performans gostermektedir. Bu
ustiinliik, 6zellikle agiklayict sayist ¢ok fazla oldugunda belirgindir. Model olusturulduktan

sonra ¢alisma hizinin yiiksek olmasi gercek zaman serilerinde kullanim1 kolaylastirmaktadir.
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Veri seti ¢esitliliginin yiiksek oldugu yani ¢oklu siniflandirma olan veriler iizerinde etkilidir.
Veri setindeki degiskenlerin birbiriyle olan bagimlilik diizeyi diisiikse diger yontemlere gore
daha basarili sonuclar iiretmektedir. Sayisal degiskenlere goére kategorik olanlar daha
basarilidir. Basit bir tasarimi olmasina ragmen gelismis performans yapisi ile cok yaygin bir
kullanima  sahiptir.  Siniflandirma  algoritmalarint ~ kullanan  aragtirmalarda  Bayes
smiflandiricilar performans bakimindan YSA ve karar agaci algoritmasi ile kiyaslanmaktadir.
Bayes siniflandiricilar biiyiik veri ile ¢alisirken dogruluk ve yiiksek hiz gostermektedir (Han
vd., 2012: 350). Naive Bayes smiflandiricisi, pratik uygulamalarda sasirtict bir sekilde iyi
performans sergilemektedir (Dangeti, 2017: 203).

Olumsuz  Ozellikleri: Naive Bayes algoritmasinin  bazi  dezavantajlari  da
bulunmaktadir. Veri 6rneklerinde bulunan 6zellikler arasindaki iliskileri 6nemsemeyen yapisi
nedeniyle algoritmanin performans: diger algoritmalara gore diisiik olabilmektedir. Veri
orneklerinin etiketlerine gore gruplandirilmas: gereken sinifin ¢ok fazla gesitlilik gdstermesi
durumunda algoritmanin dogruluk oran1 diisebilmektedir. Veri setlerinde yer alan
degiskenlerin birbiriyle olan bagimlilik diizeyleri gercek hayatta ¢ok yiiksek olmasina ragmen
Naive Bayes, degiskenlerin birbirinden bagimsiz oldugu varsaymaktadir (Kose, 2018: 246-
250). Olasiliklar g6z 6niinde bulundurularak model olusturuldugu i¢in egitim veri setinde yer
almayan bir kategorik deger sifir olasilikla tanimlanmaktadir. Bayes siniflandiricilarda sifir
deger sorunu olarak anilan, olasiliklardan birinin sifir olmasi durumunda, ¢arpimda bulunan
diger tiim olasiliklarin etkilerini yok ettigi ve sonucun anlamini yitirdigi bir sorun soz
konusudur. “Laplacian diizeltme” ya da “Laplace tahmini” olarak adlandirilan teknikten
yararlanarak bu sorunun ¢oziimiine gidilmektedir (Ozkan, 2016: 163-164). Naive Bayes

algoritmasi siirekli veriler ile ¢alismagi icin siirekli veriler kategorik veriye doniistiiriilmelidir.

3.1.3. K-En Yakin Komsu

En yakin komsu algoritmasit (KNN — k Nearest Neighbour) 1951 yilinda Hodges ve
Fix tarafindan parametrik olmayan yontem olarak tanitilmistir (Silverman ve Jones, 1989:
233). KNN, makine 6grenmesi algoritmalar1 igerisinde en basit siniflandirma ydntemlerinden
birisidir (Akpinar, 2017: 274). Cover ve Hart (1967) tarafindan gelistirilen KNN, biiytik
egitim veri setlerinde yogun kaynak gerektirmesi nedeniyle bilgisayarlarin hesaplama
giiciinde gelisme kaydedilene kadar yaygin bir kullanima sahip olamamistir. Gilinlimiize kadar
orlinti tanima alaninda yaygin olarak kullanilmaktadir (Han vd., 2012: 423). KNN,
simiflandirma yapilmamis 6rnegi, kendisine en yakin karakteristige sahip sinifa atamaktadir

(Gaganis vd., 2007: 30). Yeni veri setlerini daha 6nce depolanmis egitim veri setleri ile
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kiyaslayarak en benzer kayitlara gore smiflandirma yapan Ornek tabanli bir 6grenme
algoritmasidir (Larose, 2005: 96). Algoritma etkinligi agisindan siniflandirmada aktif rol alan
k degeri, komsularin sayisin1 ifade etmektedir (Akpinar, 2017: 274). KNN, test verilerinin
hangi smifta yer alacagina karar verirken, dnceden siniflandirilmis verilerden k tanesinin
yakinligina bakarak karar vermektedir. K degeri, smiflandirma modelinin test veri seti
iizerinde ne kadar iyi genelleme yapabileceginin en 6nemli gostergelerinden bir tanesidir
(Filiz ve Oz, 2017: 122). Algoritmanin basarili bir sekilde ¢alismasi, k parametresine uygun
bir degerin belirlenmesine baghidir (Balaban ve Kartal, 2015: 61). K degeri pozitif bir tamsay1
olup, genellikle kii¢iik ve tek say1 degerleri almaktadir. Algoritma calisirken k degeri ilk basta
secilmektedir. Yiiksek secilen k degeri benzerlik bulunmayan verilerin bir arada
toplanmasina, diisiik secilen k degeri ise aymi smifta yer almasi gereken verilerin farkl
siniflara atanmasia yol agmaktadir (Khan vd., 2001: 3). Ideal k degeri iki u¢ nokta arasinda
bulunmaktadir (Bishop, 2006: 125). K degerinin tek say1 olarak atanmasinda biiylik fayda
bulunmaktadir (Ledolter, 2013: 117). Ornegin, k degerinin ¢ift deger olarak belirlendigi
durumda ve en yakin komsularindan yarisinin A sinifina, diger yarisinin ise B smifina dahil
olmas1 durumunda, KNN siniflandirma yapamamaktadir (Lantz, 2013: 72).

Analiz asamasinda egitim veri setinin modele dnceden sunulmasindan dolayr KNN
yontemi bellek temelli smiflandirma (Memory-based Classification) yontemi olarak da
isimlendirilmektedir. KNN tekniginde tiim ornekler test ve egitim veri seti olmak iizere iki
gruba ayrilmaktadir. Egitim veri setindeki bir 6rnegin, test veri setindeki bir drnege uzaklig
hesaplanmakta ve en kisa uzaklik, en yakin komsu olarak siniflandirilmaktadir (Cunningham
ve Delany, 2020: 1; Jabbar vd., 2013: 86; Khamis, vd., 2014: 122). NB yontemine gore daha
basit bir siniflandirict olan KNN, siniflandirmay1 gergeklestirme siirecinde ihtiya¢ duydugu
tek unsur, gozlem ciftleri arasindaki mesafedir. En yakin mesafede olan veri setleri ayni
smiflarda yer almaktadir (Oguzlar ve Kizilkaya, 2019: 47). Bu sebeple en basit makine
ogrenme algoritmasi olarak kabul edilmektedir (Cemaloglu ve Duykuluoglu, 2020: 483-484).

KNN, egitim verilerini 0grenme yerine ezberlemekte ve bundan dolayr tembel
ogrenme algoritmasi olarak degerlendirilmektedir. Tembel 6grenme algoritmalarinda egitim
asamas1 daha hizli tamamlanmasina ragmen test verilerinin siniflandirildig1 tahmin agamasi
daha uzun stirmektedir (Boschetti ve Massaron, 2016: 209-210). Tembel 6grenme algoritmast
diger 6grenme algoritmalari gibi bir model olusturmamaktadir. Egitim verileri {izerinden bir
ogrenme gerceklesmedigi ve bir parametre Ogrenimi olmadigi i¢in simiflandirma

algoritmasinin veriyi nasil siniflandirdiginin anlagilmasi zorlagmaktadir (Lantz, 2013: 75).
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KNN, iki 6rnek arasinda yer alan uzakligi hesaplamak i¢in bir uzaklik fonksiyonu
kullanmaktadir (Murphy, 2012: 17). Iki nesne arasindaki uzaklik degeri ne kadar kiigiik ise,
iki nesne arasindaki benzerlik o 6l¢iide biiyiik olmaktadir (Akpinar, 2017: 177). Sik kullanilan

uzaklik 6l¢gme yaklagimlar: Tablo 3.1°de verilmistir.

Tablo 3.1 Ornekler Arasi Uzakhk Tamimlama Yaklasimlar

Uzakhk Yontemi Formiil

m e
Dxy) = (Zm - yir)
i=1

Minkowsky

Manhattan UG
D@xy) = ) 5 =il
i=1
Chebychev D(x,y) = max;Z|x; — yil
Euclidean m Y,
D(xy) = (Zixi - yl-|2>
i=1
Camberra = [
Dxy) = % = yil
L |x; + yil
=1
Kendall’s Rank Correlation 2 m i
D(x,y) =1- mz: Z sign(x; — x;)sign(y; — y;)
i=j j=

Kaynak: Kotsiantis, 2007: 259

KNN uzakligi hesaplamak i¢in, genel olarak 6klid mesafesi kullanilmaktadir (Murphy,
2012: 17-18). Oklid mesafesi kus bakisi olacak sekilde en kisa rota olarak da
tanimlanmaktadir. Yiiksek degerlere sahip 6zellikler, diger 6zellik degerlerine goére uzaklik
hesaplamasinda agir  basmaktadir.  Ozelliklerin ~ yeniden 6lceklendirilerek  uzaklik
hesaplamalarinin daha dengeli ve etkin yapilmasi saglanmaktadir. KNN oOncesi, ozellikler
genellikle standart bir deger aralifina doniistiiriilmektedir (Ledolter, 2013: 116). Yeniden
olgeklendirme igleminde kullanilan ve 6zelliklere ait tiim degerlerin 0-1 arali§ina indirgendigi
min-maks normalizasyon hesaplamasi Denklem (2)’de verilmistir (Berry ve Linoff, 2004:

275).

¥ B X — min(X) 5
Yeni = max(X) — min(X) @

Yaygin olarak kullanilan diger bir doniistiirme islemi ise Denklem (3)’ de verilen z-

skor standardizasyonudur (Lantz, 2013: 73).
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Algoritma Adimlari: KNN algoritmasi adimlari, gézlem degerleri igeren bir kiime i¢in
asagida verilmistir (Ozkan, 2016: 142):
i. K parametresi tespiti.
ii. Smiflandirma yapilmak istenilen noktanin, en yakin komsulari arasinda bulunan
mesafenin ayr1 ayr1 hesaplanmas.
iii. Hesaplanmis mesafelere gore satirlarin siralanmasi ve en kiigiik degere sahip olan k
sec¢imi.
iv. Secili satirlarin siniflarinin tespiti ve en ¢ok tekrarlanan kategorinin tespiti.
v. Secilen kategorinin, tahmin edilmek istenen degerin sinifi olarak kabul edilmesi.

Olumlu Yonleri: KNN algoritmasinda hesaplamalar basit ve egitim hizlidir. Egitim
verisinin giiriiltili oldugu durumlarda bile algoritma verimli ve diren¢lidir (Balaban ve
Kartal, 2015: 60). Veri setinde yer alan 6zelliklerin karmagik iliski icinde oldugu ve hedef
smif sayisinin fazla oldugu uygulamalarda KNN kullanilabilmektedir (Lantz, 2013: 66).
Siniflandirma problemlerinde egrinin fonksiyonunun belirlenmedigi ve lineer ayrilmadigi
siniflarda basarili sonuglar elde etmektedir (Zaccone, 2016: 81).

Olumsuz Yonleri: Veri kiimesinin biiyiik oldugu durumlarda algoritmanin performansi
diismektedir. Siniflandirilmak istenilen gruplarin net bir ayrim gostermedigi durumlarda KNN
algoritmast uygun olmamaktadir (Lantz, 2013: 66). KNN algoritmasinin kullanilacagi
durumlar belirli bir veri kiimesine 6zel olarak degerlendirilmelidir. KNN algoritmasinin, k
komsu sayis1 parametresine bagli olmasi, biiyiik miktarda bellek gereksinimi ve ilgisiz
nitelikler ile hataya kolay diisebilmesi, olumsuz yonleri olarak sayilmaktadir (Balaban ve

Kartal, 2015: 60).

3.1.4. Destek Vektor Makineleri

Destek Vektor Makineleri (DVM) algoritmasinin temeli Vapnik-Chervonenkis
teorisine dayanmakta olup, Boser, Guyon ve Vapnik tarafindan 1992 yilinda gelistirilmistir
(Akpmar, 2017: 291). DVM, istatistiksel Ogrenme teorisi baglaminda gelistirilen bir
yontemdir (Vercellis, 2008: 262). Bu sebeple kontrollii siniflandirma algoritmasi olarak da
tanimlanmaktadir. Baglangicta dogrusal verilerin iki sinifli gruplandirilmasi i¢in kullanilirken
zaman igerisinde ¢ok smifli ve dogrusal olmayan verilerin siniflandirilmasinda kullanilmaya
baslanmistir (Cemaloglu ve Duykuluoglu, 2020: 475).

DVM, etikete sahip egitim verisinden girdi ve ¢ikt1 haritalama ¢iktilar1 olusturan
denetimli 6grenme yontemidir. DVM, genellestirilmis dogrusal modeller ailesine aittir. Tibbi

tan1 koyma, biyoinformatik, yiiz tanima, goriintii isleme vb. ¢ok sayida calisma alaninda
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tatmin edici performans sergilemektedir. DVM, karmasik sistemlerin ve siireclerin
modellenmesinde iyi sonuglar liretmektedir (Dangeti, 2017: 220; Huang vd., 2006: 209).
DVM ile yapilan cesitli aragtirmalar, yontemin diger algoritmalar gibi performans
sergiledigini ve ¢ok gii¢lii oldugunu gostermistir (Cristianini ve Taylor, 2000: 7).

DVM, smiflandirma yapilmak istenilen verileri kategorilere ayirmak i¢in ¢ok boyutlu
alanda asir1 diizlemler olusturabilmek i¢in haritalama yapmaktadir (Vajirakachorn ve
Chongwatpol, 2017: 81). Basit ve son derece etkili bir siniflandirma yéntemi olan DVM ile
dogrusal bir alanda bulunan iki grubu birbirinden ayirmak oldukca kolaydir. Harita lizerinde
yer alan iki bdlgenin en uygun sekilde ayrilabilmesi i¢in sinir ¢izgisinin en dogru yerden
¢izilmesi gerekmektedir. iki grup arasinda gizilen sinir, iki gruba da en uzak noktada yer
almakta olup DVM s6z konusu simnirin ¢izilmesinde kullanilmaktadir (Oguzlar ve Kizilkaya,
2019: 49-50).

Destek vektor makineleri terminolojisinde iki bolge arasindaki bogluklar “siniflar
arasindaki marj” olarak isimlendirilmektedir. DVM smniflandirma yaklagimi olarak
istatistiksel dagilimlarin tahmin edilmesi yerine maksimum marj1 aramaktadir (Melgani ve
Bruzzone, 2004). Veriler dogrusal bir sekilde ayrilabilecek sekilde dagilmadiklarindan onlari
diiz bir ¢izgiyle ayirmak ¢ok zordur. Bu kapsamda kullanilacak verileri siniflandirmak i¢in
farkl bir yontem kullanilarak, yeni degiskenler olusturulmaktadir. Boylelikle siniflar hiper bir
diizlemde dogrusal olarak ayrilabilmektedir (Williams, 2011: 293).

Girdi verilerinin dogrusal olarak siniflandirmaya miimkiin olmadigi durumlarda
dogrusal, radyal tabanli fonksiyon, sigmoid ve polinom c¢ekirdek islevleri kullanilarak
dontistimler gerceklestirilmekte ve girdi verileri daha ayrilabilir duruma gelmektedir (Siering
vd., 2018: 57; Vajirakachorn ve Chongwatpol, 2017: 81).

Algoritma Adimlari: Destek vektér makinalarina ait ¢aligma adimlari asagida
stralanmigtir (Hazim, 2018: 43).

i. Veri setinin yiiklenmesi.
ii. Ardisik islem farkhiliklari, islem smif ve zamanma gore verilerin yeniden
siralanmast.
iii. Her iglemin iki alanin vektorii oldugu veri formuna doniistiiriilmesi.
iv. Negatif ve pozitif islem gruplari1 olmak tizere iki ayr1 veri kiimesi olugturulmasi.
v. Cekirdek fonksiyon se¢imi.
vi. Destek vektor makinasinin egitilmesi
vii. Uygulama sonrasi siniflandirma performansinin kaydedilmesi.

viii. Mevcut islem degerlendirmesi.
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ix. Uygulamanin gegerli islem verileri i¢in birinci adimdan ii¢lincii adima kadar yeniden
baslatilmasi. Kaydedilmis siniflandirici ve iiretilen vektoriin yer degistirilmesi.
x. Elde edilen kararin kabul edilmesi.

DVM olumlu ve olumsuz yonleri agsagidaki gibidir.

Olumlu Yonleri: DVM kullanilarak karmasik veri setlerinde bulunan iliskiler ortaya
cikarilmakta ve c¢esitliligi yiiksek veri tipleri siniflandirilabilmektedir (Cemaloglu ve
Duykuluoglu, 2020: 476-477). DVM’nin en 6nemli katkisi, siniflandirma problemini kareli
optimizasyona sahip probleme doniistirmesidir. Bdoylelikle problem ¢ozme asamasinda
hesaplama karmasiklig1 ortadan kalkmakta ve daha hizli sonug elde edilmektedir (Osowski
vd., 2004: 149). DVM, dogrusal olmayan siniflandirmada yiliksek basartya ve giivenirlige,
sahip bir yontemdir (Akpinar, 2017: 291).

Olumsuz Yonleri: DVM’nin iki boyuta sahip smiflandirma problemleri igin
tasarlanmis olmasi ve daha fazla sinifa sahip tyeliklerin olasiliklarini modelleyememesi
olumsuz yoniidiir (Canty, 2014: 228). Karmasik ve zaman gerektiren hesaplamalar iceren
yapisindan dolay1 egitim ve test siirecinde hiz ve boyut smirlamasi bulunmaktadir. Veri
kiimesinin biiyiik ve veri Ornekleri arasindaki benzerliklerin 6nemli Olglide degisiklik
gostermedigi durumlarda DVM performanst diismektedir. DVM, genis ve kapsaml
gorevlerde karmasik bir algoritmik yaklasima ve genis bellek gereksinimine ihtiyag
duymaktadir. DVM’nin kategorik veri islenmesine yonelik smirlamasinin olmasi diger
olumsuz yonidiir. Tim olumsuz yonlerine ragmen, kuvvetli teorik temele dayanmasi ve
irettigi ¢oziimlerden dolay1 veri madenciliginde tercih edilen popiiler yontemler arasinda yer

almaktadir (Olson ve Delen, 2008: 122).

3.1.5. Lojistik Regresyon

Lojistik Regresyon (LR), bir hastaligin olugma ihtimali karsisinda uygulanacak tibbi
uygulamalarin baslangict i¢in 1944, 1953 ve 1955 yillarinda Berkson tarafindan
kullanilmistir. Finney (1972), LR analizinin probit analizine alternatif olarak kullanilmasini
onermistir. Truett, Cornfield, Kannel (1967) ve Halperin, Blackwelder, Verter (1971) ise LR
modelinin normallik varsayiminin saglanmadigi durumlar i¢in diskriminant analizine
alternatif olabilecegini 6ne siirmistiir. 1970’li yillarda, lojistik regresyon kullanilarak iistel
dagilim ailesinden poisson regresyonu ve genellestirilmis dogrusal modeller gelistirilmistir
(Nelder ve Wedderburn, 1972: 380).

Regresyon, bagimsiz degiskenler arasinda var olan fonksiyonel iliskileri arastirmak

icin kavramsal agidan basit bir analiz yontemidir (Balaban ve Kartal, 2015: 78). S6z edilen
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fonksiyonel iliski, bagimli degisken ile bir veya daha fazla belirleyici veya aciklayici
degiskeni, baglayici bir denklem veya bir model seklinde ifade etmektir (Chatterjee ve Hadi,
2012: 1). Regresyon kendi igerisinde ¢oklu regresyon, dogrusal regresyon, probit, LR vb.
cesitlere sahiptir. Regresyon modeline, bagimli degiskenin tiiriine gore karar verilmekte ve
hatali1 model se¢imi ¢iktilar1 yanls olmasina yol agmaktadir (Ar1 ve Onder, 2013: 168).
Bagimli ve bagimsiz degisken arasindaki iligkiyi inceleyen coklu regresyon analizinde,
degiskenlerin metrik 6zellikli olmas1 gerekmektedir. Bagimli degiskenin kategorik olmasi
durumunda ¢oklu regresyon analizi uygun olmamaktadir (Altunisik vd., 2012: 249).

Kategorik degiskenler, bir regresyonda bagimsiz degiskenler olarak kullanildiklarinda
etkileri kukla degiskenler tarafindan agiklanabilmesine ragmen bagimli degiskenler olarak
kullanildiklarinda 6zel bir degerlendirmeye ihtiyag duyulmaktadir. Siirekli bagiml
degiskenler i¢in tasarlanmis olan klasik regresyon modellerinde kategorik bagimli degiskenler
kullanildiklarinda, 6zellikle tahmin konusunda 6nemli sorunlar ortaya ¢ikmaktadir. Dogrusal
bir regresyon modelini kategorik bagimli degiskene uydurmaya calismak, tahminlerin bagimli
degisken icin makul araligin disinda kalmasina neden olmaktadir (Powers ve Xie, 1999: 37).
LR analizi, bagimli degiskenin iki kategorili veya ikiden fazla kategorili siralanabilir veya
siras1z olmasi durumlarinda uygulanabilmektedir (Balaban ve Kartal, 2015: 79).

Finansal basar1 veya basarisizliklar1  degerlendirmede, gerceklesme veya
gerceklesmeme durumlarinda, evet veya hayir cevaplarini kapsayan bagimli degiskenli
anketler gibi pek cok alanda ikili LR sik kullanilan bir modeldir (Ozdemir, 2004: 589; Budak
ve Erpolat, 2012: 26). Giiniimiizde LR, bilimin tiim alanlarinda yaygin olarak
kullanilmaktadir (Onder ve Cebeci, 2002: 106).

Bagimsiz ve bagimli degiskenler arasindaki iligkileri matematiksel olarak modelleyen
denetimli O6grenme yontemleri arasinda yer almaktadir (Hosmer vd., 2013: 1). Logit
modelinin katsay1 tahmininde, tahmincisi tutarli olan ve biiyiik 6rneklerde normal dagilim
gosteren “en ¢ok olabilirlik” yontemi kullanilmaktadir (Stock ve Watson, 2007: 398). En ¢ok
olabilirlik yaklasiminda, katsayilarin hesaplanmasi icin iteratif islemler ile katsayilarin en
olas1 degerleri aranmaktadir (Altunisik vd., 2012: 252). LR, odds oraninin logaritmasi olan
logit fonksiyonuna dayanmaktadir (Mert, 2016: 180).

LR denkleminin dogrusal olmamasindan dolayi, bagimsiz degiskenler ile bagimli
degisken arasindaki iliskinin dogrudan yorumlamasi zordur. Buna ragmen, lehine iistiinliik
(odss orani) kullanilarak, dolayli olarak yorumlanabilmektedir (Anderson vd., 2010: 688).
Odds orani, bir olayin meydana gelme olasihiginin (P;), meydana gelmeme olasiligina

(1 — P;) oram1 (P;/(1 — P;)) olarak tamimlanmaktadir (Mertler ve Reinhart, 2017: 308). Odds
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orani, beta katsayilarinin iistel degeri olup bagimsiz degiskende meydana gelen bir birimlik
degisimin bagimli degiskeni nasil etkiledigini ifade etmektedir. Odds orani, logaritmik
doniisiim gerektirmeyen ve bagimsiz degiskenin kategorik olmasi durumlarinda dahi
yorumlanmasi ¢ok kolaydir (Field, 2018: 1489). Odds orani, bagimsiz degiskendeki bir
birimlik artisin {stiinliik tizerindeki etkisini Olgmektedir (Anderson vd., 2010: 688).
Ustiinliikte alt smir olasilikta oldugu gibi sifir iken iist sinir s6z konusu degildir. Ustiinliigiin
dort olmasi, bir olayin meydana gelme olasiliginin, meydana gelmeme olasiligindan dort kat
daha fazla olmasi anlamima gelmektedir (Balaban ve Kartal, 2015: 80). LR modeli tek ve
birden fazla bagimsiz degisken icermesi durumunda sirasiyla Denklem (4) ve Denklem

(5)’teki gibi ifade edilmektedir. LR modelindeki tahmin edilen olasilik degerleri ise Denklem
(6)’daki gibi gosterilmektedir.

i

Logit(Y) =In 1-P, = by + b X; + ¢ (3)
Logit(Y) = In - == by + byXy + by X, + et bpXp e (4)
i
eb0+b1+Xi 1
(3)

T 1+ ebothitX; 1 4 g~ (otbitX)
LR, nitel bagimli degiskeni, bagimsiz degiskenlere gore bir logit degiskenine
doniistlirdiikten sonra maksimum olabilirlik tahmini uygulamaktadir. Bu sekilde, LR belirli
bir olaymn gergeklesme olasiligin1 tahmin etmektedir. Denklem (7), aciklayict degiskenlerin

bir fonksiyonu olarak dogrusal olarak degismektedir (Albon, 2018: 259).
log(odds) = log (%) =B + 1 X1 + B Xy + -+ BpXn (6)

BO: Sablt

P12,.n: Degiskenlere ait regresyon katsayilari

3.1.6. Karar Agaclan

Karar agaglar1 (DT) kullanarak, mevcut veri kiimesinden 6grenme yoluyla, karar verici
model olusturan algoritmalara karar agaci algoritmalar1 ismi verilmektedir (Kdse, 2018: 207).
DT “regresyon agaclar1” veya “smiflandirma agaclar1” olarak da adlandirilmaktadir
(Williams, 2011: 205). DT degiskenlerin se¢im teknigi olarak da kabul edilmektedir (Ripley,
2002: 36). Makine 0grenmesi algoritmalarinin ve veri madenciliginin yap1 taslar1 olan DT,
1980’lerde ilk gelistirildiklerinden giiniimiize kadar, makine Ogrenmelerine dayali veri

madenciligi modellemelerinin en 6nemli unsurlarindan biri durumuna gelmistir. Yaygin
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bicimde kullanilmalarmin en temel nedeni olarak; karar agaglarinda model kurulumunun
kolay olmasi, model ¢iktilarinin kolay yorumlanabilmesi, veri tabani sistemi ile kolay
entegrasyonu ve tatmin edici diizeyde giivenirlik saglamasidir (Erséz, 2019: 70). DT
modelinin olusturulmasinda alan bilgisi gerekliliginin olmamasi, gizli verileri isleyebilme
kabiliyeti ve adimlarin basit ve hizli olmasi da tercih edilmesini olumlu etkileyen faktorlerdir
(Patel vd., 2012: 8). DT tahmin ve siniflandirma islemleri i¢in kullanilmaktadir (Refaat, 2007:
21). Bircok veri madenciligi yontemi parametrik iken, karar agaglari kural tabanli bir
yontemdir (Zhou, 2020: 125). DT, c¢cok sayida vaka ve degisken iceren veri setlerine
uygulanabilen, aykir1 degerlere karsi son derece dayanikli, yogun hesaplama gerektiren ve
parametrik olmayan etkili bir veri madenciligi teknigidir (Steinberg ve Colla, 1995: 23-24).

DT olusturulmadan 6nce verinin siniflandirma i¢in uygunluk analizi yapilmalidir. DT
modeli olusturma siirecinde siniflandirilabilecek diizeyde ayiklanmis ve iyi tanimlanmis veri
olmasi, basit bir analiz ya da sorgulama yontemi ile ¢dziilemeyecek bir problemin olmasi gibi
belirli varsayimlarin karsilanmasi gerekmektedir (Patel vd., 2012: 8).

Kok

Bogum Bogum

Nihai Digtim Nihai Digiim

Kaynak: Williams, 2011: 206
Sekil 3.1 Temel Karar Agaci Yapisi

Temel bir karar agact 6rnegi Sekil 3.1°de gosterilmigtir (Williams, 2011: 206). Bir
karar agac1 kok veya kok bogumundaki bir merkez noktasi ile baglamaktadir (Han vd., 2012:
330). Karar agacinin en son elemani “yaprak”, en iist yapis1 “kok” ve bu elemanlar arasinda
kalan yapilar ise “dal” olarak isimlendirilmektedir. K6k bogumundan baslayan dallarda karar
bogumlart yer alir. Karar bogumlar1 kokten asagiya dogru bir yapida sonug degiskenine dogru
bir yol izlemektedir. Kok bogumlarindaki dallar sonuca ulagincaya kadar budaklanmaktadir
(Cemaloglu ve Duykuluoglu, 2020: 384). Karar agaclarinda hedef degiskenine iligkin nihai bir
karara varilmasi 6ngoriilmektedir. Bu baglamda kokten dallarla ayrilan karar bogumlari, nihai
degiskene ulasincaya kadar devam eder (Larose, 2005: 107). DT son asamasinda yer alan ve
smif etiketlerini ortaya koyan bogumlara nihai bogum veya u¢ bogum adi verilmektedir (Han
vd., 2012: 330). Karar agacinin son sekli Eger/Sonra/Baska (If/Then/Else) kural yapisina
cevrilmektedir (Bramer, 2020: 42; Refaat, 2007: 21).
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DT olusturma ydntemlerinin hedefi homojenlik elde etmektir. Homojenlik saglanana
kadar veri seti yinelemeli olarak boliinmektedir. DT modeli olusturmak icin; insa etme,
budama ve isleme adimlari olmak {izere ii¢ adim uygulanmaktadir. Insa etme adiminda,
egitim veri seti kullanilarak DT olusturulmaktadir. Sonuca ulasincaya kadar bolme islemi
devam etmektedir. Budama adimi, performansin diismesine neden olan bazi dallarin ve
diigiimlerin kaldirilmasini igermektedir. Isleme ise anlasilabilirligi arttirmak icin budama
isleminden gecen karar agacinin islenmesi asamasidir. DT algoritmalarinin biiyiik ¢cogunlugu
bu ii¢ adimi barindirmasina ragmen, bazi durumlarda ilk iki asama tek bir siiregte ele
alinmaktadir (Pujari, 2008: 160).

Tercih edilen algoritmaya gore DT sekil degistirdiginden ve farkli siniflandirma
sonucu verdiginden dolay1, karar agaci olusturulurken kullanilacak algoritma tercihi dnemlidir
(Silahtaroglu, 2013: 12). DT olusturmak icin CART, ID3, C4.5, SLIQ, SPRINT, CHAID ve
QUEST gibi bircok algoritma kullanilmaktadir (Bell ve Mgbemena, 2017: 202). Karar
diigiimlerinin etkinligini 6lgmek icin bir takim Olgme kriterleri kullanilmaktadir. DT
olusturulma sirasinda amag, her bir diigiimiin bir sonraki bolme noktasindaki (o diigiimdeki
Ozniteligin degeri) nesnelerin optimal safligin1 (homojenligini) elde etmektir (Gorunescu,
2011: 165). En ¢ok kullanilan ayirma indeksleri; Gini indeksi, entropi ve x2 (ki-kare) olarak
belirtilmektedir (Bramer, 2020).

Gini Indeksi: Gini indeksi, nesnelerin arasindaki esitlik veya esitsizlik seviyesini
olgmek i¢in kullanilir. Gini indeksi, 0-1 arasinda deger almaktadir. Gini indeksi bir diiglimde
“0” oldugunda tiim verilerin tek bir sinifta toplandigini, yani tek bir sinifin oldugu, “1”
oldugunda ise bir degiskendeki tiim degerlerin ayn1 oldugunu ifade etmektedir. Bu nedenle bir
Oznitelik Gini indeksi yliksek oldugunda daha fazla bilgi tasimaktadir (Bhatia, 2019: 90-91;
Bramer, 2020: 67).

Entropi (Entropy): Entropi, genel olarak, bir sistemdeki diizensizlik veya belirsizlik
miktarinin 6l¢iilmesidir. Siniflandirmada, bir bolim diisiik entropiye sahipse daha az
diizensizlik vardir. Bir boliim daha fazla diizensizlige sahipse daha yliksek entropi soz
konusudur (Zaki ve Meira, 2020: 479). Entropi, bir egitim kiimesinde birden fazla olasi
siniflandirmanin oldugu belirsizlik 6l¢iisiidiir (Bramer, 2020: 57).

Bilgi Kazanimi: Tahmin edilecek hedef degisken i¢in bir girdi niteliginin “iyiligini”
Olemektedir. En yiiksek bilgi kazanimina sahip olan 6zellik bir sonraki bolme islemi i¢in
secilen degisken olmaktadir. Bilgi kazanimi en biiyiik olan deger en kiiclik entropiye sahip

olan degerdir. Bir olayin sonucu kesinse, diger bir ifade ile bir olayin olasilig1 1 ise, bilgi
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kazanct 0°dir (en iyi degerdir). Boylece bu degisken, karar agacinin bir sonraki boliinme
noktast olmaktadir (Bhatia, 2019: 72).

Olumlu Yénleri: Karar agaclar1 ile basit ve anlagilabilir simiflandirma kurallari
olusturulabilir. Hem nicel ve siirekli hem de kategorik degiskenler iizerinde analiz ve
smiflandirma yapabilmektedir. DT, hangi niteligin siniflandirma i¢in en uygun bilgiler ortaya
koydugunu sunmaktadir (Pujari, 2008: 159). Diger istatistiksel yontemlerde oldugu gibi
ozellik puanlarinin dagilimina, 6zelliklerin birbirinden bagimsiz olmasina iliskin varsayimlar
DT’de yoktur. Farkli analiz yontemleri arsinda DT, istatistiksel yontemlere gore daha giiclii
bir analiz yontemi olarak kabul edilmektedir. Boliinme degerlerine iliskin hesaplamalar
gerceklestirildiginde DT olusturulmast oldukga kolay ve hizlidir (Kantardzic, 2011: 192).

Olumsuz Yonleri: Bazi DT’ler ikili deger alabilen hedef degiskenler ile analiz
yapabilmektedir. Baz1 DT ise, istege bagli olarak belirlenen siniflara kayit ya da gozlemleri
atayabilmektedir. Buna karsin her sinifa iligkin egitim veri setinde yer alan kayit ya da
gozlemler azaldigindan DT hataya agik hale gelmektedir. Bu durum ¢ok fazla diizeyi ya da alt
kategorisi bulunan agaclarda daha hizli gergeklesmektedir. DT olusturulma siireci
hesaplamalar agisindan ele alindiginda oldukg¢a yorucu bir siirectir. Her bir aday bdliinme
stirecindeki her bir ¢cogum i¢in en iyi boliinme degeri ya da indeksi hesaplanarak bdliinme
islemi gergeklestirilmektedir (Pujari, 2008: 159). DT, siirekli bir iyilestirme siirecinin temel
alinarak ornek verilerin yogunlastig1 siniflara atanarak boliinmenin gergeklestigi siniflandirma
araglaridir. lyi bir siniflandirici olusturmak igin gerekli egitim veri setinin sayisi, belirlenen alt
bolgelerin sayist ile dogru orantilidir. Karmasik smiflandirmalar daha fazla kural ile
aciklanmakta ve daha karmasik DT ile temsil edilmektedir. Bu durum daha iyi bir
smiflandirma elde etmek icin gerekli egitim veri setlerinin sayisini arttirmaktadir. Karar
kurallar1 dikey bir diizlemde ifade edilebilen verileri icermektedir. Karar kurallarinda
siiflandirma diizlemleri dikey degil de dogrusal ya da dogrusal olmayan bir nitelik tasirsa,
kural temelli bir modelleme igin sorun teskil edebilmektedir. Cok fazla siniflandirma kurali
mevut oldugunda, siniflandirma oldukga karmasik bir yapiya biirlinebilir ve bu durum hata

oranini ylikselten bir etmendir (Kantardzic, 2011:193).

3.1.7. Yapay Sinir Aglan

Yapay Sinir Aglar1 (YSA), noroloji uzmanlart McCulloch ve Pitts (1943) tarafindan
insan beyninin hesaplama yeteneginden yola ¢ikilarak gelistirilmistir (Geron, 2019: 278).
Insan sinir sisteminden ilham alinarak tasarlanan YSA, birbirine bagl yapay sinir

hiicrelerinden olusmaktadir. Biyolojik sinir hiicrelerine benzer bir yapida ¢alisan yapay sinir
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hiicreleri, girdi seklinde iletilen verileri degerlendirmekte ve bu girdileri ¢ikti ndronuna

iletmektedir.

3.1.7.1. Biyolojik Sinir Hiicresi

Insan beyninde gerceklesen; bilgileri hatirlama, diisiinerek karar verme ve gecmis
deneyimleri yeni eylemlere uygulama yeteneklerini saglayan yaklasik 100 milyar sinir hiicresi
(néron) bulunmaktadir. Her bir néron diger ndronlar ile 200 bin kadar farkli baglanti
kurabilmektedir. Insan beynindeki 6grenme, néronlar arasindaki bu baglantilar ile miimkiin
olabilmektedir. Noronlar, pek ¢ok alt sistem ve kontrol mekanizmasi bulunan karmasik bir

yaptya sahiptir (Cavusoglu, 2021: 50).

Sinaptik Bosluk

Dendrit Alici Noron
Sekil 3.2 Sinir Hiicresi Yapisi
Kaynak: (Ogiicii, 2006:22)

Sinir hiicreleri, Sekil 3.2°de gosterildigi gibi sinaps, akson, soma ve dendritlerden
meydana gelmektedir. Disaridan gelen sinyaller dendritlerden hiicrenin aksonuna dogru
karmasik islemler ve dogrusal olmayan bir bicimde iletilmektedir. Ulasan sinyaller baska sinir
hiicrelerine sinaps ile gonderilmektedir. Sinir hiicrelerinden gelen elektrokimyasal sinyali
somaya ulastiran pargalar dentrit olarak isimlendirilmektedir. Soma sinir hiicresinin govdesini
ifade etmekte olup alinan bilgilerin birlestirildigi, anlam kazandig, islendigi ve elde edilen
ciktilarin aksona iletildigi mikro islem pargalaridir. Aksonda ise sinir hiicrelerinin sagladigi
sinyalleri ¢ikt1 elemanlarina ve diger sinir hiicrelerine gonderen elemandir. Aksonun, diger
sinir hiicrelerinin dentritlerine baglanmasini saglayan birlesme noktalar1 sinapsler tarafindan
saglanmaktadir (Oztemel, 2006: 47). Alic1 hiicrenin gdvdesi icindeki elektrik potansiyelini
yiikseltme ve azaltma ile etki saglanmakta olup, potansiyel bir esige ulagtiginda aksona bir

titresim gonderilerek hiicre ateslenmektedir (Abraham, 2005: 901).
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3.1.7.2. Yapay Sinir Hiicresi Yapisi

Yapay sinir aglar1 gercek sinir hiicre yapisinin basitlestirilmis halini sunmaktadir.
Gergek noronlarda oldugu gibi yapay sinir aglart modelinde girdi kismi, hiicre gdvdesi
toplama ve transfer fonksiyonlarini iceren hiicre govdesi ve diger yapay noronlara baglanan
cikis dizini bulunmaktadir (Pujari, 2008: 203-204). YSA’nin en temel elamani olan yapay
sinir hiicresinin yapis1 Sekil 3.3’te yer almaktadir. Cevre ve diger sinir aglarindan alinan
girdiler agirliklarla c¢arpildiktan sonra ilgili ndronun toplama fonksiyonu kullanilarak
toplandiktan sonra transfer fonksiyonuna iletilmektedir. Ayrica her bir sinir hiicresine bias ad1
verilen esik deger eklenerek transfer fonksiyonuna gelen girdilerde kayip olmamasi

saglanmaktadir.

X3 —w,

X2 w, y

Xn — W,

Girisler Agirliklar Toplam  Transfer fonk. Cikis

Sekil 3.3 Yapay Sinir Hiicresi Yapisi

Kaynak: (Bilgi¢ vd., 2016:10)
m

yk) =F (z w; (k) * x;(k) + b) (7)
i=0

X;(k): k ayrik zamandaki girdi degeri
w;(k): ayrik zamanda agirlik degeri
b:yanhlik
F: transfer fonksiyonu
y(k): ayrik zamandaki ¢ikis degeri

Yapay sinir hiicresi modeline ait Denklem (8)’de verilmis olup, modeldeki en biiyiik
bilinmeyen degisken transfer fonksiyonudur. Transfer fonksiyonu yapay sinir hiicresinin
ozelliklerini tanimlayan bir matematiksel fonksiyondur. Bu fonksiyon yapay sinir agini
cozmesi gereken problemin dogrusal, dogrusal olmayan veya adim islevine bagli olmaktadir.
Adim islevinin yalnizca iki olasi ¢ikis degeri bulunmaktadir. Burada giris degeri belirli bir

esigi karsilarsa c¢ikis degeri tek bir degerle sonuglanir ancak ¢ikis degeri belirli bir esigi
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karsilamazsa farkli bir ¢ikis degeriyle sonuglanmaktadir. Bu durum Denklem (9) ile ifade
edilmektedir (Suzuki, 2011: 6).

,wix; = esikdeg
_{1 wW;x; esikdeger )

“ 0 ,w;x; < esikdeger
Yapay noronlarda kullanilan transfer fonksiyonu yapay sinir aginin son katmaninda
bulunmakta, yapay noéron algilayicis1 olarak isimlendirilmekte ve ¢ok katmanli algilayici
siniflandirma problemlerini ¢d6zmek i¢in kullanilmaktadir. Fonksiyonun dogrusal olmasi
durumunda yapay noron, agirlikli girdi ve yanliligin toplami {izerinde basit dogrusal bir
doniisim uygulanir. Dogrusal olmayan bir fonksiyon tercih edildiginde ise en yaygin
kullanilan sigmoid fonksiyonudur (Suzuki, 2011: 6).

YSA’da 6grenme Ornek verilerin aga sunulmasi ile gergeklestirilmektedir. En iyi YSA
ogrenmesi i¢in en dogru YSA modeli, agin topolojisi, toplama fonksiyonu, aktivasyon
fonksiyonu, 6grenme stratejisi ve 6grenme kurali se¢ilmelidir. YSA katman sayilarina (tek
katmanli ve ¢ok katmanli), 6grenme stratejilerine (6gretmenli, 6gretmensiz ve destekleyici) ve
yapay sinir hiicreleri arasindaki baglanti yapilarina (ileri beslemeli ve geri beslemeli) gore

siniflandirilmaktadir (Hamzagebi, 2011: 19).

3.1.7.3. Yapay Sinir Ag1 Genel Yapisi

YSA katman sayisini, ¢oziilmeye caligilan problemin yapisi ve karmasiklik diizeyi
belirlemektedir. YSA tek katmanli veya ¢ok katmanli yapiya sahip olmakla birlikte genellikle
yapay sinir aglari ile ¢Ozlilmek istenilen problemler ¢ok katmanli sinir aglarin

kullanilmasini gerektiren yapidadir.

3.1.7.3.1. Tek Katmanh Yapay Sinir Aglar
Tek katmanli YSA girdi ve ¢iktt katmani olmak iizere iki katmandan meydana
gelmektedir. Tek katmanli yapay sinir aglarindan ara veya gizli katman bulunmamaktadir.

Sekil 3.4’te tek katmanli YSA 6rnek verilmistir.

Sekil 3.4 Tek Katmanh YSA
Kaynak: (WikiMedia Commons, 2023)
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Tek katmanli YSA dogrusal problem ¢oziimlerinde basart gosterirken, dogrusal
olmayan problemlerin ¢oziimlerinde ise yeterli bulunmamaktadir (Duman, 2016: 26). Basit
siiflandirma problemlerinin ¢6ziimiinde tek katmanli yapay sinir aglar ile etkili sonuclar
alinabilmektedir. Tek katmanli yapay sinir aglan ile ¢oziilemeyecek diizeyde karmasik

problemlerle karsilasilmas1 durumunda ise ¢ok katmali yapay sinir aglari tercih edilmektedir.

3.1.7.3.2. Cok Katmanh Yapay Sinir Ag1 Genel Yapisi

YSA, paralel calisgan ve birbirlerine hiyerarsik bagli yapay sinir hiicrelerinden
olugmaktadir. Sinir agimin en temel gorevi, girdi setine karsi ¢ikti seti belirlemektir. Bu gorev
icin veri ornekleri kullamlarak egitilmekte ve genelleme yetenegine ulastirilmaktadir. Iki
katmanli yapay sinir aglari ile ¢ozlilemeyen problemlerde giris, ¢ikis katmanlarina ek olarak
agin karmagikligin1 ve depolama kapasitesini arttiran katman eklenmektedir.

YSA; girdi, ara ve ¢ikt1 katmanlarinin paralel olarak bir araya gelmesi ile olusmustur.
Girdi katmani, disaridan alinan verileri ara katmanlara transfer etmektedir. Ara katmanlar,
girdi katmanindan gelen verileri isleyerek ¢ikti katmanina gondermektedir. Cikti katmani, ara
katmandan gelen verileri isleyerek girdi setine uygun ¢ikt1 iiretmektedir. YSA, Sekil 3.5’te

gosterildigi gibi yalnizca kendinden 6nceki katmandan giris almaktadir.

GIRDI GizLi CIKTI
KATMANI KATMAN KATMANI

N N7 N

Sekil 3.5 Cok Katmanh YSA
Kaynak: (Akkaya vd., 2009: 193)

Cok katmanlt YSA; birlestirme, aktivasyon, hata fonksiyonlar1 ve 6grenme algoritmast
gibi temel bilesenlerden olugsmaktadir. Aktivasyon fonksiyonu, aga girdi olarak alinan, agda
stirekli olarak ileriye doniik bir yapida ilerleyen ve c¢ikti katmaninda {irline doniisen
fonksiyonlar1 ifade etmektedir. Bu fonksiyonun ana islevi hiicreye gelen girdiyi islemek ve bu

girdiye karsilik ortaya koyacagi ¢iktiya karar vermektir. Aktivasyon fonksiyonunu sekilde
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adlandirilmasi, ¢ikt1 verebilmesi i¢in gegtigi her sinir hiicresi i¢in sinyalin dl¢iilmesi ve her
sinir hiicresi i¢in bir agirlik degerinin atanmasidir (Haykin, 2009: 125).

Yapay sinir aglarina, 6grenmesi i¢in sunulan drnekle agin tirettigi tirlin arasindaki fark
hata olarak adlandirilmaktadir. Bu durumda “hata fonksiyonu” ¢ikt1 katmaninda ortaya ¢ikan
iriin lizerinden degerlendirilmektedir. Agda geriye dogru gidilere bu fark, aga farkli 6rnekler
sunulara en aza indirgenmeye calisilmaktadir. Ayrica agda agirliklarin belirlenmesi hata
fonksiyonunun en aza indirgenmesi ile saglanmaktadir (Hamzagebi ve Kutay, 2014: 229). Bu
kapsamda yapay sinir aginda etkili sonuc¢larin elde edilebilmesinin agda ortaya ¢ikan hata

fonksiyonunun en aza indirgenmesi ile miimkiin olmaktadir.

3.1.7.4. Noronlar Arasi Baglant1 Yapilarina Gore YSA
Noronlar aras1 baglant1 yapilari ile yapay sinir aglarindan bilginin isleyisine yonelik
onemli farkliliklar olugsmaktadir. Noronlar aras1 baglanti yapilarina gore “ileri beslemeli” ve

“geri beslemeli” olmak iizere yapay sinir aglar1 iki ana grup altinda incelenmektedir

(Cemaloglu ve Duykuluoglu, 2020: 513).

3.1.7.4.1. ileri Beslemeli YSA

Sekil 3.4’te tek ara katmana sahip ileri beslemeli YSA’da gosterildigi gibi, girdiden
ciktiya dogru tek yonlii baglanti bulunmaktadir (MacKay, 2003: 505). Bu durum ileri
beslemeli yapay sinir aginda girdi olarak alinan nesneler i¢in geri beslemenin olmadigini
anlammna gelmektedir. Her katmanda ¢oziilmesi amaclanan probleme bagl olarak farkli
sayida sinir hiicreleri yer almaktadir (Hamzagebi ve Kutay, 2014: 229). ileri beslemeli aglarda
ara katmanlarin sayisi, problemin ya da aga sunulan Ornegin karmasikligina bagli olarak
degismektedir. Calisma problemi ne kadar karmasik ise, yapay sinir aginda o kadar fazla gizli

ya da ara katmanin yer alacag ileri siiriilmektedir (Cemaloglu ve Duykuluoglu, 2020: 513).

3.1.7.4.2. Geri Beslemeli YSA

Geri beslemeli YSA’da bilgi isleme sistemi, ileri beslemeli YSA’dan farklilik
gostermektedir. Bu tlir aglarda sinir hiicreleri kendilerinden o6nce gelen veya kendi
katmanindaki herhangi bir sinir hiicresine baglanabilmekte ve bu sinir hiicrelerine girdi
saglayabilmektedir (Zurada, 1992: 42-43). Sekil 3.6°da geri beslemeli yapay sinir agia érnek

verilmistir.
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g AN N

Girdi Katmam Gizli Katman Cikis Katmani

Sekil 3.6 Geri Beslemeli YSA
Kaynak: (Can, 2022: 54)

Geri beslemeli yapay sinir aglarinda bilginin hiicreler arasi aktarimi ¢ift yonlii olarak
gerceklesmektedir. Bu yapida katmanlarda yer alan noronlar sadece kendilerinden sonra gelen
katmanlarda yer alan noronlarla degil, kendi katmanlarinda diger ndronlara ya da kendinden
once gelen katmanda yer alan néronlarla da baglantili olabilmektedir.

Olumlu ozellikleri: Bilgi igleme siireclerinin agin tamamina yayilarak saklanmasi
nedeniyle klasik programlamadan farklilik gostermektedir. Veriler agin tamamina yayilmis
halde olduklarindan baz1 noéronlarin islevsiz kalmasi herhangi bir bilgi kaybi
olusturmamaktadir. Ornekler kullanilarak gegeklestirilen 6grenme sayesinde ag egitilmekte ve
hedeflenen ¢iktiya uygun bigimde egitim siirecinin gergeklesmesi saglanmaktadir. Yapay sinir
ag1 egitimi icin gonderilen veri, ag1 tamamen temsil ediyorsa ¢ikt1 basaris1 artmaktadir. Yapay
sinir aglar1 daha once karsilagilmayan veriler iizerinden de sonug iiretebildikleri i¢in algilama
siireclerinde siklikla tercih edilmektedirler. Oriintiileri tanimlama ve gruplandirma islevini
gerceklestirebilen yapay sinir aglari, egitim verisi lizerinden Oriintli tanimlayarak mevcut
orlintiilerle iligskilendirme yapabilmektedir. Eksik verilerin tamamlanmasi konusunda oldukga
onemli olan Oriintii tanimlama fonksiyonu sayesinde eksik veri seti yapay sinir ag1 tarafindan
tamamlanabilmektedir (Tolon ve Giineri Tosunoglu, 2008: 252). Ancak eksik bilginin 6nemi
yliksekse tahmin dogrulugunda diisiis gozlemlenmektedir. Sahip olduklar1 hata toleransi
nedeniyle ag igerisinde yer alan bazi hiicre fonksiyonlar1 kaybolsa da yapay sinir agi
calismaya devam edebilmektedir. Daginik bellek yapilart olan yapay sinir aglarinda,
noronlardaki baglant1 ve agirlik dereceleri agdaki bilgiyi gostermektedir. Sinirsiz sayidaki
degisken ve parametre ile calisma yeterliligi bulunan yapay sinir aglar1 karmasik problem
coziimlerinde oldukea biiyiik basar1 gostermektedir (Serbetli, 2008: 98).

Olumsuz ozellikleri: Yapay sinir aglarmin etkin bicimde calisabilmesi igin paralel
islemcilere gereksinimi duymakta ve donanim yapisina bagimhilik gostermektedir. Egitim ve
ogrenme de kullanilacak veri sayisinin belirlenmesi i¢in nihai bir kriter bulunmamaktadir.

Problemin ¢6ziimii i¢in gerekli olan veri sayist degisebilmektedir. Probleme uygun ag yapisi
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tespit ederken sabit bir kural bulunmamakta ve deneme yanilma ile ag topolojisi
belirlenmektedir. Yapay sinir aglarinda 6grenme katsayisi, ndron ve katman sayisi gibi ag
parametrelerinin belirlenmesi i¢in standart bir kural bulunmamaktadir. Bu gibi degerler
belirlenirken herhangi bir standart bulunmamasi her problem icin farkli bir yaklasim
kullanilmasina neden olmaktadir. Yapay sinir aglar1 sayisal verilerle ¢alisabildiklerinden
dolay1, problem verileri aga tanitilmadan Once sayisal degerlere doniistliriilmelidir. Yapay
sinir aginin egitilmesi uzun zaman alabilecegi i¢in maliyeti de yliksek olmaktadir (Serbetli,

2008: 34).

3.1.8. Topluluk Ogrenmesi Teknikleri

1980°’li yillarda altin c¢agmi yasayan karar agaglari, algoritmalarin olgunluga
ulagmalar1 neticesinde, 1990’11 yillarin sonlarinda c¢alismalar “topluluk 6grenmesi” (ensemble
learning) gibi sonuglarin etkinligini artiracak alanlara kaymistir (Akpmar, 2017: 242).
Topluluk 6grenmesi, smiflandiricilarin  birlesiminden olusan bilesik bir modeldir.
Siniflandiricilarin teker teker kendi kararlarimi verdigi ve kararlarin toplamina bagli olarak
topluluk tarafindan bir sinif tahmini geri dondiiriilmektedir. Topluluk 6grenmesi, bilesiminde
yer alan siniflandiricilardan daha hatasiz olmasi beklenmektedir. Torbalama (Bagging:
Bootstrap Aggregating), Takviyeli Siniflandirma veya hizlandirma (Boosting) ve Rastlantisal
Ormanlar (Random Forests) topluluk 6grenmesine algoritmalaridir (Han vd., 2012: 377-378).
Topluluk 6grenmesi, birka¢ modeli daha iyi sonuglar elde etmek i¢in birlestiren tekniklerdir.
Topluluk 6grenmesi teknikleri genellikle tek bir modelle kiyaslandiginda daha iyi tahmin
performansi {iirettigi i¢in Kaggle vb. makine 0grenimi yarigmalarinda derece almaktadir.
Topluluk 6grenmesi yontemleri, karmasik algoritmalar tasarlayip yliksek dogrulukta sonuclar
iireterek makine Ogrenmesi yarismalarint kazanmada, saglik hizmetleri gibi en kiigiik bir
basarim artisinin bile ¢ok kiymetli oldugu ¢alisma alanlarinda tercih edilmektedir. Diger
yandan yorumlanabilirligin daha 6énemli oldugu ¢alismalarda tercih edilmemektedir.

Makine oOgreniminde topluluk yoOntemlerini uygulamanin g¢esitli yontemleri
bulunmaktadir. Oylama ve ortalama alma esasli topluluk yoOntemleri, torbalama ve
giiclendirme en popiiler topluluk yontemleridir. Breiman (1996) tarafindan gelistirilen
torbalama yonteminde, birbirini izleyen agaclarin 6nceki agaglara bagh degildir. Her bir agag
veri kiimesinde yeniden ornekleme o6rnegi kullanilarak bagimsiz olarak olusturulmakta ve
islem sonunda tahmin i¢in basit gogunluk oyu alinmaktadir (Liaw ve Wiener, 2001: 18).

Yeniden 6rnekleme yontemi ile veri kiimesinden egitim icin cekilen veri gruplarini

degistirerek yenileme yoluyla homojen bicimde Orneklemektedir. Bu sayede, bir veri
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kiimesinden c¢ok sayida farkli egitim verisi elde edilmektedir. Siire¢ i¢inde kullanilan veri
grubunun veri setine dahil edilmesi ve yeni bir egitim grubunun ¢ekilmesinden dolay1 egitim
veri kiimesinde tekrarli kayitlar yer alabilmektedir. Bir veri grubunun tekrar se¢ilme ve egitim
kiimesine yeniden eklenme olasilig1 esit olmaktadir. Egitim verisinde yer almayan gozlemler
test verisini olusturmaktadir. Yeniden Ornekleme yontemleri i¢inden “0,632 yeniden
onyiikleme” yaygin olarak tercih edilmektedir. Veri setinin %63,2’si yeniden 6rnekleme i¢in
kullanilirken, %36,8’1 test verisi i¢in kullanilmaktadir. Elde edilen kiimelerin her biri i¢in
siniflandirma modeli dogruluk degerleri elde etmekte bu degerlerin ortalamasi alinarak
modelin dogrulugu hesaplanmaktadir (Ozkan, 2016: 90).

Oylama ve ortalama alma: Makine Ogreniminde topluluk 6greniminin en kolay
uygulanan ve anlasilan Ornekleri oylama ve ortalama alma olup, oylama siniflandirma
uygulamalari i¢in, ortalama ise regresyon i¢in kullanilmaktadir. Siniflandirma islemleri i¢in
agirhkli  ve cogunluklu oylama kullanilmaktadir. Agirlikli  siniflandirmada,  her
simiflandiricinin sonucu bir agirlik degerine sahiptir. Agirlik hesabina gore sonug elde
edilmektedir. Cogunluklu oylamada ise en ¢ok oya sahip sonug ¢iktiy1 olusturmaktadir.

Torbalama: Rastgele se¢mis oldugu veri setleri ile model egitme islemlerini Sekil
3.7°de gosterildigi gibi paralel bir sekilde yapan ve oylama ile birlestiren yontemlerdir.
Rastgele orman (RO) torbalama yontemini kullanmaktadir.

—F—%—

Dataset 1

Model 1

\d
A

Dataset 2 Model 2

Dataset 3

Model 3
Sekil 3.7 Torbalama
Kaynak: Shiksha Online, 2023

Giiglendirme: Egitim setlerinin rastgele secildigi, her model egitme islemi sonunda
egitim veri setinin iade edildigi ve modellerin Sekil 3.8’de gosterildigi gibi sirali olarak
egitildigi yontemdir. Her modelin bir 6nceki modelden ders aldigi, yanlis ve dogru siniflanan
orneklerin agirhiginin degistirildigi, yanlis siniflanan 6rnegin hata degerinin arttirildigi, dogru
simiflanan O6rneklerin agirliklarimin diislirtildiigi ve hatali siniflanan verilerin egitilmesine
agirhik verildigi siniflandirma yontemidir. AdaBoost, CatBoost, XGBoost gii¢lendirme

yontemini kullanmaktadir.
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Sekil 3.8 Giiclendirme
Kaynak: Shiksha Online, 2023

3.1.8.1. Rastgele Orman

Breiman (2001), torbalamaya ek olarak rastgelelik katmani ekleyerek Rastgele Ormani
(RO) onermistir. Verilerin farkli bir 6nylikleme 6rnegini kullanan RO, smiflandirma veya
regresyon agaclarinin olusturulma seklini de degistirmektedir. Standart agaglarda her diigiim,
tiim degiskenler arasindaki en iyi boliinme kullanilarak boliinmektedir. Rastgele bir ormanda,
her diigiim, o diigimde rastgele sec¢ilen bir tahmin alt kiimesi arasindan en iyisi kullanarak
boliinmektedir. RO, sahip oldugu sira dis1 sayesinde, diskriminant analizi, DVM ve YSA
dahil diger bir¢ok smiflandiriciyla karsilastirildiginda ¢ok iyi performans gosterdigi ve asiri
uyum saglamaya kars1 dayanikli oldugu ortaya ¢ikmistir. Yalnizca iki parametreye sahip RO,

kullanict dostu ve parametrelerine karsi cok duyarli degildir (Liaw ve Wiener, 2001: 18).

3.1.8.2. AdaBoost

Schapire ve Freund’un gelistirdigi AdaBoost algoritmasi, birden fazla hipotez
olusturmak i¢in egitim orneklerini yonetmektedir (Freund ve Schapire, 1997). Her modelin
bir oOnceki modelin hatasini diizelttigi agirliklandirma prensibine gore c¢aligmaktadir
(Chengsheng vd., 2017). AdaBoost yontemde egitim verileri iizerinde bir olasilik dagilim
degeri tutulmakta ve bu degere gore varyasyonlu 6rnekleme yaparak tekrarli olarak m boyutlu
bir egitim seti iretilmektedir. Siniflandiricinin hata orani egitim verileri kullanilarak
hesaplanmaktadir. Hata degeri kullanilarak yanlis siniflandirilan veri noktalarina daha fazla

agirlik verilmekte modelde hata diizeltilmektedir (Qi vd., 2016).

3.1.8.3. XGBoost
XGBoost, Tianqi Chen ve Carlos Guestrin tarafindan gelistirilen bir artirma
algoritmasidir (Chen ve Guestrin, 2016). Tiim veri tiirlerini hizli ve giivenilir bir sekilde

isleyebilmek i¢in Sebebe Dayali Karar Agaci ve Gradyan Arttirma Makinesini yontemlerini
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etkili tek bir yontemde birlestirmektedir. Cok sayida 6zellik ve biiyiik veri kiimelerini analiz
etmek ve etkili tahmin modelleri olusturmak ve icin kullanilmaktadir (Shehadeh vd., 2021).
XGBoost'un yetenekleri agagidaki sekilde siralanmaktadir (Ma vd., 2019):
i. XGBoost, Lasso (L1) ve Ridge (L2) diizenleme yontemlerine sahiptir.
ii. En yiliksek derinlige goére bolmeler olusturan ve kazang saglamayan boliimleri
budayan derinlik oncelikli bir yaklagima sahiptir.
iii. Onbellegi maksimum diizeyde kullanabildigi i¢in hizli galismaktadir.
iv. XGBoost, en dogru boliinme noktalarin1 bulabilmek i¢in agirlikli ¢eyrek c¢izim

algoritmasin1 kullanmaktadir.

3.1.8.4. CatBoost

Kategorik artirma, temelleri gradyan artirma algoritmasina dayanan, kategorik verileri
daha kolay ele alabilmek i¢in Yandex'in ortaya ¢ikardigi bir algoritmadir. CatBoost
algoritmas1 kategorik degiskenleri kodlama yeteneginden dolayi, veri 6n isleme asamasinda
cok avantajli olmaktadir. Tahmin kaymalar1 problemini ¢6zmek i¢in sirali hedef istatistikleri

teknigi ile siral yiikseltmeyi kullanmaktadir (Prokhorenkova vd., 2018).

3.1.8.5. LightGBM

Microsoft ve Pekin Universitesi'nden arastirmacilar, gradyan artis ve XGBoost
algoritmalarinda biiyilk boyuta sahip veri kullanildiginda karsilasilan verimlilik ve
Olgeklenebilirlik sorunlarini agmak icin LightGBM'yi olusturmustur. LightGBM, Gradyan
Tabanli Tek Yénlii Ornekleme ve Ozel Ozellik Paketleme gibi yeni tekniklerle veri miktari ve
degisken sayisiyla ilgilenmektedir. Bu iki yontem ile yiikseltme algoritmasi daha verimli ve
Olceklenebilir hale gelmektedir (Ke vd., 2017). Bu entegre 6zellikler, veri tarama, 6rnekleme,
kiimeleme ve smiflandirma iglemlerinin kisa siirede, sorunsuz ve dogru bir sekilde
gerceklestirilmesine olanak tanimaktadir. Bellek tiiketimi, islem siiresi ve aritmetik hizin
timi dikkate alindiginda LightGBM, daha hizli egitim, verimlilik, optimum bellek kullanima,
kabul edilebilir dogruluk, paralellik ve biiyiik 6l¢ekli veri isleme icin iyi bir ¢6ziim haline

gelmektedir (Shehadeh vd., 2021).

3.2. Veri Madenciligi Yontemlerinin Karsilastirilmasi
Veri madenciligi alaninda kullanilan denetimli makine Ogrenmesi siniflandirma
tekniklerine yonelik literatiirde yapilan karsilastirmalar Tablo 3.2’de verilmistir. En iyi

performans (****) ile, en kotii performans (*) ile ifade edilmistir (Kotsiantis, 2007: 262-263).
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Genel olarak dogruluk

Ogrenme hiz1

Siniflandirma hizi

Eksik degerlere direng

Ilgisiz degiskenlere direng

Fazla sayida degiskene direng
Bagimlilig1 yiiksek degiskene direng
Kesikli, siirekli degiskenlere yaklasim
Giriltiye direng

Agsirt 6grenme ile basa ¢ikma
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Aciklanma yetenegi
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*
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Model parametre isleme wk

Genel olarak, DVM ¢ok boyutlu ve siirekli degisken ozniteliklerle ¢ok daha iyi
performans gosterme egilimindedir. DVM, maksimum tahmin dogrulugu elde etmek icin
bliylik Orneklem boyutuna ihtiyag duyarken, NB nispeten kiigiikk veri setine ihtiyag
duymaktadir. KNN’nin, ilgisiz 6zelliklere ¢ok duyarli oldugu konusunda genel bir fikir birligi
bulunmaktadir. Yanlilik, farkli veriler tizerinde egitildiginde, smiflandiricinin merkezi
egiliminin hataya katkisin1 6lgmektedir. Varyans, merkezi egilimden sapma hatalarina olan
katkinin bir Olciisiidiir. NB gibi, yiiksek yanlilik profiline sahip 6grenme algoritmalari,
genellikle veri dalgalanmalarina karsi olduk¢a duyarsiz olan basit, olduk¢a kisitl modeller
iretmektedir. DVM gibi yiiksek varyans profiline sahip algoritmalar, veri degisimlerine daha
kolay uyan saglayabilen, rastgele karmasik modeller iiretebilmekle birlikte, bu model
siiflarinin bariz tuzagi asir1 6grenmedir. DVM, ¢oklu baglanti mevcut oldugunda, giris ve
cikis Oznitelikleri arasinda dogrusal olmayan bir iliski oldugunda 1iyi performans
gostermektedir. NB, ¢ok hizli bir sekilde egitilmekte ve eksik degerlere karsi dayaniklidir.
KNN, calisabilmek i¢in eksiksiz kayitlara ihtiya¢ duymaktadir. KNN genel olarak giirtiltiiye
tolerans gostermemektedir. Kullanici tarafindan ayarlanacak model veya calisma zamani
parametrelerinin sayisi, bir algoritmanin kullanim kolayliginin bir gdstergesidir. DVM
algoritmalar1 diger tekniklere goére daha fazla parametreye sahiptir. KNN, genellikle
ayarlanmasi nispeten kolay olan sadece tek bir k parametresine sahiptir. A¢iklanma yetenegi,
bir 6grenme algoritmasinin ¢iktilarinin ne derece kolay yorumlanabildiginin bir gostergesi
olup, YSA aciklanma yetenegi en zor algoritmadir. Seffaflik ise, yontemin ilkesinin kolayca
anlasilip anlagilmadigini ifade etmektedir. DVM ve KNN algoritmalarinin yorumlama

yetenegi zayifken, ayn1 zamanda KNN ve NB seffaf yontemlerdir.
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Topluluk 6grenmesi algoritmalar1 altinda yer alan; Rastgele Orman, AdaBoost,
XGBoost, CatBoost ve LightGBM siniflandirma algoritmalarinin iiretim yili, kategorik
degiskenler ile ¢alisma durumlari, hiz, ol¢eklenebilirlik durumlari, hafiza kullanimlari,
diizenlilestirme, paralel isleme, CPU destekleri ve 6zellik 6nem kiyaslamalar1 Tablo 3.3’te

verilmistir (GeekforGeeks.org, 2023).
Tablo 3.3 Giiclendirme Algoritmalar1 Arasindaki Farklar

Algoritma Rastgele Orman AdaBoost XGBoost CatBoost LightGBM
Tasarim Y1ili 2001 1995 2014 2017 2017
Kategorik Degisken Ele Alma Hayir Hayir Hayir Otomatik Hay1r
Hiz/Olgeklenebilirlik [liml Hizlt Hizlt Tliml Hizli
Hafiza Kullanim1 Yiiksek Diistik Iliml Yiiksek Diisiik
Diizenlilestirme Evet Hayir Evet Evet Evet
Paralel Isleme Evet Hayir Evet Evet Evet
GPU Destegi Evet Hayir Evet Evet Evet
Ozellik Onemi Mevcut Mevcut Mevcut Mevcut Mevcut

3.3. Model Degerlendirme Kriterleri

Makine 6grenimi alaninda ikili siniflandiricilar “Evet”/“hayir”, “spam”/“spam degil”,
“pozitif’/“negatif”, “Rezervasyon iptal”’/“Rezervasyon iptal degil” iki olas1 sonuca gore karar
vermemize yardimci olan giiclii araglardir. Ikili siniflandiricilar, e-posta spam filtreleri, tibbi
teshis sistemleri, sahtekarlik tespit algoritmalar1 ve goriintii tanima teknolojisi gibi bir¢ok
gercek diinya uygulamasinda kullanilmaktadir. ikili simiflandiricilart kullanirken, giivenilir
tahminler yapmalarin1 saglamak i¢in performanslarini dogru bir sekilde degerlendirmek
onemlidir. Ikili siiflandirma problemlerinde tahmin modellerin degerlendirilmesi i¢in Tablo
3.4’te Ornegi gosterilen Karigiklik Matrisinden (Confusion Matrix) ve dogrulama

metriklerinden  faydalanilmaktadir. Karigikhik  matrisi  ve  dogrulama  metrikleri,

siniflandiricinin etkinligini 6l¢mek i¢in agik ve sezgisel bir yol saglamaktadir.

Tablo 3.4 Kanisikhik Matrisi ve Degerlendirme Metrikleri

Tahmin Degeri
Pozitif (PP) 1 | Negatif (PN) 0
I TP FN
Pozitif (P) FN TPR =— FNR =—
2 1=iptal R Tip2 H ) ’
N =
2 pta (Tip 2 Hata) Sensitivity, Recall | False Negative Rate
=4 . TN FP
& | Negatif (N) FP TNR =— FPR=—
S 0=Iptal degil Tip | H ™ . )
=Iptal deg1 (Tip 1 Hata) Specificity False Positive Rate
TP Accuracy =
PPV = oy y 1 2:TPRPPV
N ~ PN TP+TN ~ TPR+PPV
Precision P+N
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Dogru Pozitif (TP: True Positive) degeri, ger¢ek sinif pozitif oldugunda dogru
tahminlerin sayisini yani gergekte “Rezervasyon iptal” verilerinin kag tanesinin “Rezervasyon
iptal” seklinde tahmin edildigini,

Dogru Negatif (TN: True Negative) degeri, gercek sinif negatif oldugunda dogru
tahminlerin sayisin1 yani gergekte “Rezervasyon iptal degil” verilerinin kag¢ tanesinin
“Rezervasyon iptal degil” seklinde tahmin edildigini,

Yanlis Pozitif (FP: False Positive) degeri Tip 1 Hata olarak gecen ve gergek sinif
negatif oldugunda tahminin pozitif olarak yapilmasini, yani gergekte “Rezervasyon iptal
degil” verilerinin kag tanesinin “Rezervasyon iptal” seklinde tahmin edildigini,

Yanlis Negatif (FN: False Negative) degeri Tip 2 Hata olarak gegen ve gercek sinif
pozitif oldugunda tahminin negatif yapilmasini yani gergekte “Rezervasyon iptal” verilerinin
kag tanesinin “Rezervasyon iptal degil” seklinde tahmin edildigini gostermektedir.

Siniflandiricinin dogrulugu ve olumlu/olumsuz 6rnekleri tanimlama becerisi hakkinda
degerli bilgiler veren dogruluk, kesinlik, hassasiyet, F1 Puani, 6zgiilliik, FPR, FNR, NPV,
ROC ve hiz gibi degerlendirme 6Slgiitleri Tablo 3.5°te verilmistir.

Tablo 3.5 Simiflandirma Algoritmalarimin Karsilastirilma Metrikleri

Formiilii

Olgiitler

Degerlendirme Odag:

Dogruluk (Accuracy)

TP + TN
TP+ FP +FN + TN

Dogru tahmin sayisinin toplam
tahmin sayisina orani.

Kesinlik (Precision)

TP

Dogru tahminlerin tiim tahminler

TP + FP arasindaki orani.
Hassasiyet, Duyarlilik (Recall, TP Siniflandiricinin -~ pozitif ~ etiketleri
Sensitivity) TP + FN belirleme etkinligi

F1-Skor (F1-Score)

2 * Hassasiyet * Kesinlik

Hassasiyet + Kesinlik

Kesinlik ve hassasiyet Olgiitlerinin
harmonik ortalamasi

Ozgiilliik, Segicilik (Specificity)

TN

Siniflandiricinin negatif etiketleri ne

TN + FP kadar etkili tanimlamasi

Yanlis Pozitif Oran1 (FPR) FP Hatali sekilde pozitif siniflandirilan
TN + FP negatif 6rneklerin orani

Yanlis Negatif Oran1 (FNR) FN Hatali sekilde negatif siniflandirilan
FN+TP pozitif érneklerin orani

Negatif Tahmin Degeri (NPV) TN Negatif tahminlerin dogrulugu
TN + FN

ROC - AUC 1( TP 4 TN ) Smiflandiricinin yanlig siniflandirma
2\TP +FN TN + FP isleminden ka¢inma yetenegi

Hiz - Algoritma galigma stiresi (sn)

Dogruluk (Accuracy): Dogruluk bize siniflandiricinin ne siklikta dogru tahminler

yaptigina dair genel bir fikir vermektedir. Dogru tahmin sayisinin toplam tahmin sayisina
oranidir (Siering vd., 2018: 58) Siiflandiricinin %90 dogrulugu, tiim rezervasyonlarin
%90'min “Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde

smiflandirdig1 anlamina gelmektedir.
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Kesinlik (Precision): Modelin pozitif olarak tahmin ettigi O6rneklerin ne kadarinin
gercekten pozitif oldugunu oSlgmektedir. Dogru pozitiflerin sayisinin (TP), pozitif sinifa
atanan tiim Orneklerin sayisina (TP+FP) boéliinerek hesaplanmaktadir. “Rezervasyon iptal”
gercek durumunu “Rezervasyon iptal” tahmininde ne kadar dogru oldugunu gostermektedir.
Kesinlik degeri %80 oldugu durumda, siniflandiricinin bir rezervasyonu, “Rezervasyon iptal”
olarak tahmin etmesi durumunda bunun %80 oraninda dogru oldugu anlamina gelmektedir.
Kesinlik, tek basina bir performans metrigi olarak yeterli olmayip, hassasiyet gibi diger
metriklerle birlikte degerlendirilmektedir.

Hassasiyet  (Sensitivity=Recall):  Hassasiyet degeri, duyarlilik olarak da
adlandirilmaktadir. Bir siniflandirma modelinin dogru pozitiflerin ne kadarini dogru bir
sekilde tahmin ettigini 6lgmektedir. Hassasiyet, siniflandiricinin tiim olumlu 6rnekleri ne
kadar iyi bulabildigini anlamamiza yardimci olmaktadir. Yiiksek bir hassasiyet degeri, dogru
pozitiflerin ¢ogunu yakaladigi anlamina gelmekte ve modelin o sinifi kagirma olasiliginin
diisiik oldugunu gostermektedir (Puri vd., 2017: 241). Hassasiyet, TP/(TP+FN) formiilii ile
hesaplanmakta ve “Siniflandiricinin veri kiimesindeki tiim olumlu 6rneklerin, ka¢ tanesini
dogru bir sekilde tanimladi?” sorusuna yanit aramaktadir. Hassasiyet ile gergek degeri
“Rezervasyon iptal” olan verilerden ne kadarinin “Rezervasyon iptal” olarak dogru sekilde
tahmin edildigini gdstermektedir. Ornegin, hassasiyetin %85 olmasi, siniflandiricinin veri
kiimesindeki tiim gercek “Rezervasyon iptal” degerlerinden %85'ini dogru bir sekilde
“Rezervasyon iptal” olarak siniflandirdig1 anlamina gelmektedir.

Hassasiyet degerinin yiliksek olmasi, modelin ayni zamanda yanlis pozitifler
iiretebilecegi anlamina gelmektedir. Bu nedenle, birbirini tamamlayan iki metrik olan
hassasiyet ve kesinlik birlikte degerlendirilmelidir. Kesinlik, modelin pozitif olarak tahmin
ettigi Orneklerin ne kadarimin gergekten pozitif oldugunu Olgerken, hassasiyet dogru
pozitiflerin ne kadarinin tespit edildigini 6l¢gmektedir. Belirli bir siif i¢in farkli hassasiyet ve
kesinlik kombinasyonlar1 agagidaki anlamlara gelmektedir.

e Yiiksek hassasiyet ve yiiksek kesinlik oldugu durumlarda sinifin, model tarafindan
miikemmel sekilde islendigi,

e Diisiik hassasiyet ve yliksek kesinlik oldugu durumlarda modelin sinifi iyi bir sekilde
tespit edemedigi ancak tespit ettiginde son derece giivenilir oldugu;

e Yiiksek hassasiyet ve diisiik kesinlik oldugu durumlarda smnifin iyi tespit edildigi
ancak model ayn1 zamanda diger siniflarin noktalarin1 da igermekte oldugu,

e Diisiik hassasiyet ve diisiik kesinlik oldugu durumlarda ise sinifin model tarafindan

yeterince ele alinamadigi1 sonucuna ulasilmaktadir.
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Modelin uygunlugunu iki perspektiften gostermesinden dolay:1 hassasiyet ve kesinlik
genellikle ikili olarak raporlanmaktadir. Hassasiyet ile Olciilen “tip I hata” ve kesinlik ile
oOlgiilen “tip II hata” olarak bilinmektedir. Hassasiyet ve kesinlik genellikle aralarinda ters bir
iliski bulunmakta olup bir degeri azaltma pahasina diger degeri arttirmanin miimkiin oldugu
durumlar bulunmaktadir. Ornegin, daha siki bir iptal politikas1 uygulanmasi durumunda,
rezervasyonlar1 iptal eden sayisinda azalma olmasina ragmen, yapilacak olan toplam
rezervasyon sayisinda azalmaya yol agmaktadir. Tam tersi olan gevsek bir iptal politikasi ile
yapilacak toplam rezervasyon sayisi arttirmasina ragmen, rezervasyonlarini iptal etmeyenlerin
azinlikta oldugu ve ¢ogu rezervasyonun iptal edildigi bir durum olusturmaktadir. Hassasiyet
ve kesinlik metrikleri, modelin ne kadar iyi performansa sahip oldugunu gosteren tek bir
metrik olan F1 olgiitii ile ifade edilebilmektedir.

F1 olgiitii: Kesinlik ve hassasiyet Olglimleri arasinda bir denge saglayan, bu iki
metrigin harmonik ortalamasidir. 2 * (Kesinlik * Hassasiyet) / (Kesinlik + Hassasiyet)
formiili ile hesaplanmaktadir. F1 Puani, pozitif ve negatif smiflar arasinda dengesizlik
oldugunda yararli bir 6l¢iimdiir. F1 puani hem kesinligi hem de hassasiyeti dikkate alan
dengeli bir 6l¢timdiir. F1 puanimin yiliksek olmasi, “Rezervasyon iptal” olan rezervasyonlarin
dogru sekilde tanimlanmasi ile hatali pozitif sonuglarin dnlenmesi arasinda iyi bir denge
oldugunu gostermektedir.

Ozgiilliik (Specificity): Smiflandiricinin tiim olumsuz drnekleri tanimlama yetenegini
diger bir ifadeyle yanlis negatifleri ne kadar dogru bir sekilde tahmin ettigini 6lgmektedir.
Yanlis negatiflerin sayist (TN), veri kiimesindeki tiim negatif olaylarin sayisina (TN + FP)
boliinerek hesaplanmaktadir. Yiiksek bir 6zgiilliikk degeri, modelin yanlis negatifleri kagirma
olasiliginin diisiik oldugunu gostermektedir. Hassasiyet ve 6zgiilliik birbirini tamamlayan iki
metriktir. Hassasiyet, dogru pozitifleri ne kadar iyi tespit ettigini dlgerken; ozgiilliik, yanlis
negatifleri ne kadar iyi tespit ettigini 6lgmektedir. Bir modelin 6zgiillik degeri yiiksekse,
modelin genellikle yanlis negatifleri dogru bir sekilde smiflandirdigi anlamma gelmekle
birlikte, modelin dogru pozitifleri kagirma olasiligin arttirabilmektedir. Ozgiilliik degerinin
%95 olmasi, veri kiimesindeki tim gercek “Rezervasyon iptal degil” rezervasyonlarin
%095'inin  “Rezervasyon iptal degil” olarak dogru bir sekilde tanimladigi anlamina
gelmektedir. Ozgiillik bize siniflandiricinin tiim olumsuz &rnekleri ne kadar iyi tespit
edebildigini gostermektedir.

Alict ¢alisma karakteristik egrisi veya ROC Egrisi: Pozitif vakalarin dogru sekilde
siniflandirildigi, Dogru Pozitif Oran (TPR) ile pozitif vakalarin yanlis siniflandirildig:r Yanlis
Pozitif Oran (FPR) arasindaki denge Sekil 3.9°da gosterilmektedir.



74

Low performance model Medium performance model High performance model

°
®
o

®

°
®

o
ES

True positive rate
True positive rate
True positive rate

°
kS

°
~
°
N
°
~

0.0 0.2 0.4 06 0.8 1.0 0.0 0.2 04 0.6 08 1.0 0.0 0.2 04 0.6 08 1.0
False positive rate False positive rate False positive rate

Sekil 3.9 Ahc1 Cahsma Karakteristik (ROC) Ornek Egrileri
Kaynak: (Chhetry, 2023)

ROC egrisini ¢izerken dogru pozitif oran (TPR), geri Cagirma veya hassasiyet
degeridir. Y ekseninde Dogru pozitif oran1 ve X ekseninde Yanlis pozitif oranina karsilik
gelen tiim degerleri igeren grafik ROC egrisini olugturmaktadir. ROC egrisinin altindaki alan
AUC (Area Under Curve), Dogru ve Yanlis pozitif oranlar1 arasindaki dengenin ol¢iisiidiir.
AUC degerinin 1 olmasi, Dogru ve Yanlis pozitif oranlar1 arasinda bir denge olmadigini, en
giivenilir egriyi ve milkemmel bir siniflandirict oldugu gostermektedir. AUC asagidaki gibi
yorumlanmaktadir (Grzybowski ve Younger, 1997: 821).

e 0,90 ve 1,00 aras1 degerler i¢in: Miikemmel
e 0,80 ve 0,90 aras1 degerler igin: lyi

e 0,70 ve 0,80 aras1 degerler i¢in: Orta

e 0,60 ve 0,70 aras1 degerler i¢in: Zayif

e 0,50 ve 0,60 aras1 degerleri i¢in: Basarisiz

Yanlys Pozitif Orani (FPR-False Positive Rate): Bu 6l¢lim FP/(FP+TN) formiili ile
hesaplanmakta ve bir siniflandirma modelinin yanlis negatifleri yanlis pozitif olarak tahmin
etme oranmi dlgmektedir. FPR, ayni zamanda "false alarm rate" veya "Type I error rate"
olarak da adlandirilmaktadir. FPR'nin diisiik olmasi, modelin yanlis negatifleri yanlis
pozitiflere kars1 daha iyi bir sekilde siniflandirdigi, modelin daha az "yanlig alarm" {irettigi ve
yanlis negatifleri daha iyi ayirt ettigi anlamina gelmektedir. FPR ve 6zgiilliik (specificity)
birbirine ters orantilt olup FPR'in azalmasi, 6zgiilliigiin artmas1 ve yanlis negatiflerin dogru
bir sekilde siniflandirilmasini gostermektedir.

Yanlis Negatif Orani (FNR) veya Kagirma Orani: Bu 6lgiim FN/(FN+TP) formiili ile
hesaplanmakta ve bir siniflandirma modelinin dogru pozitifleri yanlis negatif olarak tahmin

etme oranini dlgmektedir. Diisiik bir FNR, modelin dogru pozitifleri kagirma olasiliginin
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diistik oldugunu ve bu nedenle modelin dogru pozitifleri iyi bir sekilde tespit ettigini
gostermektedir.

Negatif Tahmin Degeri (NPV): TN / (TN + FN) formiilii ile hesaplanmakta ve bir
simiflandirma modelinin yanlis negatifleri ne kadar dogru bir sekilde tahmin ettigini
olgmektedir. Yiiksek bir NPV degeri, modelin yanlis negatifleri iyi bir sekilde ayirt ettigini ve
negatif simifi dogru bir sekilde tahmin ettigini gdstermektedir. NPV ve 6zgiilliik (specificity)
metriklerinin ikisi de yanlis negatifleri degerlendirmektedir. Ancak, NPV o&zellikle negatif
smifin smiflandirilmasina odaklandig1 i¢in, negatif sinifin dogru tahmin edilme basarisini

vurgulamaktadir.
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DORDUNCU BOLUM
VERIi MADENCILiGi TEKNIKLERi iLE CEVRIM iCi KARAR DESTEK
SISTEMi TASARIMI: SAGLIK TURIZMi UYGULAMASI

Dordiincii boliim altinda arastirma problemi, arastirmanin amaci, aragtirmanin énemi,

arastirmanin kisitlari, aragtirmanin katkisi ve aragtirma siireci yer almaktadir.

4.1. Arastirma Problemi

Tiirkiye’de saglik turizmi alaninda faaliyet gosteren, yetki belgesine sahip saglik
kuruluslar1 ve araci kuruluslar, yurt disinda bulunan saglik turistlerine ulasabilmek igin sosyal
medya ve arama motorlar1 iizerinden yiiksek biitceler ile reklam vermektedir. Dijital
mecralarda tedavi reklamlarmi goren saglik turistleri, saglik kuruluslart ve seyahat
acentalarinin web sayfalari lizerinden ¢esitli kanallar araciligiyla iletisime ge¢mektedir. Saglik
turizmi paydaslari, ¢agri merkezleri araciligi ile tedavi, transfer, konaklama konularinda
bilgilendirme yaptiktan sonra, hastanin tercihi dogrultusundan rezervasyon islemini
tamamlamaktadir. Rezervasyon islemi tamamlanan saglik turisti, daha uygun bir hizmet
bulabilmek amaciyla alternatif arayiglara devam edebilmektedir. Yeni bir hizmet arayisinda
olmayan saglik turistleri bile, sosyal medyada karsilarina ¢ikan rakip saglik kuruluslarinin
tedavi reklamlarindan etkilenebilmekte ve yapmis olduklart rezervasyonlari iptal
edebilmektedir. Rezervasyon iptallerini dngdremeyen ve gerekli dnlemleri alamayan saglik
kuruluslar1 ve seyahat acentalar1 gelir kaybina ugramakta ve kaynaklarini etkin bir sekilde

yonetememektedir.

4.2. Arastirma Amaci

Veri madenciligi teknikleri ve makine 6grenimi algoritmalar1 ile saglik turistlerinin
rezervasyon verilerini kullanarak, rezervasyonlarini iptal edecek saglik turistlerini tespit
edebilen tahmin modellerinin gelistirilmesi, basar1 kriterlerine gére model performanslarinin
karsilagtirilmasi, rezervasyon iptallerinde en ¢ok etkiye sahip bagimsiz degiskenlerin tespit
edilmesi, doktora arastirmasinin amacini olusturmaktadir. Saglik turizmi rezervasyon
iptallerini bagarili bir sekilde tahmin eden modellerinin ¢evrimici karar destek sistemi

icerisine entegre edilmesi, doktora aragtirmasinin diger bir amacini olusturmaktadir.
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4.3. Arastirmanin Onemi

Sanayi ve Teknoloji Bakanligi’'nin saglik turizmi alanina yonelik yeni tesvikler
sunmas1 ile Tirkiye’de saglik turizmine olan ilgi artmistir. Saglik Hizmetleri Genel
Midiirligii’ne bagh Saglik Turizmi Daire Baskanliginin resmi web sitesinde 17.02.2021
tarihinde ilan edilen, “Uluslararasi saglik turizmi yetki belgesi alan saglik tesisleri ve araci
kuruluslar listesi” icerisinde 1097 saglik kurulusu ve 170 seyahat acentasi yer almaktaydi.
26.02.2024 tarihinde ilan edilen giincel listede, 1059 yetkilendirilmis seyahat acentas1 ve 3956
yetkilendirilmis saglik kurulusu (648 hastane, 179 tip merkezi, 2096 muayenehane ve 1124
diger saglik tesisi olmak iizere toplamda 4047 yetkilendirilmis saglik kurulusu yer almaktadir.
Son ii¢ sene igerisinde yetki belgeli saglik kurulusu sayisinin yaklasik 3.7 katina, aract
kurulus sayis1 6,2 katina ¢ikmasi saglik turizmi alanina yonelik artan ilgiyi gostermektedir.

Saglik Turizmi Yetki Belgesine sahip saghk kurulusu ve araci kuruluslar, saglik
turistleri tarafindan yapilan rezervasyon iptallerini 6ngdéremedigi durumlarda, kaynaklarini
etkin bir sekilde kullanamamakta ve gelir kaybina ugramaktadir. Saghk turizmi kapsaminda
Tiirkiye’ye gelmeyi planlayan saglik turistlerinin rezervasyonlarini iptal etme olasiliklarinin
tahmin edilmesi, saglik paydaslarinin alacagi aksiyonlara karar verme noktasinda fayda
saglamaktadir. Rezervasyon iptalleri konusunda yapilan literatiir taramasinda; otel, ugak,
restoran, tur, ulasim vb. alanlarda calismalar olmasina ragmen, saghk turizmi rezervasyon
iptallerini tahmin etmeye yonelik bir calisma bulunmamaktadir. Doktora arastirmasinin,
saglik turizmi rezervasyon iptallerinin tespiti ve elde edilen faydali bilgiler acisindan

alanindaki ilk ¢aligma olmasi, tezin 6zgiin degerini olusturmaktadir.

4.4. Arastirma Kisitlari

Aragtirma kapsaminda Antalya ve Istanbul ilinde faaliyet gosteren saglk turizmi yetki
belgeli saglik kuruluslari ve seyahat acentalar1 ile is birligi yapilmistir. Saghk turizmi
paydaslariin 2022 yilina ait rezervasyon verileri anonimlestirilerek kullanilmistir. Aragtirma
verileri dis, sa¢ ekimi vb. estetik tedavilerine ait veriler ile sinirli tutulmustur.

Doktora aragtirmalar1 kapsaminda, yurt disindan tedavi amaci ile rezervasyon yaptiran
saglik turistlerinin rezervasyon iptallerinin tahmini {izerinde c¢aligmalar yapilacaktir.
Tiirkiye’de tatilleri esnasinda hastalanan misafirlerin tedavi ihtiyaglarini ifade eden “Turist

Saglig1” arastirma kapsaminda yer almamaktadir.
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4.5. Arastirmanin Katkisi

Arastirmanin birinci boliimiinde yapilan detayli literatlir taramasina gore, saglik
turizmi kapsaminda rezervasyon iptallerini tahmin etmeye yonelik bir caligmaya
rastlanmamistir. Doktora tezinin en Onemli katkilarindan biri, saglik alanima 6zgii tedavi,
uzmanlik, tedavi fiyat1 verileri ve turizmi alanina 6zgii konaklama, kanal, tur verileri iizerine,
makine 6grenimi algoritmalar1 ve veri madenciligi teknikleri kullanarak, rezervasyon tahmin
modelleri gelistirmektir.

Doktora arastirmasi kapsaminda, saglik turizmi yetki belgeli saglik kuruluslar1 ve
seyahat acentalarinin saglik turizmi siireglerini etkin bir sekilde yonetmelerini saglamak
amaciyla “Saglik Turizmi Yonetim Sistemi (STYS)” yazilimi gelistirilmistir. En iyi basarima
sahip smniflandirma algoritmalar1 STYS yazilimma entegre edilerek, saglik turistinin
rezervasyon asamasinda girmis oldugu verileri dikkate alarak, ger¢cek zamanli olarak
rezervasyon iptal tahmini yapilmaktadir. STYS kullanicisi, rezervasyonunu iptal etme ihtimali
yiiksek olan saglik turistine yonelik indirim tanimlama, promosyon tanimlama, ek hizmet

hediye etme vb. stratejileri uygulama imkanina sahip olmaktadir.

4.6. Arastirma Siireci
Doktora arastirmasinin tiim siire¢lerinde, CRISP-DM metodolojisine ait islem

basamaklari tim adimlar ile eksiksiz bir sekilde takip edilmistir.

4.6.1. Isi Anlama

Isi anlama asamasinda 6nemli olan, problemin detaylar1 ile tanimlanmasidir. STYS
projesinin ilk asamasinda, saglik turizmi paydaslari ile yapilan kullanici goriismeleri, fokus
grup, kart siralama vb. arastirma teknikleri sonucunda, saglik turizmi stireclerini takip etme ve
yonetmede yasanan zorluklar, saglik turistlerinin rezervasyon iptallerini ongorecek bir

sistemlerinin olmamasi, tespit edilen genel problemler olarak siralanabilir.

4.6.2. Veriyi Anlama

Veriyi anlama is siirecinde; ilk verinin toplanmasi, verinin tanimlanmasi, verinin
kesfedilmesi ve veri kalitesinin dogrulanmasi gérevleri tamamlanmaigtir.

i. [Ik Verinin Toplanmasi: Doktora arastirma kapsaminda, saglik turizmi yetki
belgesine sahip saglik kuruluslari ve araci kuruluslar i¢in STYS yazilimi gelistirilmistir.
STYS {izerinden saglik turistlerine ait rezervasyon verileri, Kisisel Verileri Koruma Kanunu

gozetilerek ve anonimlestirme islemi yapilarak toplanmaistir.
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ii. Verinin Tamimlanmasi: STYS yaziliminda, saglik turistlerine ait konaklama,
tedavi, tur ve rezervasyon verileri farkli tablolardan alinmis ve tek bir Excel dosyasindan

birlestirilmistir. Veri setine ait 39 degisken ve agiklamalar1 Tablo 4.1°de verilmistir.
Tablo 4.1 Degisken Ad1 ve Aciklamalari

Degisken Ad1 Gozlem Veri Degisken Aciklamasi

otel turu 5.060 object Otel Tipi (Tatil Oteli, Sehir Oteli)

oda_sayisi 5.060 int64 Rezerve Edilmis Oda Sayisi

yetiskin 5.060 int64 Konaklayacak Yetiskin Misafir Sayisi

cocuk 5.060 int64 2-12 Yas Aras1 Konaklayacak Misafir Sayisi

bebek 5.060 int64 0-2 Yas Arast Konaklayacak Misafir Sayis1

ozel istek 5.056 float64  Misafirlerin Ozel Talep Sayist

toplam_fiyat 5.034 floatb4  Misafirlerin Toplam Konaklama Ucreti

uyruk 5.060 object Misafirlerin Uyrugu

rezervasyon durumu 5.060 object Rezervasyonun Son Durumu (Cikis, Iptal, Gelmedi vb.)
para_birimi 5.060 int64 Odemenin Yapildig: Para Birimi

misafir_folyo 5.060 float64  Misafirlerin Otelde Yapmis Oldugu Harcama Tutar1
ucretli_kisi_sayisi 5.060 int64 Ucretli Kisi Says1

gece_sayisi 5.060 int64 Misafirlerin Konaklama Siiresi

otel onodeme 5.060 object Misafirlerin varis 6ncesinde yaptig1 6deme miktari
pan_tipi 5.004 object Ucrete Dahil Yemek Tipi (Kahvalti, Tam Pansiyon vb.)
oda_tipi 5.014 object Misafir i¢in rezerve edilmis oda tipi

acenta 5.060 object Rezervasyonu Yapan Seyahat Acentasi
toplam_rez_say 5.060 int64 Misafirin Toplam Rezervasyon Sayisi

toplam_iptal say 5.060 int64 Misafirin Toplam Rezervasyon Iptal Sayist

iptal durumu 5.060 int64 Rezervasyon Iptal Durumu (Iptal Degil = 0, Iptal = 1)
gecelik_oda_fiyati 5.060 float64  Rezervasyon yapilmis otelin gecelik oda ticreti
uzmanlik alani 5.060 object Istenilen Tedavinin Uzmanlik Alani (Sag, Dis vb.)
tedavi_tipi 5.060 object Uzmanhga Bagh Tedavi Tiirii (Dental Implant vb.)
tedavi_fiyati 5.060 int64 Tedavi i¢in Odenecek Toplam Tutar
uygulanan_indirim 5.060 float64  Tedavi Fiyatina Uygulanan Indirim

satis_fiyati 5.060 floatb4  Misafirin Tedavi I¢in Odedigi Tutar.
tekrarlanan_misafir 5.060 int64 Misafirin Gegmis Ziyaret Kaydi (Var = 1, Yok = 0)
gecmis_rez_iptal edilmemis  5.060 int64 Gegmis Rezervasyon Iptalleri (Yok=1, Var =0)
hasta_dogum_tarihi 5.060 object Misafirin Dogum Tarihi

hasta cinsiyet 5.060 object Misafirin Cinsiyeti

hasta_yas 5.060 int64 Misafirin Yasi

kanal 5.060 object Misafirin Rezervasyonu Yaptigir Kanal
hasta_tercih_edilen_iletisim  5.060 object Misafirin Tercih Ettigi {letisim Tipi
depozito_durumu 5.060 object Depozito Verme Durumu (Vermedi=0, Verdi=1)

tur durumu 5.060 object Misafirin Tur Talebi (Tur Dahil=1, Tur Dahil Degil=0)
varis_tarihi 5.060 object Misafirin Otele Varis Tarihi

kayit_tarihi 5.060 object Rezervasyonun Olusturulma Tarihi

varis_suresi 5.060 int64 Rezervasyon ve Varis Tarihi Arasindaki Giin Sayisi
cikis_tarihi 5.060 object Konaklama Siiresinin Bitig Tarihi

Degiskenlerden 18 tanesi string ve kategorik verileri iceren “object” veri tipindedir.
Tam say1 degerleri temsil eden “int64” veri tiiriine sahip 15 degisken bulunmaktadir. Ondalik
sayilar1 temsil eden “float64” tipine sahip 6 adet degisken bulunmaktadir. Sayisal

degiskenlere ait istatistik 6zeti Tablo 4.2°de verilmistir.
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Degisken Ad1 Ortalama Std, Min 25% 50% 75% Maks
oda_sayisi 1,0339 0,5620 1,0000  1,0000 1,0000  1,000000 15,0000
yetiskin 1,9968 0,6904 1,0000  2,0000 2,0000  2,000000  6,0000
cocuk 0,0928 0,3386 0,0000  0,0000 0,0000  0,000000  3,0000
bebek 0,1247 0,4714 0,0000  0,0000 0,0000  0,000000 10,0000
toplam_fiyat 1534,55 1163,18 33594 791,68 1196,52 1887,98 21675,42
misafir_folyo 141,2954 399,0462  0,0000  0,0000 0,0000 45,6600 4827,9000
ucretli_kisi_sayisi 2,0038 0,6949 1,0000  2,0000 2,0000  2,0000 6,0000
gece_sayisi 13,9579 7,3287 8,0000  9,0000 11,0000 17,0000 157,0000
toplam_rez_say 1,4294 1,8079 1,0000 1,0000 1,0000 1,0000 20,0000
toplam_iptal say 0,3428 1,3546 0,0000  0,0000 0,0000  0,0000 15,0000
gecelik oda_fiyati 107,4055 46,3812 40,3825 71,9275 97,7925 133,4580 3492216
tedavi_fiyati 2378,3241 1352,4508 50,0000 1500,0000 2100,000 3000,0000 6000,0000
satis_fiyati 2199,9884  1252,692470 45,00000 1350,0000 1900,000 2850,0000 5700,0000
hasta_yas 45,2701 7,3717 23,000 41,0000 46,0000 51,0000 58,0000
varis_suresi 82,0184 51,726781 30,0000 38,0000 65,0000 114,0000  236,0000

Rezervasyon yapan kisiler genellikle iki yetiskinden olusmaktadir. Rezervasyon

yapanlarin biiyiik cogunlugunu bebek ve ¢ocuklari bulunmamaktadir. Tiim rezervasyon yapan

kisilerden %16's1 rezervasyon siirecinde 6zel bir istekte bulunmustur. Ortalama toplam fiyat

1.534 Euro’dur. Tiirkiye’ye saglik turizmi kapsaminda gelen saglik turistleri ortalama iki

hafta, en az 8 gece konaklamaktadir. Rezervasyon yapanlar genellikle bir tane rezervasyon

yapmustir. Ortalama tedavi fiyat1 2.378 Euro’dur. Saglik turistlerinin ortalama hasta yas1 45,

en gec hasta 23 en yasli hasta ise 58 yasindadir. Saglik turistleri tedavi almak istedigi saglik

kurulusuna karar verdikten sonra ortalama 82 giin sonra Tiirkiye’ye gelecek sekilde plan

yapmaktadir. Veri setinde yer alan kategorik degiskenlere ait istatistik 6zeti Tablo 4.3’te

verilmistir.

Tablo 4.3 Kategorik Degiskenler icin istatistik Ozeti

Degisken Ad1 Essiz Deger Frekans
otel turu 2 Sehir Oteli 3584
uyruk 16 Ingiltere 2177
rezervasyon durumu 5 Cikis 3755
otel onodeme 1084 Yok 3630
pan_tipi 8 Kahvalt1 2266
oda_tipi 8 Standart 3054
acenta 16 Online 2723
uzmanlik alani 7 Dis Tedavileri 3610
tedavi_tipi 35 Implant 1641
tekrarlanan misafir 2 Hay1r 4815
hasta cinsiyet 2 Erkek 2597
kanal 5 Facebook 1428
hasta_tercih_edilen _iletisim 6 Whatsapp 2222
depozito durumu 2 On 6demesiz 3631
tur durumu 2 Dabhil degil 4045




81

Saglik turistleri en ¢ok “Sehir” otellerini tercih etmektedir. 16 Farkli {ilkeden saglik
turisti gelmis olup en ¢ok saglik turistinin geldigi iilke “Ingiltere”dir. Otel &demeleri
cogunlukla 6n 6demesiz olarak yapilmaktadir. 8 Farkli pansiyon tipi igerisinden ve ¢ok
“Kahvalt1” olarak tercih edilmektedir. 8 farkli oda tipi bulunmaktadir ve “Deluxe Room” en
sik rastlanan oda tipidir. 16 Farkli acenta {izerinden rezervasyonlar yapilmis ve "Online" en
cok tekrar eden deger olmustur. “Dis Tedavi Girisimleri” yedi uzmanlik igerisinden en sik
rastlanan uzmanhk alamdir. “Dental Implant” otuzbes farkli tedavi tipi icerisinden en sik
rastlanan tedavi tipidir. Tekrarli olmayan saglik turistlerine ait rezervasyonlar cogunluktadir.
Saglik turistlerinin 2.597 tanesi erkek hastadir. "Facebook", iletisim kanallarindan en sik
kullanilan kanalidir. Hastanin tercih edebilecegi altt farkli iletisim tercihi bulunmaktadir.
"WhatsApp" en sik tercih edilen hasta iletisim kanalidir. Genel olarak saglik turistlerinden 6n
O0deme almadan rezervasyonlar alinmaktadir. Saglik turistleri tarafindan tur hizmeti
rezervasyon asamasinda genellikle tercih edilmemektedir.

iii. Verinin Kesfedilmesi: Verinin kesfedilmesi gorevinde Ozniteliklerin dagilimi,
gorsellestirmesi ve raporlanmasi yapilmistir. Verinin kesfedilmesi icin yapilan ¢alismalar, veri
tanimina, kalite raporlarina ve analizler i¢in gerekli doniistimlere katki saglamaktadir.

Ingiltere
Hollanda
Almanya
Rusya
Portekiz

Belgika
Fransa

Ispanya
fran
Kanada
ABD
Avustralya
. Katar
italya
Avusturya
Liibnan

Sekil 4.1 Saglik Turistlerinin Geldikleri Ulkelere Goére Dagihmlar:

Saglik turistlerinin geldikleri tilkelere gore dagilimlar1 Sekil 4.1°de verilmistir. Saglik
turistleri cogunlukla ingiltere (%42,7), Hollanda (%26,1), Almanya (%13,5), Rusya (%11,3)
kaynakli olmasina ragmen, Portekiz, Belcika, Fransa, Ispanya, iran, Kanada, Amerika Birlesik
Devletleri, Avustralya, Katar, italya, Avusturya ve Liibnan olmak iizere diinyanin dort bir

yanindan saglik turistleri Tiirkiye’ye tedavi amaciyla gelmektedir.
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Sekil 4.2 Ozel isteklere Gore iptal Durumu

Saglik turistlerinin yapmis oldugu 5.060 toplam rezervasyondan, 811 rezervasyonda
saglik turisti 6zel bir istekte bulunmustur. Rezervasyon esnasinda 6zel istekte bulunan 678
saglik turisti rezervasyonunu iptal etmemistir. Ozel istekte bulunmayan 4.249 saglk turisti

icerisinden 1.015 saglik turisti rezervasyonunu iptal ettigi Sekil 4.2°de gdsterilmektedir.
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Sekil 4.3 Tekrarh Saglik Turistinin Rezervasyon iptal Etme Durumu

Tedavi amaciyla rezervasyon yaptiran saglik turistlerinden %951 Tiirkiye’de daha
onceden tedavi olmamis ve ilk kez rezervasyon yaptirmistir. Tiirkiye’de daha 6nceden tedavi
olmus saglik turistlerinin rezervasyonlarini iptal etmedikleri, Tiirkiye’de ilk defa tedavi olacak

saglik turistlerinin %24 oraninda rezervasyonlarini iptal ettikleri Sekil 4.3°te gosterilmektedir.
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Sekil 4.4 Depozito Durumuna Gére iptal Durumu

Saglik turizmi paydaslari, saglik turistlerine gliven verebilmek i¢in rezervasyon
sirasinda genellikle 6n 6deme almadan rezervasyon yapmaktadir. Saglik turistlerinden 6n
O0deme alinmadan yapilan rezervasyonlar %28 oran ile iptal ettigi, 6n Odeme alinan

rezervasyonlarin %9 oraninda iptal edildigi Sekil 4.4’te gosterilmektedir.
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Aylar
Sekil 4.5 Otel Tiirlerine Gore Ayhk Saghk Turisti Sayilar:
Saglik turistleri konaklama tercihini sehir otellerinden yana kullanmaktadir. Sehir
otellerinin en ¢ok tercih edildigi aylar haziran, temmuz ve agustos aylar1 olmaktadir. Saglik
turizmi rezervasyonlariin aylara gore dagilimi incelendiginde, rezervasyonlarin tiim aylara

dagildig: Sekil 4.5°te gosterilmektedir.
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Sekil 4.6 Tedavi Tarihi ve Rezervasyon Tarihi Arasinda Gegen Siire
Rezervasyonlarin tedaviden ne kadar siire 6nce yapildig1 Sekil 4.6’da gosterilmektedir.
Saglik turistleri rezervasyonlarini genellikle tedaviden {i¢ ay dnce yaptirmalarina ragmen bazi

rezervasyonlar 200 giin 6nce bile yapilabilmektedir.
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Sekil 4.7 Tedavi ve Varis Siiresinin Iptallere Etkisi
Tedavi olunmasi planlanan tarih ile rezervasyon tarihi arasindaki siire ne kadar uzun
olursa, rezervasyonun iptal edilme olasilig1 da Sekil 4.7°de gdsterildigi gibi o kadar yiiksek

olmaktadir.
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Sekil 4.8 Varis Siiresinin Yogunluk Dagilimi

Tedavi olunmasi planlanan tarih ile rezervasyon tarihi arasindaki siire 60 giiniin fazla
oldugu durumlarda, saglik turistlerinin rezervasyonlarini iptal etme olasiliklar1 Sekil 4.8’de
gosterildigi gibi artmaktadir.

iv. Veri kalitesinin dogrulanmasi: Siniflandirma islemleri yapan makine &grenimi
algoritmalar1, hedef sinifta yer alan degerlerin birbirine yakin oldugunu varsaymaktadir. Bazi
niteliklere ait smiflar ¢cok daha fazla sayida oldugu durumlarda, dagilim homojen
olmamaktadir. Model, c¢ogunluga sahip sinif ile egitildigi durumda, makine &grenimi
algoritmalar1 yanli tahminler yapabilmektedir. Ayrica, azinlik sinif nadirligine ragmen 6nemli
bilgiler de igerebilmektedir. Bu nedenle, veri dengesizliklerini g6z Oniinde bulunduran ve
gercek diinya problemlerinin ¢ézliimiine uygun tahminler yapabilen sistemler tasarlamak
gerekmektedir.

Dengesiz veri setlerinde bazi nitelikler daha fazla veri igerirken, diger nitelikler daha
az veri icermektedir. Az veri i¢eren nitelikler, model tarafindan yeterince 6grenilmemektedir.
Tablo 4.4’te veri setinin sahip oldugu azinlik sinifin yiizdesine gore veri setinin dengesizlik

durumuna karar verilmektedir (Google Machine Learning, 2023).

Tablo 4.4 Azinlik Sinifin Yiizdesine Gore Dengesiz Veri Seti Tespiti

Dengesiz Veri Seti Azinhk Smifin Yiizdesi
[liml Azinlik Sinifin Toplam Veri Setinin %20 - %40 olusturmasi
Orta Azinlik Smnifin Toplam Veri Setinin %1 - %20 olusturmasi

Asirt Azinlik Sinifin Toplam Veri Setinin < %1 olusturmasi
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Sekil 4.9 iptal Durumunun Veri Setindeki Dagilimi

Arastirmada kullanilan veri setinde iptal edilen ve iptal edilmeyen rezervasyonlarin
dagilimlar Sekil 4.9°da gosterilmistir. Saglik turistlerinin yapmis oldugu 5.060 toplam
rezervasyonun, %22,69 oran ile 1.148 rezervasyon iptal edilmis, %77,31 oran ile 3.912
rezervasyon iptal edilmemistir. Tablo 4.4’e gbre, aragtirma veri seti ilimli bir dengesiz veri
seti olarak, azilik siifin yeterince iyi temsil edildigi degerlendirilmistir. Veri setinde siniflart
dengelemek icin asir1 60rnekleme, alt 6rnekleme teknikleri uygulama zorunlulugu olmamasina
ragmen ROSE, ADASYN, SMOTE ve SMOTE-ENN teknikleri ile veri seti homojen bir

yapiya getirilmis ve sonuglar degerlendirme boliimiinde verilmistir.

4.6.3. Verinin Hazirlanmasi

Verinin hazirlanmasi is siirecinde; verinin se¢imi, verinin temizlenmesi, verinin
yapilandirilmasi, verinin birlestirilmesi ve veri bicimlendirilmesi gorevleri tamamlanmaistir.

i. Verinin Se¢imi: Dogrudan iligkili degiskenlerin kaldirilmasi ve ilgisiz degiskenlerin
cikartilmasi iglemleri ile veri se¢imi gorevi tamamlanmigtir.

Dogrudan Iliskili Degiskenlerin Kaldirilmasi: “rezervasyon durumu” degiskeni bir
rezervasyonun mevcut durumunu gosteren “Iptal Edildi”, “Cikis Yapildi” ve “Gelmedi”
verilerini  saklayan, kategorik bir degiskendir. “rezervasyon durumu” degiskeni,
“iptal durumu” hedef degiskeni ile dogrudan iliskili oldugundan, bu bagimsiz degiskeni
tahmin modeline dahil etmek veri sizintisina (data leakage) sebep olmaktadir. “varis_tarihi”
degiskeni, misafirin otele giris yaptig1 tarihi ve “cikis tarihi” degiskeni, misafirin otelden
cikis yaptigi tarihi saklamakta olup, rezervasyonun iptal edilmedigini dolayli olarak

gostermektedir. Tahminlerin tutarli olmasi ve etkin bir model olusturabilmek igin
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“rezervasyon_durumu”, ‘“varis_tarihi” ve “cikis tarihi” degiskenleri modele dahil

edilmemistir.

Ilgisiz Degiskenlerin Cikariimas:: Hedef degiskeninin tahmininde, herhangi bir yararli
bilgi saglamayan ilgisiz degiskenlerin c¢ikartilmasi gerekmektedir. Bu kapsamda;
“kayit_tarihi”, “para_birimi”, “hasta dogum tarihi”, “oda tipi”, “varis_tarihi ayin gunu”,
“hasta_tercih_edilen_iletisim”, “pan_tipi”, “varis gunu numarasi”’ ve degiskenleri tahmin
modeline dahil edilmemistir.

Yiiksek Korelasyonu Sahip Degiskenlerin Tespiti: Sekil 4.10°daki korelasyon matrisine
gore, yiiksek korelasyona sahip degiskenler tespit edilmis ve tahmin modeline dahil
edilmemistir. “ucretli_kisi sayisi” ile “yetigkin sayisi” arasinda yiliksek korelasyon
oldugunda “ucretli kisi sayisi” degiskeni modele dahil edilmemistir. “depozito durumu”
degiskeni, “tur durumu” ve “otel onodeme” degiskenleri ile yiiksek korelasyona sahip
oldugu icin “depozito durumu” degiskeni modele dahil edilmemistir. “hafta_icigunler” ve
“haftasonu_gunler” degiskenleri, “gece sayisi” degiskeni ile yiliksek korelasyona sahip

oldugu i¢in “hafta icigunler” ve “haftasonu_gunler” degiskenleri modele dahil edilmemistir.
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Sekil 4.10 Degiskenlere ait Korelasyon Matrisi
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“tedavi_fiyati” degiskeni, “satis fiyati” degiskeninin indirim uygulanmadan onceki
degerini ifade etmektedir. Bu nedenle “tedavi fiyati” degiskeni modele dahil edilmemistir.
“toplam_fiyat” degiskeni, “gecelik oda fiyati” degiskeni arasinda yiiksek korelasyon
bulundugu icin “toplam_fiyat” degiskeni modele dahil edilmemistir.

ii. Verinin temizlenmesi: Verinin temizlenmesi is siirecinde eksik verilerin tespiti ve
aykir verilerin temizlenmesi gorevleri tamamlanmistir.

Eksik Verilerin Tespiti: Veri setinde yer alan “toplam_fiyat” ve “ozel istek” bagimsiz
degiskenlerinde eksik veriler bulunmaktadir. “ozel istek” degiskeninde 4.245 adet 6zel istek
bulunmadigin1 ifade eden 0 degeri, 811 adet Ozel istek sayisini ifade eden 1 degeri
bulunmaktadir. Tiim rezervasyon verileri igerisinde %0,0791 yiizde ile 4 adet “ozel istek”
verisi eksiktir. “ozel istek” degiskenin aldigi degerlerin modu 0 oldugu i¢in, “ozel istek”
degiskeni 0 degeri ile doldurulmustur. “toplam_fiyat” degiskeninde %0,5138 oraninda eksik
veri yer almaktadir. “toplam_fiyat” degiskeninde eksik olan veriler, “gecelik oda fiyati” ve
“gece_sayisi” degiskenlerinin ¢arpimi ile doldurulmustur.

Aykirt Verilerin Temizlenmesi: “bebek sayisi” degiskeninde 16, ve “oda sayisi”
niteliginde 5 adet aykir1 deger tespit edilmis ve aykir1 degerler veri setinden temizlenmistir.

iii. Verinin Yapuandirilmasi: Yeni degiskenlerin iiretilmesi, tamamen yeni kayitlar
elde edilmesi veya mevcut degiskenlerin doniistiiriilmesi gibi veri yapilandirici faaliyetlerini
bu asamada gerceklestirilmistir. “varis_tarihi” degiskeni kullanilarak; “varis gun”,
“varis_ay”, “varis_yil”, “varis_tarihi_ayin gunu”, “varis_gunu_hafta numarasi”,
“varis_gunu numarasi” ve degigkenleri elde edilmistir. “olusturulma tarihi” degiskeni
kullanilarak, ‘“olusturulma_gun”, “olusturulma ay”, “olusturulma yil” degiskenleri elde
edilmigtir. “cikis tarihi” degiskeninden “cikis gun”, “cikis ay”, “cikis yil” degiskenleri
tiiretilmistir. “varis_tarihi” degiskeni ile “olusturulma tarihi” degiskeni arasinda gecen
stirenin giin olarak hesaplanarak degerlerin saklanmasi igin “varis suresi” degiskeni,
“haftaici_gunler”, “haftasonu_gunler” degiskenleri olusturulmustur.

iv. Verilerin Birlestirilmesi: Farkl1 veri kaynaklardan toplanan verilerin birlestirilmesi
asamasinda uyumsuzluklarin ortadan kaldirilmasi ve verilerin birlestirilmesi gerekmektedir.
Ayn1 rezervasyona ait birden fazla tabloda yer alan verilerin bir araya getirilmesi ile
birlestirilmis veri olusturulmustur. Bir rezervasyona ait cinsiyet, dogum tarihi, geldigi iilke
vb. kullanici verilerinin yer aldigi kullanicilar tablosu ile uzmanlik, tedavi siiresi, tedavi iicreti
vb. tedavi verilerinin yer aldig1 tedaviler tablosundan gelen veriler birlestirilmistir.

v. Verilerin Bigcimlendirilmesi: Verilerde yapilan ve verinin anlamini degistirmeyen

ancak modelleme aracinin gerektirdigi degisiklikler yapilmistir. yer almaktadir. Yapay sinir
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aglari, kategorik veriler i¢in calismadigindan dolayi, “otel turu”, “uyruk”, “acenta”,

“uzmanlik alani”, “tekrarlanan misafir”, “kanal”, “tur durumu” vb. kategorik degiskenler

One-Hot Encoding kullanilarak numerik hale doniistiiriilmiistiir.

4.6.4. Modelleme

Verinin modelleme i¢in hazir hale gelmesinden sonra, modelleme tekniginin se¢imi,
test tasariminin liretilmesi, modelin yapilandirilmasi ve modelin degerlendirilmesi iglemleri
yapilmaktadir.

i. Modelleme Tekniginin Seg¢imi: Modelleme asamasinda veri madenciligi
yontemlerinden ZeroR, Naive Bayes, KNN, Karar Agaclari, Lojistik Regresyon, Destek
Vektor Makineleri, Yapay Sinir Aglari, Rastgele Orman, XGBoost, AdaBoost, CatBoost ve
LightGBM olmak tizere 12 modelleme teknigi kullanilmigtir.

ii. Test Tasarimimin Uretilmesi: Bir model olusturmadan once modelin kalite ve
gecerliligini test etmek amaciyla bir mekanizma veya prosediir olusturulmasi gerekmektedir.
Veri setinde bulunan 5.060 adet rezervasyon verisi %70 egitim verisi (3.542) ve %30 test
verisi (1.518) olmak tizere iki boliime ayrilmistir. Tahmin modellerini egitmek i¢in 3.542 adet
rezervasyon verisi kullanilmigtir. Tahmin modelinin egitilmesi asamasinda hi¢ géremedigi
1.518 adet test verisi, modelin siniflandirma performansinmi tespit etmek i¢in kullanilmigtir.
Veri seti, egitim veri kiimesi (training dataset) ve test veri kiimesi (test dataset) olarak ikiye
boliiniirken, veri setinde mevcut dengesizlik oraninda egitim ve test kiimelerine esit dagilmasi
gerekmektedir. Egitim ve test veri setlerinde, simif oranlarinin benzerligi, model
performansinin istikrarli olmasi bakimindan 6nemlidir. Bu baglamda veri seti egitim ve test
veri setlerine boliinmesi isleminde kullanilan train test split() fonksiyonunda yer alan
“stratify” parametresi ile katmanlama (stratification) yapilmistir.

iii. Modelin Yapilandirilmasi: Egitim veri seti lizerinde sec¢ilen modelleme teknikleri
varsayillan parametreleri ile caligtirilmistir. Modellerin  varsayilan parametreleri ile
calistirtlmasi, tahmin modelinin performansini tam olarak gosteremeyeceginden, KFold Cross
Validation 5 parametresi kullanilarak uygulanmis ve en iyi basarima sahip secenek lizerinde
grid search uygulanarak optimum parametreler tespit edilmistir. Bu parametreler ile en yiiksek
basarima sahip modellerin “tune” edilmis versiyonlari elde edilmistir.

iv. Modelin Degerlendirilmesi: Tahmin modelleri test veri seti kullanilarak,
karsilagtirma metriklerine gore degerlendirilmistir. Modellerin karigiklik matrisleri, modele en
cok katki saglayan bagimsiz degiskenleri, her bir model altinda verilmistir. Boliim sonunda

tiim modellere ait karsilagtirma tablosu verilmistir.
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4.6.4.1. ZeroR

Tahmin giicii bulunmayan ve baskin sinifa {iye sayisinin, tiim veri seti sayisina orant
ile dogruluk degeri hesaplana ZeroR algoritmasi diger yontemlerin kiyaslanmasi i¢in referans
deger olusturmaktadir. Saglik turistlerinin yapmig oldugu toplam rezervasyon sayist 5.060
olup, %22,69 oran ile 1.148 rezervasyon iptal edilmis, %77,31 oran ile 3.912 rezervasyon

iptal edilmemistir. ZeroR algoritmasinin dogruluk degeri %77,31 dir.

4.6.4.2. Naive Bayes

Naive Bayes modelinin test verilerine ait karisiklik matrisi Tablo 4.5’te verilmistir.
1.518 adet rezervasyon test verisi lizerinde yapilan tahminlere gore 298 adet gercek
“Rezervasyon iptal” degeri, ‘“Rezervasyon iptal” seklinde basarili bir sekilde
simiflandirilmigtir. 594 adet gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal
degil” seklinde basarili bir sekilde siniflandirilmistir.

580 adet gercek “Rezervasyon iptal degeri” degeri, “Rezervasyon iptal” seklinde hatali
tahmin edilmistir. 46 adet gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal degil”

seklinde hatali tahmin edilmisgtir.

Tablo 4.5 Naive Bayes icin Karisikhik Matrisi

Tahmin Degeri
Iptal Iptal Degil
x Iptal TP =298 FN =46 TPR =0,8663 FNR =0,1337
§ Iptal Degil FP =580 TN =594 TNR = 0,5060 FPR = 0,4940
PPV =0,3394 NPV =0,9281 Dogruluk = 0,5876 F1=0,4877

Naive Bayes smiflandiricisinin 0,5876 dogruluk degeri ile, tiim rezervasyonlarin %59
oran ile “Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin
edilmektedir. Smiflandiricinin 0,3394 kesinlik degeri, siniflandiricinin bir rezervasyonu
“Rezervasyon iptal” olarak tahmin etmesi durumunda %34 oran ile dogru oldugu anlamina
gelmektedir. Bagka bir ifadeyle, “Rezervasyon iptal” olarak siniflandirilan rezervasyonlar
%34 oran ile gergekten “Rezervasyon iptal” degerine sahiptir.

NB smiflandiricinin - 0,8663 hassasiyet degeri, veri kiimesindeki tiim gergek
“Rezervasyon iptal” degerlerinin %87 oran ile dogru bir sekilde “Rezervasyon iptal” olarak
tanimladigini gostermektedir. NB siniflandiricinin 0,5060 6zgiillikk degeri, veri kiimesinde yer
alan tiim gercek “Rezervasyon iptal degil” rezervasyonlarin %51 oran ile “Rezervasyon iptal

degil” olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.
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Siniflandiricinin F1-skorunun 0,4877 gibi bir diisiik bir deger olmasi, “Rezervasyon
iptal” olan rezervasyonlarin dogru sekilde tanimlanmasi ile hatali pozitif sonuglarin 6nlenmesi
arasinda ortalama bir denge oldugunu gostermektedir. Naive Bayes siiflandiricinin FPR
degerinin 0,494 olmasi, gercek degeri “Rezervasyon iptal degil” olan rezervasyonlarin %50
oran ile hatal bir sekilde “Rezervasyon iptal” olarak siiflandirildig1 anlamina gelmektedir.

Siniflandiricinin FNR degerinin 0,1337 olmasi, gergek degeri “Rezervasyon iptal”
olan rezervasyonlarin %1,33 oran ile hatali bir sekilde “Rezervasyon iptal degil” olarak
simiflandirildigi anlamima gelmektedir. Siniflandiricinin NPV degerinin  0,9281 olmasi,
“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %93 oran1 ile gercekten

“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.11 Naive Bayes ROC ve En Cok Katki Saglayan Degiskenler

Egri altinda kalan alanin (AUC) degeri Sekil 4.11°de gosterildigi gibi 0,79 olup, Naive
Bayes smiflandiricisinin dogru, giivenilir sayilabilecek bir test sonucunu ve test grubu i¢in
ortalama bir ayrim1 ifade etmektedir. Naive Bayes tahmin modelinde en ¢ok katkiy1 saglayan

2 6

¢ 0zellik “tur durumu”, “tekrarlanan_misafir” ve “varis_suresi” bagimsiz degiskenleridir.

4.6.4.3. K-En Yakin Komsu

KNN smiflandiricisinin test verilerine ait karisiklik matrisi Tablo 4.6’da verilmistir.
1.518 adet rezervasyon test verisi lizerinde yapilan tahminlere gore 152 adet gergek
“Rezervasyon iptal” degeri, ‘“Rezervasyon iptal” seklinde basarili bir sekilde
siiflandirilmigtir. 1.077 adet gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal
degil” seklinde basarili bir sekilde siniflandirilmistir.

97 adet gergek “Rezervasyon iptal degeri” degeri, “Rezervasyon iptal” seklinde hatali
tahmin edilmistir. 192 adet gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal degil”

seklinde hatali tahmin edilmistir.
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Tablo 4.6 KNN i¢in Karisikhk Matrisi

Tahmin Degeri
Iptal Iptal Degil
2 Iptal TP =152 FN =192 TPR =0,4419 FNR = 0,5581
§ Iptal Degil FP=97 TN =1.077 TNR =0,9174 FPR =0,0826
PPV =0,6104 NPV =0,8487 Dogruluk = 0,8096 F1=0,5126

KNN siniflandiricisinin 0,8096 dogruluk degeri ile, tim rezervasyonlarin %81 oran ile
“Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin edilmektedir.
KNN siniflandiricinin 0,6104 kesinlik degeri, siniflandiricinin bir rezervasyonu “Rezervasyon
iptal” olarak tahmin etmesi durumunda %61 oran ile dogru oldugu anlamina gelmektedir.

Siniflandiricinin 0,4419 hassasiyet degeri, veri kiimesindeki tiim gercek “Rezervasyon
iptal” degerlerinin %44 oran ile dogru bir sekilde “Rezervasyon iptal” olarak tanimladigini
gostermektedir. KNN siniflandiricinin 6zgiillik degerinin 0,9174 olmasi, veri kiimesindeki
tim gercek “Rezervasyon iptal degil” rezervasyonlarin %92 oran ile “Rezervasyon iptal
degil” olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.

Siniflandiricinin F1 puanmin 0,5126 gibi bir ortalama bir deger olmasi, “Rezervasyon
iptal” olan rezervasyonlarin dogru sekilde tanimlanmasi ile hatali pozitif sonuglarin 6nlenmesi
arasinda ortalama bir denge oldugunu gostermektedir. KNN smiflandiricinin FPR degerinin
0,0826 olmasi, gergek degeri “Rezervasyon iptal degil” olan rezervasyonlarin %8 oran ile
hatal1 bir sekilde “Rezervasyon iptal” olarak siniflandirildigi anlamina gelmektedir.

Siniflandiricinin FNR degerinin 0,5581 olmasi, gercek degeri “Rezervasyon iptal”
olan rezervasyonlarin %56 oran ile hatali bir sekilde “Rezervasyon iptal degil” olarak
simiflandirildigi anlamima gelmektedir. Siniflandiricinin NPV degerinin  0,8487 olmasi,

“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %85 oran ile gercekten

“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.12 KNN i¢in ROC ve En Cok Katki Saglayan Degiskenler
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Egri altinda kalan alanin (AUC) degeri Sekil 4.12°de gosterildigi gibi 0,77 olup, KNN
siniflandiricisinin dogru, giivenilir sayilabilecek bir test sonucunu ve test grubu igin ortalama
bir ayrimi ifade etmektedir. KNN tahmin modelinde en ¢ok katkiyr saglayan ozellikler

199 <

“varis_suresi”, “gece sayisi” ve “tur_durumu” bagimsiz degiskenleridir.

4.6.4.4. Destek Vektor Makineleri

DVM siniflandiricisinin test verilerine ait karisiklik matrisi Tablo 4.7°de verilmistir.
1.518 adet rezervasyon test verisi lizerinde yapilan tahminlere gore 103 adet gercek
“Rezervasyon iptal” degeri, ‘“Rezervasyon iptal” seklinde basarili bir sekilde
simiflandirilmigtir. 1.147 adet gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal
degil” seklinde basarili bir sekilde siniflandirilmistir.

27 adet gercek “Rezervasyon iptal degeri” degeri, “Rezervasyon iptal” seklinde hatali
tahmin edilmistir. 241 adet gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal degil”

seklinde hatali tahmin edilmistir.
Tablo 4.7 DVM i¢in Kansiklik Matrisi

Tahmin Degeri
Iptal Iptal Degil
x Iptal TP =103 FN =241 TPR =0,2994 FNR = 0,7006
§ Iptal Degil FP =27 TN =1.147 TNR =0,9770 FPR =0,0230
PPV =0,7923 NPV =0,8264 Dogruluk = 0,8235 F1=0,4346

DVM smiflandiricisinin 0,8235 dogruluk degeri ile, tiim rezervasyonlar %82 oraninda
“Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin edilmektedir.
Smiflandiricinin 0,7923 kesinlik degeri, siniflandiricinin bir rezervasyonu “Rezervasyon
iptal” olarak tahmin etmesi durumunda %79 oran ile dogru oldugu anlamina gelmektedir.
Bagka bir ifade ile, “Rezervasyon iptal” olarak siniflandirilan rezervasyonlar %79 oran ile
gercekten “Rezervasyon iptal” degerine sahiptir.

DVM smiflandiricinin  0,2994 hassasiyet degeri, veri kiimesindeki tiim gercek
“Rezervasyon iptal” degerlerinden %30 oran ile dogru bir sekilde “Rezervasyon iptal” olarak
tamimladigin1  gostermektedir. Siniflandiricinin 6zgiilliik degerinin  0,9770 olmasi, veri
kiimesindeki tiim gercek “Rezervasyon iptal degil” rezervasyonlarin %98 oran ile
“Rezervasyon iptal degil” olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.

Siniflandiricinin F1 puaninin 0,4346 gibi bir ortalama bir deger olmasi, “Rezervasyon
iptal” olan rezervasyonlarin dogru sekilde tanimlanmast ile hatali pozitif sonuclarin dnlenmesi
arasinda ortalama bir denge oldugunu gostermektedir. DVM siniflandiricinin FPR degerinin

0,0230 olmasi, gergek degeri “Rezervasyon iptal degil” olan rezervasyonlarin %2,3 oran ile
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hatali bir sekilde “Rezervasyon iptal” olarak smiflandirildigi anlamima gelmektedir.
Smiflandiricinin FNR degerinin 0,7006 olmasi, gercek degeri ‘“Rezervasyon iptal” olan
rezervasyonlarin %70 oran ile hatali bir sekilde “Rezervasyon iptal degil” olarak
simiflandirildigi anlamima gelmektedir. Siniflandiricinin NPV degerinin  0,8264 olmasi,
“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %83 oran ile gercekten

“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.13 DVM i¢in ROC ve En Cok Katki Saglayan Degiskenler

Egri altinda kalan alanin (AUC) degeri Sekil 4.13’te gosterildigi gibi 0,81 olup, DVM
siiflandiricisinin dogru, giivenilir sayilabilecek bir test sonucunu ve test grubu i¢in iyi bir
ayrimi ifade etmektedir., DVM tahmin modelinde en ¢ok katkiyr saglayan ozellikler

199 <

“varis_suresi”, “varis_ay” ve “tekrarlanan_misafir” bagimsiz degiskenleridir.

4.6.4.5. Lojistik Regresyon

LR simiflandiricinin test verilerine ait karigiklik matrisi Tablo 4.8’de verilmistir. 1.518
adet rezervasyon test verisi lizerinde yapilan tahminlere gore 55 adet gergek “Rezervasyon
iptal” degeri, “Rezervasyon iptal” seklinde basarili bir sekilde siniflandirilmigtir. 1.129 adet
gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal degil” seklinde basarili bir
sekilde siniflandirilmistir.

45 adet gercek “Rezervasyon iptal degeri” degeri, “Rezervasyon iptal” seklinde hatali
tahmin edilmistir. 289 adet gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal degil”

seklinde hatali tahmin edilmistir.

Tablo 4.8 LR i¢in Karisikhk Matrisi

Tahmin Degeri

Iptal Iptal Degil
x Iptal TP =55 FN =289 TPR =0,1599 FNR = 0,8401
§ Iptal Degil FP =45 TN=1.129 TNR =0,9617 FPR =0,0383
PPV =0,5500 NPV =0,7962 Dogruluk = 0,7800 F1=0,2477
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LR smiflandiricisinin 0,78 dogruluk degeri ile, tiim rezervasyonlarin %78 oran ile
“Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin edilmektedir.
Smiflandiricinin 0,55 kesinlik degeri, siniflandiricinin bir rezervasyonu “Rezervasyon iptal”
olarak tahmin etmesi durumundan bunun %55 oran ile dogru oldugu anlamina gelmektedir.
Bagka bir ifade ile, “Rezervasyon iptal” olarak siniflandirilan rezervasyonlarin %55 oran ile
gercekten “Rezervasyon iptal” degerine sahiptir.

Siniflandiricinin 0,1599 hassasiyet degeri, veri kiimesindeki tiim gercek “Rezervasyon
iptal” degerlerinden %16 oran ile dogru bir sekilde “Rezervasyon iptal” olarak tanimladigini
gostermektedir. Siniflandiricinin 6zgiillik degerinin 0,9617 olmasi, veri kiimesindeki tiim
gergek “Rezervasyon iptal degil” rezervasyonlarin %96 oran ile “Rezervasyon iptal degil”
olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.

Siniflandiricinin F1 puaninin 0,2477 gibi bir diisiik bir deger olmasi, “Rezervasyon
iptal” olan rezervasyonlarin dogru sekilde tanimlanmasi ile hatal1 pozitif sonuglarin 6nlenmesi
arasinda kotii bir denge oldugunu gostermektedir. LR siniflandiricinin FPR degerinin 0,0383
olmasi, gergek degeri “Rezervasyon iptal degil” olan rezervasyonlarin %3,8 oran ile hatali bir
sekilde “Rezervasyon iptal” olarak siniflandirildigr anlamina gelmektedir.

Siniflandiricinin FNR degerinin 0,8401 olmasi, gergek degeri “Rezervasyon iptal”
olan rezervasyonlarin %84 oran ile hatali bir sekilde “Rezervasyon iptal degil” olarak
simiflandirildigi anlamma gelmektedir. Siniflandiricinin NPV degerinin  0,7962 olmasi,
“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %80 oran ile gercekten

“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.14 LR icin ROC ve En Cok Katki Saglayan Degiskenler
Egri altinda kalan alanin (AUC) degeri Sekil 4.14’te gosterildigi gibi 0,71 olup, LR
siiflandiricisinin dogru, giivenilir sayilabilecek bir test sonucunu ve test grubu icin kotii bir
ayrimi ifade etmektedir. LR tahmin modelinde en ¢ok katkiyr saglayan ozellikler

9% < % ¢

“varis_suresi”, “varis_ay”, “tedavi satis” ve “konaklama ucreti” bagimsiz degiskenleridir.
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4.6.4.6. Karar Agaclar

Karar agaglar1 smiflandiricinin test verilerine ait karisiklik matrisi Tablo 4.9°da
verilmigtir. 1.518 adet rezervasyon test verisi iizerinde yapilan tahminlere gore 184 adet
gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal” seklinde basarili bir sekilde
simiflandirilmigtir. 1.065 adet gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal
degil” seklinde basarili bir sekilde siniflandirilmistir.

109 adet gercek “Rezervasyon iptal degeri” degeri, “Rezervasyon iptal” seklinde hatali
tahmin edilmistir. 160 adet gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal degil”

seklinde hatali tahmin edilmistir.

Tablo 4.9 Karar Agaclan icin Karisiklik Matrisi

Tahmin Degeri
Iptal Iptal Degil
% Iptal TP =184 FN = 160 TPR =0,5349 FNR = 0,4651
§ Iptal Degil FP =109 TN = 1.065 TNR =0,9072 FPR =0,0928
PPV =0,6280 NPV =0,8694 Dogruluk = 0,8228 F1=0,5777

Karar agaglar1 siniflandiricisinin 0,8228 dogruluk degeri ile, tiim rezervasyonlarin
%82 oran ile “Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin
edilmektedir. Smiflandiricinin 0,6280 kesinlik degeri, siniflandiricinin bir rezervasyonu
“Rezervasyon iptal” olarak tahmin etmesi durumundan %63 oran ile dogru oldugu anlamina
gelmektedir. Bagka bir ifade ile, “Rezervasyon iptal” olarak siniflandirilan rezervasyonlarin
%63 oran ile gergekten “Rezervasyon iptal” degerine sahiptir.

Siniflandiricinin 0,5349 hassasiyet degeri, veri kiimesindeki tiim gergek “Rezervasyon
iptal” degerlerinden %54 oran ile dogru bir sekilde “Rezervasyon iptal” olarak tanimladigini
gostermektedir. Siniflandiricinin 6zgiillik degerinin 0,9072 olmasi, veri kiimesindeki tim
gercek “Rezervasyon iptal degil” rezervasyonlarin %91 oran ile “Rezervasyon iptal degil”
olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.

Siniflandiricinin F1 puaninin 0,5777 gibi bir ortalama bir deger olmasi, “Rezervasyon
iptal” olan rezervasyonlarin vasat sekilde tanimlanmasi ile hatali pozitif sonug¢larin dnlenmesi
arasinda ortalama bir denge oldugunu gostermektedir. Karar agaglar1 siniflandiricinin FPR
degerinin 0,0928 olmasi, gercek degeri “Rezervasyon iptal degil” olan rezervasyonlarin %9
oran ile hatal bir sekilde “Rezervasyon iptal” olarak siiflandirildig1 anlamina gelmektedir.

Siniflandiricinin FNR degerinin 0,4651 olmasi, gercek degeri “Rezervasyon iptal”
olan rezervasyonlarin %47 oran ile hatali bir sekilde “Rezervasyon iptal degil” olarak

simiflandirildigi anlamma gelmektedir. Siniflandiricinin NPV degerinin  0,8694 olmasi,
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“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %87 oran ile gercekten

“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.15 Karar Agaclar1 icin ROC ve En Cok Katki Saglayan Degiskenler
Egri altinda kalan alanin (AUC) degeri Sekil 4.15’te gosterildigi gibi 0,80 olup, karar
agaclar1 siniflandiricisinin dogru, giivenilir sayilabilecek bir test sonucunu ve test grubu icin
ortalama bir ayrimi ifade etmektedir. Karar agaglari tahmin modelinde en ¢ok katkiy1
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saglayan Ozellikler “varis_suresi”, “varis_ay” ve “tur_durumu’ bagimsiz degiskenleridir.

4.6.4.7. Yapay Sinir Aglar

YSA siniflandiricinin test verilerine ait karigiklik matrisi Tablo 4.10’da verilmistir.
1.518 adet rezervasyon test verisi iizerinde yapilan tahminlere gore 163 adet gergek
“Rezervasyon iptal” degeri, ‘“Rezervasyon iptal” seklinde basarili bir sekilde
siiflandirilmigtir. 1.113 adet gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal
degil” seklinde basarili bir sekilde siniflandirilmistir.

61 adet gergek “Rezervasyon iptal degeri” degeri, “Rezervasyon iptal” seklinde hatali
tahmin edilmistir. 181 adet gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal degil”

seklinde hatali tahmin edilmistir.

Tablo 4.10 YSA icin Karisikhk Matrisi

Tahmin Degeri
Iptal Iptal Degil
2 Iptal TP =163 FN =181 TPR =0,4738 FNR = 0,5262
§ Iptal Degil FP=61 TN=1.113 TNR = 0,9480 FPR =0,0520
PPV =0,7277 NPV =0,8601 Dogruluk = 0,8406 F1=0,5739

YSA smiflandiricisinin 0,8406 dogruluk degeri ile, tim rezervasyonlarin %84 oran ile
“Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin edilmektedir.
Smiflandiricinin 0,7277 kesinlik degeri, siniflandiricinin bir rezervasyonu “Rezervasyon

iptal” olarak tahmin etmesi durumunda %73 oran ile dogru oldugu anlamina gelmektedir.
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Siniflandiricinin 0,4738 hassasiyet degeri, veri kiimesindeki tiim gercek “Rezervasyon
iptal” degerlerinden %47 oran ile dogru bir sekilde “Rezervasyon iptal” olarak tanimladigini
gostermektedir. Siniflandiricinin 6zgiillik degerinin 0,9480 olmasi, veri kiimesindeki tiim
gergek “Rezervasyon iptal degil” rezervasyonlarin %95 oran ile “Rezervasyon iptal degil”
olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.

Siniflandiricinin F1 puanimin 0,5739 gibi bir ortalama bir deger olmasi, “Rezervasyon
iptal” olan rezervasyonlarin dogru sekilde tanimlanmasi ile hatali pozitif sonuglarin 6nlenmesi
arasinda ortalama bir denge oldugunu gostermektedir. YSA siniflandiricinin FPR degerinin
0,0520 olmasi, gergek degeri “Rezervasyon iptal degil” olan rezervasyonlarin %5 oran ile
hatal1 bir sekilde “Rezervasyon iptal” olarak siniflandirildigi anlamina gelmektedir.

Siniflandiricinin FNR degerinin 0,5262 olmasi, gercek degeri “Rezervasyon iptal”
olan rezervasyonlarin %53 oran ile hatali bir sekilde “Rezervasyon iptal degil” olarak
simiflandirildigi anlamima gelmektedir. Siniflandiricinin NPV degerinin  0,8601 olmasi,
“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %86 oran ile gercekten

“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.16 YSA i¢cin ROC ve En Cok Katki Saglayan Degiskenler
Egri altinda kalan alanin (AUC) degeri Sekil 4.16’da gosterildigi gibi 0,85 olup, YSA

siiflandiricisinin dogru, giivenilir sayilabilecek bir test sonucunu ve test grubu i¢in iyi bir
ayrimi ifade etmektedir. YSA tahmin modelinde en ¢ok katkiy1 saglayan 6zellikler “otel tur”,

“varis_suresi” ve “toplam_iptal say” bagimsiz degiskenleridir.

4.6.4.8. Rastgele Orman

RO siniflandiricinin test verilerine ait karisiklik matrisi Tablo 4.11°de verilmistir.
1.518 adet rezervasyon test verisi iizerinde yapilan tahminlere gore 180 adet gergek
“Rezervasyon iptal” degeri, ‘“Rezervasyon iptal” seklinde basarili bir sekilde
siiflandirilmigtir. 1.135 adet gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal

degil” seklinde basarili bir sekilde siniflandirilmistir. 39 adet gercek “Rezervasyon iptal



99

degeri” degeri, “Rezervasyon iptal” seklinde hatali tahmin edilmistir. 164 adet gergek

“Rezervasyon iptal” degeri, “Rezervasyon iptal degil” seklinde hatali tahmin edilmistir.
Tablo 4.11 RO i¢cin Karisiklik Matrisi

. Tahmin Degeri
Iptal Iptal Degil
3 Iptal TP =180 FN = 164 TPR = 0,5233 FNR = 0,4767
& | Iptal Degil FP =39 TN = 1.135 TNR = 0,9668 FPR = 0,0332
PPV =0,8219 | NPV =0,8737 Dogruluk = 0,8663 F1=0,6394

RO siiflandiricisinin 0,8663 dogruluk degeri ile, tiim rezervasyonlarin %87 oran ile
“Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin edilmektedir.
Smiflandiricinin 0,8219 kesinlik degeri, siniflandiricinin bir rezervasyonu “Rezervasyon
iptal” olarak tahmin etmesi durumunda %82 oran ile dogru oldugu anlamina gelmektedir.

Siniflandiricinin 0,5233 hassasiyet degeri, veri kiimesindeki tiim gercek “Rezervasyon
iptal” degerlerinden %52 oran ile dogru bir sekilde “Rezervasyon iptal” olarak tanimladigini
gostermektedir. Siiflandiricinin 6zgiilliik degerinin 0,9668 olmasi, veri kiimesindeki tiim
gergek “Rezervasyon iptal degil” rezervasyonlarin %97 oran ile “Rezervasyon iptal degil”
olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.

Siniflandiricinin F1 puaninin 0,6394 gibi bir deger olmasi, “Rezervasyon iptal” olan
rezervasyonlarin dogru sekilde tanimlanmasi ile hatali pozitif sonuclarin dnlenmesi arasinda
iyi bir denge oldugunu gostermektedir. RO smiflandiricinin FPR degerinin 0,0332 olmasi,
gergek degeri “Rezervasyon iptal degil” olan rezervasyonlarin %3 oran ile hatali bir sekilde
“Rezervasyon iptal” olarak siniflandirildigi anlamina gelmektedir.

Siniflandiricinin FNR degerinin 0,4767 olmasi, gergek degeri “Rezervasyon iptal”
olan rezervasyonlarin %48 oran ile hatali bir sekilde “Rezervasyon iptal degil” olarak
simiflandirildigi anlamima gelmektedir. Siniflandiricinin NPV degerinin  0,8737 olmasi,
“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %87 oran ile gercekten
“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.17 RO i¢cin ROC ve En Cok Katki Saglayan Degiskenler
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Egri altinda kalan alanin (AUC) degeri Sekil 4.17°de gosterildigi gibi 0,88 olup, RO
siniflandiricisinin dogru, giivenilir sayilabilecek bir test sonucunu ve test grubu i¢in iyi bir
ayrimi ifade etmektedir. RO tahmin modelinde en c¢ok katkiyr saglayan ozellikler
“varis_suresi”, “toplam_fiyat” ve “varis_ay” bagimsiz degiskenleridir.
4.6.4.9. AdaBoost

AdaBoost smiflandiricinin  test verilerine ait karigiklik matrisi Tablo 4.12°de
verilmigtir. 1.518 adet rezervasyon test verisi iizerinde yapilan tahminlere gore 164 adet
gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal” seklinde basarili bir sekilde
simiflandirilmigtir. 1.095 adet gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal
degil” seklinde basarili bir sekilde siniflandirilmistir.

79 adet gergek “Rezervasyon iptal degeri” degeri, “Rezervasyon iptal” seklinde hatali
tahmin edilmistir. 180 adet gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal degil”

seklinde hatali tahmin edilmistir.

Tablo 4.12 AdaBoost icin Karisiklik Matrisi

Tahmin Degeri
Iptal Iptal Degil
x Iptal TP =164 FN =180 TPR =0,4767 FNR = 0,5233
§ Iptal Degil FP=179 TN =1.095 TNR = 0,9327 FPR =0,0673
PPV =0,6749 NPV =0,8588 Dogruluk = 0,8294 F1=0,5588

AdaBoost smiflandiricisinin 0,8294 dogruluk degeri ile, tim rezervasyonlarin %383
oran ile “Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin
edilmektedir. Smiflandiricinin 0,6749 kesinlik degeri, siniflandiricinin bir rezervasyonu
“Rezervasyon iptal” olarak tahmin etmesi durumunda %68 oran ile dogru oldugu anlamina
gelmektedir.

Siniflandiricinin 0,4767 hassasiyet degeri, veri kiimesindeki tiim gergek “Rezervasyon
iptal” degerlerinden %48 oran ile dogru bir sekilde “Rezervasyon iptal” olarak tanimladigini
gostermektedir. Siiflandiricinin 6zgiillik degerinin 0,9327 olmasi, veri kiimesindeki tim
gercek “Rezervasyon iptal degil” rezervasyonlarin %93 oran ile “Rezervasyon iptal degil”
olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.

Siniflandiricinin F1 puaninin 0,5588 gibi bir ortalama bir deger olmasi, “Rezervasyon
iptal” olan rezervasyonlarin dogru sekilde tanimlanmast ile hatali pozitif sonuclarin dnlenmesi
arasinda ortalama bir denge oldugunu gostermektedir. AdaBoost smiflandiricinin FPR
degerinin 0,0673 olmasi, gercek degeri “Rezervasyon iptal degil” olan rezervasyonlarin %7

oran ile hatal bir sekilde “Rezervasyon iptal” olarak siiflandirildig1 anlamina gelmektedir.
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Siniflandiricinin FNR degerinin 0,5233 olmasi, gercek degeri “Rezervasyon iptal”
olan rezervasyonlarin %52 oran ile hatali bir sekilde “Rezervasyon iptal degil” olarak
simiflandirildigi anlamma gelmektedir. Siniflandiricinin NPV degerinin  0,8588 olmasi,
“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %86 oran ile gercekten

“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.18 AdaBoost icin ROC ve En Cok Katki Saglayan Degiskenler

Egri altinda kalan alanin (AUC) degeri Sekil 4.18°de gosterildigi gibi 0,85 olup,
AdaBoost siniflandiricisinin dogru, glivenilir sayilabilecek bir test sonucunu ve test grubu i¢in
iyi bir ayrimi ifade etmektedir. AdaBoost tahmin modelinde en ¢ok katkiyr saglayan
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“varis_suresi”, “otel turu” ve “tekrarlanan_misafir” bagimsiz degiskenleridir.

4.6.4.10. XGBoost

XGBoost siniflandiricinin test verilerine ait karisiklik matrisi Tablo 4.13’te verilmistir.
1.518 adet rezervasyon test verisi lizerinde yapilan tahminlere gore 202 adet gercek
“Rezervasyon iptal” degeri, ‘“Rezervasyon iptal” seklinde basarili bir sekilde
siiflandirilmigtir. 1.101 adet gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal
degil” seklinde basarili bir sekilde siniflandirilmistir. 73 adet gercek “Rezervasyon iptal
degeri” degeri, “Rezervasyon iptal” seklinde hatali tahmin edilmistir. 142 adet gergek

“Rezervasyon iptal” degeri, “Rezervasyon iptal degil” seklinde hatali tahmin edilmistir.

Tablo 4.13 XGBoost icin Karisikhik Matrisi

Tahmin Degeri
Iptal Iptal Degil
% Iptal TP =202 FN =142 TPR =0,5872 FNR =0,4128
§ Iptal Degil FP=173 TN =1.101 TNR =0,9378 FPR = 0,0622
PPV =0,7345 NPV =0,8858 Dogruluk = 0,8584 F1=0,6527

XGBoost smiflandiricisinin 0,8584 dogruluk degeri ile, tiim rezervasyonlarin %86 ile

“Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin edilmektedir.
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Smiflandiricinin 0,7345 kesinlik degeri, siniflandiricinin bir rezervasyonu “Rezervasyon
iptal” olarak tahmin etmesi durumunda %72 ile dogru oldugu anlamina gelmektedir.

Siniflandiricinin 0,5872 hassasiyet degeri, veri kiimesindeki tiim gercek “Rezervasyon
iptal” degerlerinden %59 oran ile dogru bir sekilde “Rezervasyon iptal” olarak tanimladigini
gostermektedir. Siiflandiricinin 6zgiilliik degerinin 0,9378 olmasi, veri kiimesindeki tiim
gercek “Rezervasyon iptal degil” rezervasyonlarin %94 oran ile “Rezervasyon iptal degil”
olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.

Siniflandiricinin F1  puanmmin  0,6527 gibi bir ortalama {istii bir deger olmasi,
“Rezervasyon iptal” olan rezervasyonlarin dogru sekilde tanimlanmasi ile hatali pozitif
sonuclarin  Onlenmesi arasinda 1iyi bir denge oldugunu gostermektedir. XGBoost
siniflandiricinin FPR degerinin 0,0622 olmasi, gercek degeri “Rezervasyon iptal degil” olan
rezervasyonlarin %6 oran ile hatali bir sekilde “Rezervasyon iptal” olarak siniflandirildig:
anlamina gelmektedir.

Siniflandiricinin FNR degerinin 0,4128 olmasi, gergek degeri “Rezervasyon iptal”
olan rezervasyonlarin %41 oran ile hatali bir sekilde “Rezervasyon iptal degil” olarak
simiflandirildigi anlamma gelmektedir. Siniflandiricinin NPV degerinin  0,8858 olmasi,
“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %89 oran ile gercekten
“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.19 XGBoost i¢cin ROC ve En Cok Katki Saglayan Degiskenler

Egri altinda kalan alanin (AUC) degeri Sekil 4.19°da gosterildigi gibi 0,88 olup,
XGBoost siniflandiricisinin dogru, giivenilir sayilabilecek bir test sonucunu ve test grubu i¢in
iyi bir ayrimi1 ifade etmektedir. XGBoost tahmin modelinde en ¢ok katkiy1 saglayan 6zellikler

“tur_durumu”, “tekrarlanan_misafir” ve “toplam_iptal say” bagimsiz degiskenleridir.

2
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4.6.4.11. CatBoost

CatBoost siniflandiricinin test verilerine ait karigiklik matrisi Tablo 4.14’te verilmistir.
1.518 adet rezervasyon test verisi lizerinde yapilan tahminlere gore 196 adet gercek
“Rezervasyon iptal” degeri, ‘“Rezervasyon iptal” seklinde basarili bir sekilde
simiflandirilmigtir. 1.129 adet gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal
degil” seklinde basarili bir sekilde siniflandirilmistir.

45 adet gercek “Rezervasyon iptal degeri” degeri, “Rezervasyon iptal” seklinde hatali
tahmin edilmistir. 148 adet gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal degil”

seklinde hatali tahmin edilmistir.

Tablo 4.14 CatBoost icin Karisiklik Matrisi

Tahmin Degeri
Iptal Iptal Degil
2 Iptal TP =196 FN =148 TPR =0,5698 FNR = 0,4302
§ Iptal Degil FP =45 TN=1.129 TNR =0,9617 FPR =0,0383
PPV =0,8133 NPV =0,8841 Dogruluk = 0,8729 F1=0,6701

CatBoost smiflandiricisinin 0,8729 dogruluk degeri ile, tiim rezervasyonlarin %87
oran ile “Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin
edilmektedir. Smiflandiricinin 0,8133 kesinlik degeri, siniflandiricinin bir rezervasyonu
“Rezervasyon iptal” olarak tahmin etmesi durumunda %81 oran ile dogru oldugu anlamina
gelmektedir.

Siniflandiricinin 0,5698 hassasiyet degeri, veri kiimesindeki tiim gercek “Rezervasyon
iptal” degerlerinden %57 oran ile dogru bir sekilde “Rezervasyon iptal” olarak tanimladigini
gostermektedir. Siiflandiricinin 6zgiillik degerinin 0,9617 olmasi, veri kiimesindeki tim
gercek “Rezervasyon iptal degil” rezervasyonlarin %96 oran ile “Rezervasyon iptal degil”
olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.

Siniflandiricinin F1 puaninin 0,6701 gibi bir yiliksek bir deger olmasi, “Rezervasyon
iptal” olan rezervasyonlarin dogru sekilde tanimlanmast ile hatali pozitif sonuglarin dnlenmesi
arasinda iyi bir denge oldugunu gostermektedir. CatBoost siniflandiricinin FPR degerinin
0,0383 olmasi, gercek degeri “Rezervasyon iptal degil” olan rezervasyonlarin %3 oran ile
hatal1 bir sekilde “Rezervasyon iptal” olarak siniflandirildigi anlamina gelmektedir.

Siniflandiricinin FNR degerinin 0,4302 olmasi, gercek degeri “Rezervasyon iptal”
olan rezervasyonlarin %43 oran ile hatali bir sekilde “Rezervasyon iptal degil” olarak
simiflandirildigi anlamma gelmektedir. Siniflandiricinin NPV degerinin  0,8841 olmasi,
“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %88 oran ile gercekten

“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.20 CatBoost icin ROC ve En Cok Katki Saglayan Degiskenler

Egri altinda kalan alanin (AUC) degeri Sekil 4.20°de gosterildigi gibi 0,89 olup,
CatBoost siniflandiricisinin dogru, giivenilir sayilabilecek bir test sonucunu ve test grubu i¢in
iyi bir ayrimi ifade etmektedir. CatBoost tahmin modelinde en ¢ok katkiy1 saglayan 6zellikler

199 < 2 6

“varis_suresi”, “tur durumu”, “varis_ay” ve “konaklama ucreti” bagimsiz degiskenleridir.

4.6.4.12. LightGBM

LightGBM smiflandiricinin test verilerine ait karigiklik matrisi Tablo 4.15°te
verilmigtir. 1.518 adet rezervasyon test verisi iizerinde yapilan tahminlere gore 195 adet
gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal” seklinde basarili bir sekilde
siiflandirilmistir. 1.113 adet gercek “Rezervasyon iptal degil” degeri, “Rezervasyon iptal
degil” seklinde basarili bir sekilde siniflandirilmistir.

61 adet gergek “Rezervasyon iptal degeri” degeri, “Rezervasyon iptal” seklinde hatali
tahmin edilmistir. 149 adet gercek “Rezervasyon iptal” degeri, “Rezervasyon iptal degil”

seklinde hatali tahmin edilmistir.

Tablo 4.15 LightGBM icin Karisiklik Matrisi

Tahmin Degeri
Iptal Iptal Degil
- Iptal TP =195 FN =149 TPR =0,5669 FNR =0,4331
§ Iptal Degil FP=61 TN=1.113 TNR = 0,9480 FPR =0,0520
PPV =0,7617 NPV =0,8819 Dogruluk = 0,8617 F1=0,6500

LightGBM smiflandiricisinin 0,8617 dogruluk degeri ile, tiim rezervasyonlarin %86
oran ile “Rezervasyon iptal” veya “Rezervasyon iptal degil” olarak dogru sekilde tahmin
edilmektedir. Smiflandiricinin 0,7617 kesinlik degeri, siniflandiricinin bir rezervasyonu
“Rezervasyon iptal” olarak tahmin etmesi durumunda %76 oran ile dogru oldugu anlamina
gelmektedir.

Siniflandiricinin 0,5669 hassasiyet degeri, veri kiimesindeki tiim gercek “Rezervasyon

iptal” degerlerinden %57 oran ile dogru bir sekilde “Rezervasyon iptal” olarak tanimladigini
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gostermektedir. Siiflandiricinin 6zgiilliik degerinin 0,9480 olmasi, veri kiimesindeki tiim
gergek “Rezervasyon iptal degil” rezervasyonlarin %95 oran ile “Rezervasyon iptal degil”
olarak dogru bir sekilde tanimlandig1 anlamina gelmektedir.

Siniflandiricinin - F1  puanmin 0,65 gibi bir ortalama istii bir deger olmasi,
“Rezervasyon iptal” olan rezervasyonlarin dogru sekilde tanimlanmasi ile hatali pozitif
sonuglarin  Onlenmesi arasinda 1iyi bir denge oldugunu gostermektedir. LightGBM
siniflandiricinin FPR degerinin 0,0520 olmasi, gercek degeri “Rezervasyon iptal degil” olan
rezervasyonlarin %35 oran ile hatali bir sekilde “Rezervasyon iptal” olarak siniflandirildig:
anlamina gelmektedir.

Siniflandiricinin FNR degerinin 0,4331 olmasi, gercek degeri “Rezervasyon iptal”
olan rezervasyonlarin %43 oraninda hatali bir sekilde “Rezervasyon iptal degil” olarak
simiflandirildigi anlamima gelmektedir. Siniflandiricinin NPV degerinin  0,8819 olmasi,
“Rezervasyon iptal degil” tahmin edilen rezervasyonlarin %88 oran ile gercekten
“Rezervasyon iptal degil” oldugunu gostermektedir.
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Sekil 4.21 LightGBM icin ROC ve En Cok Katki Saglayan Degiskenler
Egri altinda kalan alanin (AUC) degeri Sekil 4.21°de gosterildigi gibi 0,89 olup,

LightGBM smiflandiricisinin dogru, giivenilir sayilabilecek bir test sonucunu ve test grubu
icin 1yi bir ayrimi ifade etmektedir. LightGBM tahmin modelinde en ¢ok katkiy1r saglayan

ozellikler “varis_suresi”, “konaklama ucreti” ve “tedavi_satis” bagimsiz degiskenleridir.

4.6.5. Degerlendirme

Saglik turizmi rezervasyon iptallerinin tahmini icin, dengesiz veri seti iizerinde,
parametre optimizasyonu yapilmamis CatBoost, Rastgele Orman, LightGBM, XGBoost,
YSA, AdaBoost, DVM, Karar Agaglari, K-En Yakin Komsu, Lojistik Regresyon, Naive
Bayes ve ZeroR siniflandirma algoritmalarina ait sonuglar Tablo 4.16’da verilmistir.
Siiflandirma modelleri dogruluk, Fl-skor, FNR, FPR, NPV, kesinlik, ROC, hassasiyet,

ozgilliik ve siire olmak iizere 10 adet degerlendirme kriterine gore karsilastirilmistir.
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Tablo 4.16 Temel Model Karsilastirma Tablosu

Model Dogruluk F1 FNR FPR NPV Kesinlik ROC Hatirlama (")zgiilliik Siire
CatBoost 0,873 0,670 0,430 0,038 0,884 0,813 0,888 0,570 0,962 6,834
RO 0,866 0,639 0,477 0,033 0,874 0,822 0,876 0,523 0,967 4,749
LightGBM 0,862 0,650 0,433 0,052 0,882 0,762 0,886 0,567 0,948 0,797
XGBoost 0,858 0,653 0,413 0,062 0,886 0,735 0,883 0,587 0,938 0,867
YSA 0,841 0,574 0,526 0,052 0,860 0,728 0,853 0,474 0,948 9,647
AdaBoost 0,829 0,559 0,523 0,067 0,859 0,675 0,850 0,477 0,933 1,474
DVM 0,824 0,435 0,701 0,023 0,826 0,792 0,813 0,299 0,977 30,918
DT 0,823 0,578 0,465 0,093 0,869 0,628 0,796 0,535 0,907 0,162
KNN 0,810 0,513 0,558 0,083 0,849 0,610 0,766 0,442 0,917 0,867
LR 0,780 0,248 0,840 0,038 0,796 0,550 0,709 0,160 0,962 1,173
ZeroR 0,773 - - - - - - - - -
NB 0,588 0,488 0,134 0,494 0,928 0,339 0,794 0,866 0,506 0,119

Dengesiz veri seti iizerinde, parametre optimizasyonu yapilmamis model
karsilagtirmasina gore en etkin modeller CatBoost, Rastgele Orman, LightGBM, XGBoost ve
Yapay Sinir Aglar1 algoritmalaridir.

Model basarimlarini arttirabilmek ve en iyi simiflandirma sonuglarini elde edebilmek
icin parametre optimizasyon (grid search) islemleri gergeklestirilmistir. Elde edilen en iyi
parametreler ile siniflandirma modelleri tekrar ¢alistirilarak tahmin sonuglart Tablo 4.17°de
gosterildigi gibi elde edilmistir.

Tablo 4.17 Parametreleri Optimize Edilmis Stmflandiricilarin Karsilastirilmasi

Model Dogruluk F1 FNR FPR NPV Kesinlik ROC Hatirlama (")zgiilliik Siire

LightGBM 0,882 0,668 0,433 0,038 0,883 0,813 0,887 0,567 0,962 0,871

CatBoost 0,880 0,674 0,407 0,049 0,889 0,782 0,878 0,593 0,951 114,89
XGBoost 0,879 0,647 0,471 0,032 0,875 0,831 0,882 0,529 0,969 1,054

RO 0,878 0,652 0,454 0,038 0,879 0,807 0,879 0,547 0,962 5,760

DT 0,868 0,613 0,468 0,060 0,873 0,723 0,836 0,532 0,940 0,240

YSA 0,867 0,579 0,506 0,062 0,864 0,700 0,853 0,494 0,938 19,706
DVM 0,843 0,521 0,599 0,041 0,845 0,742 0,822 0,401 0,959 46,897
KNN 0,839 0,501 0,622 0,038 0,841 0,743 0,831 0,378 0,962 1,321

Adaboost 0,835 0,542 0,544 0,066 0,854 0,668 0,855 0,456 0,934 8,199

NB 0,791 0,484 0,567 0,105 0,844 0,548 0,796 0,433 0,895 0,167

LR 0,785 0,252 0,837 0,038 0,797 0,555 0,709 0,163 0,962 1,978

ZeroR 0,773 - - - - - - - - -

Parametreleri optimize edilmis siniflandirma modellerinin karsilastirma sonuglarina
gore dogruluk degeri en yiiksek olan modeller LightGBM, CatBoost, XGBoost, RO ve Karar
Agaclar1 algoritmalaridir. F1-skor, NPV, kesinlik, AUC, hassasiyet ve 6zgiilliikk kriterlerine
gore de bu modeller en iyi degerlere sahiptir.

Verilerin yeniden 6rneklenmesi, dengesiz bir veri kiimesiyle basa ¢ikmak icin en sik
tercih edilen yaklagimlardan biridir. Verilerin yeniden orneklenmesinde, diisiik 6rnekleme
(under sampling) ve yiiksek Ornekleme (over sampling) olmak iki iizere iki tiir yontem

bulunmaktadir. Diislik 6rneklemede, bazi 6nemli verileri igceren Orneklerin veri setinden
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cikarilmasindan dolayi, ¢ogu durumda diisiik 6rnekleme tekniklerine gore asir1 6rnekleme
tercih edilmektedir. Saglik turizmi veri setinin asir1 dengesiz bir yapida olmamasina ragmen
ADASYN, ROSE, SMOTE-ENN teknikleri ile veri seti dengeli bir hale getirilmis ve
smiflandirici performanslari incelenmistir.

ADASYN (ADAptive SYNthetic) yaklasimi ile azinlik sinif 6rneklerinin yogunluguna
gore caligmaktadir. Yeni Orneklerin iiretilmesi azinlik sinifi 6rneklerinin yogunluguyla ters
orantilidir. Azinlik siift 6rnek yogunlugunun diisiik oldugu veya hi¢ olmadig1 6zellik alani
bolgesinde daha fazla ornek, yiiksek yogunluklu alanda ise daha az Ornek iretilmektedir.
ADASYN o6rnekleme yaklagimi ile dengeli hale getirilmis veri seti iizerinde siniflandiricilara

ait sonuclar Tablo 4.18’de verilmistir.

Tablo 4.18 ADASYN ile Smiflandiricilarin Karsilagtirilmasi

Model Dogruluk F1 FNR FPR NPV Kesinlik ROC Hatirlama (")zgiilliik Siire
RO 0,925 0,852 0,049 0,083 0,985 0,771 0,978 0,951 0,917 1,184
DT 0,914 0,833 0,055 0,095 0,982 0,745 0,925 0,945 0,906 0,064
XGBoost 0,908 0,817 0,093 0,092 0,971 0,743 0,939 0,907 0,908 1,005
LightGBM 0,878 0,747 0,204 0,099 0,938 0,703 0,923 0,797 0,901 0,460
CatBoost 0,864 0,721 0,224 0,111 0,931 0,673 0,917 0,776 0,889 7,920
YSA 0,815 0,657 0,218 0,176 0,928 0,566 0,887 0,782 0,825 7,920
KNN 0,805 0,663 0,154 0,207 0,946 0,545 0,907 0,846 0,793 0,204
Adaboost 0,785 0,607 0,267 0,199 0,911 0,519 0,844 0,733 0,801 0,689
DVM 0,785 0,623 0,215 0,216 0,926 0,516 0,849 0,785 0,785 19,056
ZeroR 0,773 - - - - - - - - -
LR 0,679 0,506 0,276 0,334 0,892 0,389 0,743 0,724 0,666 0,286
NB 0,531 0,480 0,044 0,594 0,970 0,321 0,801 0,956 0,406 0,011

ADASYN uygulanmig veri seti iizerinde siniflandirma modellerinin karsilastirma
sonuclarina gore bagarim degerleri en yiiksek olan modeller RO, DT, XGBoost, LightGBM
ve CatBoost algoritmalaridir.

ROSE (Random Over Sampling Examples), 6rneklemeye dayali yapay veri lireten,
dengesiz siiflarin varliginda ikili siniflandirma problemleri ile basa ¢ikacak islevler saglayan
onemli bir yaklagimdir. ROSE ile se¢ilen 6rnek iizerinde merkezlenen bir olasilik dagilimina
gore gercek olanlara miimkiin oldugunca benzeyen sentetik veri noktalar1 olusturarak nadir
sinifin asir1 6rneklenmesi amaglanmaktadir. Yapay dengeli 6rnekler, yumusatilmig dnyiikleme
yaklagimina gore iretilmektedir. ROSE ile dengeli hale getirilmis veri seti lizerinde

siniflandiricilara ait sonuglar Tablo 4.19°da verilmistir.
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Tablo 4.19 ROSE ile Simiflandiricilarin Karsilastirilmasi

Model Dogruluk F1 FNR FPR NPV Kesinlik ROC Hatirlama (")zgiilliik Siire
RO 0,925 0,852 0,047 0,084 0,985 0,770 0,987 0,954 0,917 1,408
XGBoost 0,908 0,821 0,064 0,101 0,980 0,732 0,940 0,936 0,900 0,231
DT 0,907 0,820 0,064 0,101 0,980 0,730 0,917 0,936 0,899 0,069
LightGBM 0,883 0,781 0,081 0,127 0,973 0,680 0,933 0,919 0,873 0,307
Catboost 0,870 0,761 0,084 0,144 0,972 0,651 0,925 0,916 0,856 3,380
YSA 0,810 0,668 0,154 0,201 0,947 0,552 0,897 0,846 0,799 10,175
KNN 0,797 0,656 0,148 0,219 0,947 0,533 0,912 0,852 0,781 0,814
DVM 0,778 0,632 0,160 0,240 0,942 0,506 0,860 0,840 0,760 36,434
ZeroR 0,773 - - - - - - - - -
Adaboost 0,769 0,614 0,189 0,244 0,932 0,494 0,858 0,811 0,756 0,426
LR 0,667 0,486 0,305 0,342 0,880 0,373 0,732 0,695 0,658 0,595
NB 0,533 0,481 0,047 0,590 0,968 0,321 0,802 0,954 0,410 0,206

ROSE ile dengeli bir hale getirilmis veri seti lizerinde smiflandirma modellerinin
karsilagtirma sonuglarina gore dogruluk degeri en yiiksek olan modeller RO, XGBoost, DT,
LightGBM ve CatBoost algoritmalaridir. SMOTE (Synthetic Minority Oversampling
Technique), azinlik sinifi i¢in sentetik oOrnekler olusturarak dengesiz veri kiimelerinin
iistesinden gelmek {izere Ozel olarak tasarlanmis bir asir1 6rnekleme teknigidir. SMOTE,
Onyarglyl azaltarak ve azinlik sinifinin 6nemli Ozelliklerini yakalayarak, daha dogru
tahminlere ve daha iyi model performansina katkida bulunmaktadir. SMOTE, rastgele asir
orneklemenin ortaya ¢ikardigi asir1 uyum sorununun iistesinden gelmeye yardimer olmaktadir.
Birlikte bulunan pozitif 6rnekler arasinda interpolasyon yardimiyla yeni drnekler olusturmak
icin Ozellik alanina odaklanmaktadir. SMOTE ornekleme yaklasimina ait sonucglar Tablo

4.20’de verilmistir.
Tablo 4.20 SMOTE ile Simiflandiricilarin Karsilastirilmasi

Model Dogruluk F1 FNR FPR NPV Kesinlik ROC Hatirlama (")zgiilliik Siire
RO 0,928 0,855 0,055 0,078 0,983 0,781 0,980 0,945 0,923 1,206
DT 0,923 0,848 0,055 0,084 0,983 0,768 0,931 0,945 0,917 0,083
XGBoost 0,908 0,819 0,087 0,093 0,973 0,742 0,940 0,913 0,907 0,257
LightGBM 0,878 0,750 0,189 0,103 0,942 0,698 0,923 0,811 0,897 0,308
CatBoost 0,864 0,722 0,224 0,110 0,931 0,674 0,920 0,776 0,890 5,768
YSA 0,822 0,658 0,241 0,160 0,922 0,581 0,897 0,759 0,840 14,072
KNN 0,817 0,678 0,148 0,193 0,949 0,564 0,917 0,852 0,807 0,184
Adaboost 0,791 0,612 0,270 0,192 0911 0,527 0,840 0,730 0,808 0,459
DVM 0,789 0,624 0,227 0,207 0,923 0,523 0,852 0,773 0,793 16,552
ZeroR 0,773 - - - - - - - - -
LR 0,683 0,499 0,302 0,322 0,884 0,388 0,735 0,698 0,678 0,220
NB 0,539 0,482 0,055 0,580 0,963 0,323 0,801 0,945 0,420 0,026

SMOTE ile dengeli bir hale getirilmis veri seti iizerinde siniflandirma modellerinin
karsilagtirma sonuglarina gore dogruluk degeri en yiiksek olan modeller RO, DT, XGBoost,
LightGBM ve CatBoost algoritmalaridir.
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SMOTE-ENN (SMOTE-Edited Nearest Neighbor), Batista vd. (2004) tarafindan
gelistirilen, azinlik sinifit i¢cin sentetik Ornekler iiretmeye yonelik SMOTE yetenegini ve
gozlemin smifi ile K-en yakin komsu g¢ogunlugu arasinda farkli sinifa sahip oldugu
tanimlanan her iki siniftan bazi gozlemleri silmeye yonelik ENN yetenegini birlestirmektedir.

SMOTE-ENN o6rnekleme yaklagimina ait sonuglar Tablo 4.21°de verilmistir.
Tablo 4.21 SMOTE-ENN ile Smiflandiricilarin Karsilastirilmasi

Model Dogruluk F1 FNR FPR NPV Kesinlik ROC Hatirlama Ozgiillik Siire
RO 0,909 0,812 0,134 0,078 0,959 0,764 0,959 0,866 0,922 1,126
XGBoost 0,895 0,784 0,157 0,090 0,952 0,732 0,920 0,843 0,910 0,237
DT 0,891 0,782 0,140 0,100 0,957 0,717 0,880 0,861 0,900 0,058
LightGBM 0,872 0,734 0,224 0,100 0,932 0,695 0,906 0,776 0,900 0,270
CatBoost 0,861 0,708 0,256 0,105 0,923 0,676 0,902 0,744 0,895 5,662
YSA 0,828 0,666 0,244 0,151 0,922 0,595 0,890 0,756 0,849 9,428
KNN 0,815 0,663 0,198 0,181 0,934 0,564 0,889 0,802 0,819 0,179
Adaboost 0,798 0,611 0,302 0,172 0,903 0,543 0,841 0,698 0,828 0,450
DVM 0,796 0,626 0,247 0,192 0918 0,535 0,842 0,753 0,808 15,478
ZeroR 0,773 - - - - - - - - -
LR 0,686 0,488 0,340 0,307 0,874 0,387 0,730 0,660 0,693 0,272
NB 0,551 0,483 0,076 0,559 0,952 0,327 0,797 0,924 0,441 0,014

SMOTE-ENN ile dengeli bir hale getirilmis veri seti iizerinde siniflandirma
modellerinin karsilagtirma sonuclarina gére dogruluk degeri en yiliksek olan modeller RO,
XGBoost, DT, LightGBM ve CatBoost algoritmalaridir.

En iyi performans gosteren bes siniflandiriciya ait temel, parametreleri optimize
edilmis, ADASYN, ROSE, SMOTE ve SMOTE-ENN teknikleri uygulanarak dogruluk, F1-
skor, kesinlik, ROC, hassasiyet, 6zgiilliik ve ¢alisma hiz1 degerleri Tablo 4.22°de verilmistir.
Arastirma problemi i¢in en iyi performanst gosteren siniflandirict modellerin, topluluk
ogrenmesi algoritmalar1 oldugu goriilmektedir. Dengeli hale getirilmis veri seti {izerine
uygulanan teknikler igerisinde en iyi dogruluk (0,928) ve F1-skor (0,855) degerlerine sahip
SMOTE teknigi uygulanmig Rastgele Orman algoritmas: olmustur. Rastgele Orman
algoritmasinin ADASYN, ROSE ve SMOTE-ENN teknikleri i¢in de ¢ok yakin sonuglar
drettigi icin tercih edilebilir. Temel ve parametreleri optimize edilmis Rastgele Orman
algoritmalar1 yiiksek calisma siiresi, diisiik dogruluk degerlerinden dolayr daha az tercih

edilmisgtir.
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Tablo 4.22 En Iyi Performansa Sahip Siiflandiricilara ait Ozet Karsilastirma

Model Teknik Dogruluk F1-Skor Kesinlik ROC Hassasiyet Ozgiilliik Haz
CatBoost Temel 0,873 0,670 0,813 0,888 0,570 0,962 6,834
Optimize 0,880 0,674 0,782 0,878 0,593 0,951 114,893
ADASYN 0,864 0,721 0,673 0,917 0,776 0,889 7,920
ROSE 0,870 0,761 0,651 0,925 0,916 0,856 3,380
SMOTE 0,864 0,722 0,674 0,920 0,776 0,890 5,768
SMOTE-ENN 0,861 0,708 0,676 0,902 0,744 0,895 5,662
XGBoost Temel 0,858 0,653 0,735 0,883 0,587 0,938 0,867
Optimize 0,879 0,647 0,831 0,882 0,529 0,969 1,054
ADASYN 0,908 0,817 0,743 0,939 0,907 0,908 1,005
ROSE 0,908 0,821 0,732 0,940 0,936 0,900 0,231
SMOTE 0,908 0,819 0,742 0,940 0,913 0,907 0,257
SMOTE-ENN 0,895 0,784 0,732 0,920 0,843 0,910 0,237
LightGBM Temel 0,862 0,650 0,762 0,886 0,567 0,948 0,797
Optimize 0,882 0,668 0,813 0,887 0,567 0,962 0,871
ADASYN 0,878 0,747 0,703 0,923 0,797 0,901 0,460
ROSE 0,883 0,781 0,680 0,933 0,919 0,873 0,307
SMOTE 0,878 0,750 0,698 0,923 0,811 0,897 0,308
SMOTE-ENN 0,872 0,734 0,695 0,906 0,776 0,900 0,270
RO Temel 0,866 0,639 0,822 0,876 0,523 0,967 4,749
Optimize 0,878 0,652 0,807 0,879 0,547 0,962 5,760
ADASYN 0,925 0,852 0,771 0,978 0,951 0,917 1,184
ROSE 0,925 0,852 0,770 0,987 0,954 0,917 1,408
SMOTE 0,928 0,855 0,781 0,980 0,945 0,923 1,206
SMOTE-ENN 0,909 0,812 0,764 0,959 0,866 0,922 1,126
DT Temel 0,823 0,578 0,628 0,796 0,535 0,907 0,162
Optimize 0,868 0,613 0,723 0,836 0,532 0,940 0,240
ADASYN 0,914 0,833 0,745 0,925 0,945 0,906 0,064
ROSE 0,907 0,820 0,730 0,917 0,936 0,899 0,069
SMOTE 0,923 0,848 0,768 0,931 0,945 0,917 0,083
SMOTE-ENN 0,891 0,782 0,717 0,880 0,861 0,900 0,058

4.6.6. Uygulama

Arastirmada veri setini analize hazir hale getirebilmek icin hedef niteligin
olusturulmasi, veri temizleme, veri ayriklastirma, aykiri degerlerin ve tekrarli verilerin
temizlenmesi, degisken se¢imi uygulanmistir. Veri 6n isleme adimlart Google Cloud
BigQuery ve Python kullanilarak yapildiktan sonra analizler i¢in Google Colab ortamina
gecilmistir. Kisisel bilgisayarlarin RAM, CPU ve GPU acisindan yetersiz olmasi biiyiik veri
setleri ile calisirken performans sorunlarina yol agtigr goriilmiistiir. Google colab bulut
hizmeti iicretsiz sunulan GPU destegi ile veri 6nisleme ve modellemenin arastirmacilarin isini
cok kolaylastirdig1 goriilmiistiir.

Siniflandirma tahmin problemi i¢in hazirlanan smiflandiricilar, karsilastirma
metriklerine gore Tablo 4.22°de listelenmistir. Tahmin modellerinin egitim ve tahmin
stirecleri, Google Colab iizerinde yer alan .ipynb uzantili dosyalar kullanilarak Sekil 4.22°de
gosterildigi gibi gergeklestirilmistir.
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Siniflandirict tahmin modelleri, gercek hayat problemlerine ve canli sistemlere
aktarilabildigi siirece ise deger katmakta ve anlami olmaktadir. Tahmin modellerinin disa
aktarilabilmesi i¢in kullanilabilecek Pickle, Joblib, PMML (Predictive Model Markup
Language) formatlar1 bulunmaktadir. Bu formatlar makine 0Ogrenimi modellerinin
yapilandirmalarini, parametrelerini, model mimarisini ve parametre agirliklarini kolaylikla
saklamay1 saglamaktadir. Arastirma kapsaminda Pickle ve PMML formatlar1 tercih edilmistir.

Bu formatlarin diga aktarimi Sekil 4.23°te gosterilmistir.

# Modelin disa aktarimi i¢in tercih ettigimiz pickle kiitiphanesini ice aktariyoruz.
import pickle

# XGBoostClassifier() modeli bu asamada 'xgb' olarak varsayilmistir.
# Disa aktarilacak modelin ismini belirleyelim.
model_name = "xgb.pkl"

# Modeli pickle kitipahanesi (zerinden kaydetme siireci.
with open(model_name, "wb'") as model_file:
pickle.dump(xgb, model_file)
Sekil 4.23 Modelin Pickle ile Disar1 Aktarilmasi
Tahmin modellerinin canli sisteme aktarilabilmesi i¢in model “.pkl” formatinda
disariya aktarilmistir. Disartya aktarilan egitilmis tahmin modellerinin web tabanli karar

destek sistemi igerisine aktarilabilmesi i¢in Flask teknolojisi tercih edilmistir.
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%96.81 ihtimalle iptal edilecek

Sekil 4.24 Saghk Turizmi Rezervasyon Formu Ornegi

Sekil 4.24’te gosterilen rezervasyon formu hazirlanmis ve gerekli bagimsiz
degiskenler, hazirlanan form yardimiyla alinmistir. Rezervasyon formunu sadelestirebilmek
amactyla “varis_suresi”, “gece sayisi” degiskenleri forma eklenmeyip arka planda
hesaplanmaktadir.

filename = './models/xgb.pkl'
model = pickle.load(open(filename, 'rb'))
@app.route('/submit', methods=['POST'])
def submit_form():
try:
data = request.json
data_df = pd.DataFrame.from_dict(data, orient='index').T
pred = model.predict_proba(data_df)
pred = round(pred[0] [1]%100,4)
return str(pred)
except Exception as e:
return jsonify({'error': str(e)}), 400

Sekil 4.25 Tahmin Modelinin Canl Sisteme Yiiklenmesi

Rezervasyon formunda yer alan alanlar doldurulup gonderildikten sonra JSON
formatli veri pandasDataFrame'e dontstiiriilerek Sekil 4.25°te gosterildigi gibi tahmine hazir
hale getirilmektedir. Formdan alinan veri predic_proba metoduyla tahmin edilmekte ve elde
edilen tahmin degerinin 0. indeksli 1. elemani olan TP (True Positive) degerini ifade

etmektedir.
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TARTISMA VE SONUC

Saglik turizmi sektoriinde, rezervasyonunu iptal etmeyi planlayan saglik turistlerini
tahmin etmek, saglik turizmi paydaslarinin gelir yonetimi ve kaynak yonetimi agisindan
biliyiik 6nem tasimaktadir. Rezervasyon iptal tahminlerini ve iptale neden olan bagimsiz
degiskenleri tespit etmek, isletmeler agisindan ¢ok degerlidir. Bilisim teknolojileri alanindaki
geligsmeler sayesinde, diisiik maliyetler ile daha yiiksek hesaplama giicii elde edilmistir. Saglik
turizmi paydaslarinin rezervasyon iptal tahmin ihtiyaclarin1 karsilamak icin bilisim
teknolojilerinin sunmus oldugu imkanlar1 ve makine &grenmesi yontemlerini birlestirerek,
saglik turizmi rezervasyon iptallerini basarili bir sekilde tahmin etme ve karar destek
sistemlerine entegre etme miimkiin hale gelmistir.

Teknoloji ve veri bilimi alanindan meydana gelen gelismeler, bilimsel c¢alismalarin
vazgecilmez unsuru olan literatiir tarama metodolojisinde de degisikliklere yol agmustir.
Arastirma sayisinin glinden giine artarak biiylik veri olusturdugu gilinlimiizde, literatiir
taramalarinin klasik yontemler ile yapilmasi ¢cok zaman ve enerji kaybina yol agmaktadir. Bu
aragtirma kapsaminda; WoS ve Scopus veritabanlarinda detayli arama ifadeleri kullanilarak,
caligma verilerini y1gin bir sekilde bilgisayarda depolayan ve metin madenciligi teknikleri ile
sistematik literatiir tarama metodolojisi uygulanmistir. Arastirmada tercih edilen literatiir
tarama yaklagimmnin ilgi c¢ekmesi {izerine, c¢alismalarinda sistematik literatlir tarama
metodolojisini kullanmak isteyen arastirmacilarin kullanimina agilacaktir. Hackers & Painters
kitabinin yazart Paul Graham’m 2004 senesinde belirttigi gibi, yazilimlar artik masaiistii
ortamda tercih edilmemekte, bulut sunucu ortaminda c¢alistirilmaktadir. Doktora
arastirmasinda kullanilan literatiir tarama yazilimi da lokal bilgisayarlarda calisgan ve ¢ok
sayida R paketine bagli olan bir yazilimdir. Sistematik literatlir tarama yazilimmin daha
geligmis 6zelliklere sahip olan online siirlimiiniin gelistirmelerine Python programlama dili ile
baglanmis olup, yazilim tamamlandiktan sonra (https://github.com/erokan) adresinde
paylasilacaktir.

Sistematik literatlir taramas1 metodolojisinde belirtildigi {lizere; konaklama, transfer,
tur, vb. diger hizmet sektorlerinde, rezervasyon iptal tahmini iizerine caligmalar yer
almaktadir. Turizm sektorii 6zelinde, gelismis makine 6grenimi siniflandirma algoritmalarini
kullanarak otel rezervasyon iptallerinin tahminini yapan ¢ok sayida arastirma bulunmasina
ragmen, saglik turizmi alaninda rezervasyon iptallerinin tahmini {izerine bir c¢alisma
bulunmamaktadir. Bu arastirma, saglik turizmi alaninda bulunan bu boslugu doldurmayi

hedeflemistir.
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Arastirma genelinde, veri madenciligi siire¢lerini etkin bir sekilde yonetebilmek igin,
sektorde en c¢ok tercih edilen standartlastirilmis bir metodoloji olan CRISP-DM tercih
edilmistir. Problemin tanimlanmasi, veriyi anlama, veriyi hazirlama, modelleme,
degerlendirme ve uygulama adimlarina ait tim gorev ve ¢iktilar detayli bir sekilde ikinci
boliimde agiklanmis ve dordiincii bolimde tiim adimlar adim adim uygulanmistir. Doktora
tezinin Onemli katkilarindan bir digeri, CRISP-DM metodolojisinin bir ¢alismada bastan
sonra kadar, tiim adimlari ile nasil isletileceginin uygulamali olarak gosterilmesidir.

Rezervasyon iptallerini tahmin edebilen modeller gelistirebilmek i¢in, veri madenciligi
metodolojileri ve teknikleri kullanilmaktadir. Literatiir ¢aligmalarinda, rezervasyon iptal
tahminlerini bagar1 ile yapan caligmalar birinci boliimde listelenmistir. Bu caligmalara ek
olarak, Uluslararast Veri Bilimi ve Uygulamalar1 Konferansi- ICONDATA 2018’da sunumu
yapmis oldugumuz “Otel Rezervasyon Iptallerinin Makine Ogrenmesi Teknikleriyle Tahmin
Edilmesi” bildiri, makale olarak yayinlagmistir (Boz vd., 2018). Doktora arastirmasinin
temelini olusturan bu calismada, CRISP-DM metodolojisi takip edilerek, makine 6grenmesi
teknikleri ile, bes farkli otele ait toplam 38.826 kayittan olusan otel rezervasyon verisi
kullanilarak, otellerin gelecekteki rezervasyonlarmin iptal durumlar1 tahmin edilmeye
calisilmistir. Calismada, siniflandirma algoritmalarindan Rastgele Orman, Destek Vektor
Makineleri, K-En Yakin Komsu ve C4.5 Karar Agaci algoritmalar1 kullanilarak dort farkli
model R programlama dili olusturulmus ve modellerin performans karsilastirmalari
yapilmisti. En iyi sonu¢ %73 dogruluk orani ile C4.5 Karar Agaci Algoritmasindan elde
edilmisti. Bu c¢alisma esnasinda elde edilen deneyim, doktora arastirmasinin temelini
olusturmustur.

Saglik turizminde rezervasyon iptallerinin tahmini ¢alismalarinda, hangi tahmin
modellerin iptal tahmininde daha basarili oldugu, hangi bagimsiz degiskenlerin rezervasyon
iptallerini daha iyi acikladigini tespit etmek, aragtirmanin en 6nemli diger ¢iktilaridir. Turizm
verilerine ek olarak saglik verilerinin de veri setinde yer almasi, veri seti hazirlama ve tahmin
stirecini zorlu ve karmasik bir hale getirmesine ragmen, ¢aligmanin 6zgiin yoniinii olusturma
bakimindan degerlidir. Arastirmada, kisisel veri icermeyen, anonim hale getirilmis 5.060 adet
saglik turisti rezervasyon verisi, on iki farkli makine 6grenmesi yontemi (ZeroR, Naive
Bayes, K-En Yakin Komsu, Destek Vektor Makinalari, Lojistik Regresyon, Karar Agaglari,
Yapay Sinir Aglar1, Rastgele Orman, XGBoost, CatBoost, AdaBoost ve LightGBM) ve on
farkli model degerlendirme metrigi (dogruluk, kesinlik, hassasiyet, F1-skor, 6zgiilliikk, FPR,
FNR, NPV, ROC ve hiz) kullanilarak saglik turizmi rezervasyon iptal tahmin modelleri

gelistirilmistir.
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Saglik Turizmi Yonetim Sistemi yaziliminin farkli tablolarindan bir araya getirilmis
39 degisken bulunmaktadir. Tahmin modeli olusturma esnasinda, veri setinde daha cok
bagimsiz degiskenin bulunmasi her zaman daha yiiksek basarimi vermemektedir. Daha kolay
anlagilabilen sonuglar ve daha iyi bir tahmin modeli olusturabilmek i¢in veri setinde degisken
azaltma islemi gergeklestirmek gerekmektedir. Sdnchez-Medina ve C-Sanchez, 2020 otel
rezervasyon iptal tahmini ¢aligsmalarinda sadece 13 adet degisken kullanarak %98 tahmin
basarist yakalanabilecegini gostermistir. Ayrca, dort resort otelden alinan veri kiimesi ve veri
bilimi kullanarak bir simiflandirma problemi olarak rezervasyon iptali tahminini ele alan ve
rezervasyon iptallerini %90'm tiizerinde dogrulukla tahmin edici modeller olusturmanin
miimkiin oldugunu gosterilmistir. (Antonio vd., 2017b).

Saglik turizmi rezervasyon iptallerinin etkin bir sekilde tahmini i¢in 12 tahmin modeli
ve 10 karsilagtirma kriterini igeren, alti farkli tahmin test tasarim ortami olusturulmustur.
Birinci test ortami: “Dengesiz veri seti lizerinde, parametre optimizasyonu yapilmamis tahmin
modelleri”, ikinci test ortami: “Dengesiz veri seti lizerinde, parametre optimizasyonu yapilmis
tahmin modelleri”, {i¢iincii test ortami: “ROSE teknigi ile dengeli hale getirilmis veri seti
iizerinde tahmin modelleri”, dordiincii test ortami: “ADASYN teknigi ile dengeli hale
getirilmis veri seti lizerinde tahmin modelleri”, besinci test ortami: “SMOTE teknigi ile
dengeli hale getirilmis veri seti lizerinde tahmin modelleri” ve son olarak altinci test ortama:
“SMOTE-ENN teknigi ile dengeli hale getirilmis veri seti tizerinde tahmin modelleri” olmak
iizere tiim sonuglar degerlendirme boliimiinde raporlanmistir.

Arastirma problemi i¢in en iyi performanst gosteren siniflandirict modellerin, topluluk
ogrenmesi algoritmalar1 oldugu goriilmektedir. SMOTE teknigi ile dengeli hale getirilmis veri
seti lizerine uygulanan teknikler icerisinde en iyi dogruluk (0,928) ve Fl-skor (0,855)
degerlerine sahip Rastgele Orman Algoritmasi olmustur. Rastgele Orman Algoritmasinin
ADASYN, ROSE ve SMOTE-ENN teknikleri dengeli hale getirilmis veri seti i¢cin de ¢ok
yakin sonuglar tirettigi gorilmiistiir. “varis_suresi”, “konaklama_ucreti”,
“tedavi_satis ucreti”, “tekrarlanan_misafir” ve “tur durumu” bagimsiz degiskenleri, tahmin
modeli sonucuna en ¢ok etki eden nitelikler olarak 6n plana ¢ikmaktadir.

Bir rezervasyon sisteminde, sistem tarafindan iptal edilmesi muhtemel olan
rezervasyonlarin tanimlanmasi ¢ok kiymetli bir 6zelliktir. Bu 6zellik ile isletmeler, daha fazla
sayida miisteriyle, daha verimli bir sekilde iletisim kurma imkanma sahip olurlar. iptal
olasilig1 yiiksek olan rezervasyonlarin sistematik olarak tahmin edilmesi neticesinde, oteller
iptalleri onlemek i¢in harekete gecebilir ve iptallerin ylizde 37 oraninda diismesini

saglayabilirler (Antonio vd., 2019b).
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“Veri madenciligi teknikleri ve makine Ogrenimi modelleriyle saglik turizmi
rezervasyon verileri kullanarak, rezervasyon iptallerini tahmin etmek miimkiindiir.” ve
“Rezervasyon iptallerini basarili bir sekilde tahmin eden tahmin modeli ¢evrimigi karar destek
sistemi igerisine yerlestirilebilir.” arastirma sorulari basarili bir sekilde dogrulanmistir.
Arastirma kapsaminda en i1yi tahmin model sonucunu elde edebilmek i¢in en iyi parametre
aragtirmalar1 yapilmis ve sistemin uygulamaya nasil konulacagina ait caligmalar basar ile
tamamlanmustir.

Tiim arastirmalarda oldugu gibi bu arastirmanin da siurliliklart bulunmakta birlikte,
bu durum daha ileri arastirmalar i¢in bir firsat sunmaktadir. Rezervasyon sistemin gercek
diinya verilerinin geri bildirimi ile tahmin modelini otomatik olarak gelistirmesi konusu,
gelecekteki arastirmacilar tarafindan ele alinabilir. Uzerinde islem yapilan rezervasyonlar,
islem yapilmayan rezervasyonlara gére daha az siklikta iptal edildiginden, hangi eylemin
uygulandigini gdsteren bir nitelik, model performansma destek saglayabilir. Iptali nlemek
icin her rezervasyon icin gerceklestirilen eylemlerin kaydedilmesi (promosyon verme, iist
pakete terfi ettirme veya indirim yapma), tahmin edilen rezervasyonlarin her biri i¢in hangi
eylemlerin gergeklestirilmesi gerektigini Onerebilen baska bir makine 6grenimi modeli

hazirlanabilir.
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